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Resumo

Dentre as técnicas de sensoriamento remoto, o sistema de radar de abertura sintética
polarimétrico (Polarimetric Synthetic Aperture Radar-PolSAR) tem assumido uma posi-
ção de destaque. Isto se deve a capacidade do PolSAR em (i) operar em várias condições
atmosféricas (na ausência de luz, tempo nublado, entre outros), (ii) produzir imagens
em alta resolução espacial e (iii) fornecer informações sobre uma cena na perspectiva
de vários canais de polarização. Entretanto dados de imagens PolSAR são fortemente
contaminados por um ruído multidimensional (chamado de ruído speckle), o que dificulta
sua modelagem e processamento. Em particular, pesquisas indicam que o uso dos clas-
sificadores clássicos (tais como, análise discriminante linear-LDA, análise discriminante
quadrática-QDA, K vizinhos mais próximos-KNN e máquina de vetores de suporte-SVM)
comumente resultam em desempenhos insuficientes, o que motiva a proposta de classi-
ficadores adaptados à natureza de dados PolSAR. Neste trabalho, objetiva-se construir
uma coleção de classificadores para dados PolSAR com base em distâncias e divergên-
cias entre medidas de probabilidade para vetores e matrizes aleatórios. São considerados
os modelos vetoriais normal, skew-normal, t-Student e skew-t e a distribuição matricial
Wishart complexa escalonada (WCE). Utilizando as divergências/distâncias de Rényi,
Kullback-Leibler e Jeffreys combinadas aos modelos vetoriais e matricial na elaboração
de classificadores para dados de intensidade SAR multivariados e “full PolSAR” (matri-
cial hermitiano), são propostos quatorze classificadores. Em particular, oito deles são
classes de classificadores incorporadas a um processo de otimização para um parâmetro
de flexibilidade (induzido da ordem da divergência de Rényi). Através de um estudo de
simulação Monte Carlo, a performance dos métodos propostos é quantificada e compa-
rada com outras obtidas pela distância de Kullback-Leibler para a distribuição normal
multivariada e pelos métodos LDA, QDA, KNN e SVM. Para este fim, imagens sintéticas
foram simuladas obedecendo à física de formação de imagens PolSAR. O classificador com
base na divergência otimizada de Rényi para a lei WCE pode superar os demais. Final-
mente, experimentos com dados reais extraídos de duas imagens PolSAR são realizados.
Resultados apresentam evidências em favor dos classificadores ótimos com base na diver-
gência de Rényi para a imagem de São Francisco com base no sensor AIRSAR (Radar de



Abertura Sintética Airborne) e do classificador baseado na divergência Kullback-Leibler
para a distribuição t-Student multivariada para a imagem de Foulum com base no sensor
EMISAR (Electromagnetics Institute SAR).

Palavras-chave: PolSAR. Teoria Estatística da Informação. Divergências. Kullback-
Leibler. Jeffreys. Rényi.
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Abstract

Among the remote sensing techniques, the PolSAR (Polarimetric Synthetic Aperture
Radar) system has received a prominent position. This is due to its capability in (i)

operating in various weather conditions (in the light absence, cloudy scenarios, among
others), (ii) producing images at high spatial resolution, and (iii) providing information
on a scene from polarization channels. However, data obtained from PolSAR images are
strongly contaminated by a multidimensional interference pattern (called speckle noise)
and this effect hampers their modelling and processing. In particular, works have indicated
the use of classic classifiers (Linear Discriminant Analysis-LDA, Quadratic Discriminant
Analysis- QDA, k-Nearest Neighbour-KNN and Support Vector Machine-SVM) commonly
result in bad performance, which motivates the proposal of classifiers tailored to the nature
of PolSAR data. This study aims to furnish a collection of classifiers for PolSAR data
based on distances and divergences between probability measures for random vectors and
matrices. We consider normal, skew-normal, t-Student, skew-t vector models and the
scaled complex Wishart (SCW) distribution as like probabilistic assumptions. Using the
Rényi, Kullback-Leibler, and Jeffreys divergences/distances combined with the adopted
vector and matrix models, we propose fourteen classifiers. In particular, eight of them are
classes of classifiers equipped by an optimization procedure for the flexibility parameter
(induced from the Rényi divergence order). Through a Monte Carlo simulation study, the
performance of proposed methods is quantified and compared with those obtained by the
Kullback-Leibler distance for multivariate normal distribution and by LDA, QDA, KNN
and SVM methods. To that end, synthetic images are generated obeying the physics
of PolSAR image formation. The classifier based on the optimized Rényi divergence for
the SCW model may outperform all considered alternatives for synthetic data. Finally,
experiments with real data from PolSAR images are considered. Results provide evidence
in favor of optimal classifiers based on the Rényi divergence for the image of San Francisco
based on the sensor AIRSAR (Airborne Synthetic Aperture Radar) and of the classifier
in terms of the Kullback-Leibler divergence for the multivariate t-Student distribution for
the image of Foulum based on the sensor EMISAR (Electromagnetics Institute SAR).



Keywords: PolSAR. Statistical Information Theory. Divergences. Kullback-Leibler. Jef-
freys. Rényi.
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CAPÍTULO 1

Introdução

Radares foram inicialmente utilizados na vigilância durante a segunda guerra mun-
dial (MAITRE, 2006). Gradativamente os radares adquiriram capacidades de reconheci-
mento com imagens de baixa resolução, o que tornou possível distinguir frequências em
diferentes refletores (MAITRE, 2006). Imagens de radar de abertura sintética (Synthetic
Aperture Radar-SAR) surgiram como resultado de uma pesquisa feita por Carl A. Wiley
no ano de 1951, enquanto trabalhava em um sistema de orientação de correlação (LOVE,
1985).

Imagens de radar estavam intimamente ligadas às aplicações militares. Por sua comple-
xidade e custo de aquisição o uso de imagens de radar era inviável para muitas aplicações
industriais. Essas imagens além de muito difíceis de manipular eram na maioria das vezes
produto de sensores experimentais (MAITRE, 2006). Com o investimento de institutos
sérios como a NASA (National Aeronautics and Space Administration) e ESA (European
Space Agency), estas imagens passaram a ser utilizadas em várias áreas, tais como, pre-
venção de desastres naturais, levantamentos geológicos e de mineração na monitoração de
rotas polares em Cartografia, gestão florestal e em levantamentos marítimos.

Na área do sensoriamento remoto, os sistemas de radar de abertura sintética polari-
métrico (Polarimetric Synthetic Aperture Radar-PolSAR) têm sido indicados como ferra-
mentas importantes e eficientes. Isso pode ser justificado por pelo menos três razões: tal
sistema pode operar em todas as condições meteorológicas (o que é particularmente útil
em países frequentemente nublado como os localizados na faixa equatorial), fornecer alta
resolução espacial e produzir várias informações sobre uma cena.

Uma cena PolSAR pode ser entendida como um mapa em que cada entrada está
associada a uma matriz hermitiana definida positiva. Isso requer o uso de métodos de
processamento multivariados (FRERY et al., 2014). Além disso, as imagens PolSAR são
fortemente afetadas por uma interferência particular multidimensional, chamada ruído

16
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speckle. Este efeito impõe aos dados PolSAR que suas características escalares reais
(conhecidas como intensidades) não sigam um comportamento gaussiano e, como con-
sequência, utlizem-se técnicas adaptadas. Assim, ferramentas de classificação eficientes
são procuradas no processamento de imagens PolSAR.

Vários trabalhos têm endereçado a proposta de vários classificadores para dados Pol-
SAR com o objetivo de extração de informações a respeito da cobertura do solo. Hoekman
e Vissers (2003) propuseram uma técnica de classificação aplicada a regiões heterogêneas,
em que os retornos PolSAR são descritos pela distribuição Wishart complexa. Os clas-
sificadores foram avaliados separando e combinando as bandas C e L1. Observou-se que
desempenho superior foi obtido para bandas combinadas. Doulgeris et al. (2007) ado-
taram um esquema de classificação bayesiano com base na distribuição K-Wishart, que
pode ser usado tanto de forma supervisionada como de não supervisionada. Mishra (2008)
apresentou evidências de que o uso da análise discriminante linear (Linear Discriminant
Analysis-LDA) no processamento de imagens SAR pode fornecer um desempenho inefici-
ente devido à natureza dos dados resultantes desse sistema. Tao et al. (2015) utilizaram
vários métodos de extração de recursos que combinados com os classificadores KNN (k-
Nearest Neighbour classifier) e SVM (Support Vector Machine classifier) podem melhorar
as taxas de classificação no processamento de imagens PolSAR.

Nesta dissertação, utilizam-se distâncias estocásticas derivadas de diferentes mode-
los de probabilidade como núcleo de novos classificadores. A distância estocástica é uma
quantidade importante na área da Teoria da Informação, cujos fundamentos foram forma-
lizados por Shannon (1948). Ele introduziu três conceitos básicos: informação, entropia e
entropia relativa (ou divergência). Dos conceitos introduzidos por Shannon, é possível de-
finir distância entre duas medidas de probabilidade. O primeiro conceito de divergência na
Estatística foi proposto por Kullback-Leibler (KL) (COMMENGES, 2015) e, a partir de
então, várias classes de divergências têm sido propostas. As medidas de divergência foram
submetidas a um tratamento formal por Csiszár (1967) e, subsequentemente, por Salicrú
et al. (1994) resultando nas classes de divergência φ e h−φ, respectivamente. Através deste
formalismo, pode-se obter diferentes distâncias entre as distribuições de probabilidades já
conhecidas da literatura. Vários autores têm derivado a divergência de Kullback-Leibler
para distribuições univariadas e multivariadas; por exemplo, Contreras-Reyes e Arellano-
Valle (2012) derivaram a divergência de Kullback-Leibler para a distribuição skew-normal
multivariada e Contreras-Reyes (2014) propôs uma expressão assintótica da divergência
de KL entre distribuições multivariadas assimétricas de caudas pesadas (em particular, os
modelos multivariados t-Student e skew-t). Recentemente, o interesse em adaptar técni-
cas da Teoria Estatística da Informação para contextos de processamento de imagens tem
crescido (NASCIMENTO et al., 2010). Nascimento et al. (2010) utilizaram o tratamento
formal desenvolvido por Salicrú et al. (1994) para obter oito medidas de divergências e

1As bandas de um sistema de radar definem em qual frequência e comprimento o radar está sendo
utilizado. A banda C trabalha em uma frequência que varia de 3,9 a 5,75 GHz com um comprimento que
varia de 3 a 10cm. A banda L possui uma frequência entre 0.39 e 1,55 GHz com comprimento variando
de aproximadamente 25 a 90cm. Para mais detalhes ver a imagem A.1.
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distâncias entre distribuições G0I para descrever intensidades SAR (FRERY et al., 1997).
Técnicas de processamento de imagens costumam impor a suposição gaussiana. Entre-

tanto, dados PolSAR são representados por matrizes hermitianas cujas diagonais princi-
pais não são descritas pela distribuição normal multivariada. Nesta dissertação, objetiva-
se quantificar o efeito da não normalidade e propor critérios robustos em problemas de
classificação de pixels PolSAR. Para este fim, as divergências KL e Jeffreys induzidas
do modelo normal e das distribuições multivariadas t-Student, skew-t e skew-normal.
Considerou-se também a classificação baseada na divergência de Rényi para dados Pol-
SAR descritos pela distribuição Wishart complexa escalonada (WCE).

1.1 Contribuição desta dissertação

Este estudo objetiva construir uma coleção de classificadores para dados PolSAR in-
duzidos de distâncias e divergências entre as medidas de probabilidade para vetores e
matrizes aleatórias. Duas aplicações a dados reais são consideradas. Os resultados forne-
cem evidências a favor de classificadores ótimos baseados na divergência de Rényi para a
imagem AIRSAR de San Francisco e do classificador baseado na divergência de Kullback-
Leibler com a distribuição de t-Student multivariada para a imagem EMISAR de Foulum.
Os resultados desta dissertação foram submetidos para o Periódico Pattern Recognition.

Também foi apresentado um trabalho no “2nd Brazilian Workshop on Polarimetric
SAR Data Processing”, realizado na Universidade Federal de Pernambuco no mês de
agosto de 2016, intitulado “Classificadores Paramétricos de Regiões PolSAR com base em
Divergências para Modelos Normal e Não Normal Multivariados”. Neste caso, propuseram-
se esquemas de classificação de vetores de intensidades associados a três canais de pola-
rização SAR com base em divergências e distâncias entre modelos não normais. O com-
portamento das divergências foi quantificado na classificação de dados PolSAR, adotando
duas medidas de avaliação: o acerto percentual e o coeficiente kappa.

1.2 Plataforma computacional

A utilização de pacotes estatísticos para a análise de dados é de grande importância.
Dentre os software de domínio público utilizados para análise de dados, encontra-se o
ambiente R. Este ambiente apresenta código aberto e tem abertura para publicação de
pacotes fundamentados por novas metodologias estatísticas. Em um futuro próximo,
objetiva-se que os classificadores desenvolvidos sejam publicados como um pacote em R.
Além disso, o R possui um grande número de colaboradores das mais diversas áreas do
conhecimento (R Development Core Team, 2015).

Com o intuito de trabalhar com processamento de imagens no software R, foram criadas
rotinas (funções) adequadas para tais tipos de dados. A função gerarpar() foi criada
para receber como entrada os dados de treinamento e retornar como saída os parâmetros
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estimados de média e matriz de covariância para cada canal polarimétrico de cada classe
(o número de classes varia de acordo com a imagem). Foi criado também uma rotina
default para as classificações, pois as diferenças entre os classificadores propostos eram as
divergências das distribuições estatísticas utilizadas, que na função do software R refletia
em alterar o núcleo do classificador.

Esta dissertação está organizada da seguinte maneira. No Capítulo 2, descrevem-
se alguns modelos para dados PolSAR multilook. No Capítulo 3, são apresentados e
discutidas as medidas de divergência usadas nesta dissertação. No Capítulo 4, discutem-se
alguns classificadores utilizados em Estatística. Apresentam-se também os classificadores
propostos. Resultados numéricos são apresentados e discutidos no Capítulo 5. Por fim,
as conclusões estão no Capítulo 6.

Como última nota deste capítulo, convém ressaltar que grande parte das tabelas e
figuras de resultados são colocadas nos apêndices para prover maior fluidez textual.



CAPÍTULO 2

Dados Polarimétricos Multillook

Os dados SAR univariados são obtidos do mapeamento de uma área (que é frequen-
temente chamada de cenário) através da emissão e do registro de pulsos sob uma direção,
obtendo como resultado imagens monopolarizadas (NASCIMENTO, 2012). Recente-
mente, estudos têm indicado que trabalhar com dados SAR em múltiplas direções pode
resultar em ganhos na precisão de processamento. Os dados obtidos nesta abordagem
são chamados de dados PolSAR. As informações polarimétricas são produzidas pela emis-
são e obtenção de sinais multivariados e complexos. Como resultado, são registrados a
amplitude e a fase dos sinais retornados para uma cena, em que são consideradas as com-
binações das polarizações lineares de transmissão e recepção: HH, HV, VH e VV (H e V
são representações para as polarizações horizontais e verticais, respectivamente).

Devido à utilização de iluminação coerente 1 no seu processamento, as imagens
PolSAR são contaminadas por um ruído multidimensional, chamado de speckle O apare-
cimento do speckle se deve à interferência coerente do sinal refletido a partir das muitas
unidades elementares da área sob estudo. O ruído speckle, além de dificultar a interpreta-
ção e análise de imagens PolSAR, impõe um comportamento não aditivo e não gaussiano
nos elementos dos dados resultantes, o que inviabiliza o uso de técnicas clássicas de proces-
samento de imagens (FRERY et al., 1997); por exemplo, procedimentos adaptados foram
propostos nas áreas de classificação (FRERY et al., 2007), segmentação (BEAULIEU;
TOUZI, 2004) e detecção de borda (SCHOU et al., 2003).

O comportamento dos dados PolSAR são diferentes a depender do tipo de terreno,
como ilustrado na Figura 2.1. As superfícies com rugosidade forte dispersam o sinal re-
cebido para várias direções. A medida que a rugosidade vai se tornando fraca (ou seja,

1A formação de uma imagem SAR requer o processamento coerente do sinal de retorno recebido
após a emissão dos pulsos. O sinal recebido (complexo) de cada pulso emitido é demodulado em fase (I )
e quadratura (Q), amostrado (dada uma função de referência) e convertido para o formato digital (para
formar uma seqüência de dados) (FREITAS et al., 2003).
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Figura 2.1: Reflexividade em diferentes rugosidades.

quando as superfícies vão ficando mais lisas), os sinais retornados ficam menos dispersos.
As superfícies lisas, como pasto e oceano, por exemplo, refletem a energia incidente em
direção oposta ao sistema imageador. Este último fato caracteriza regiões menos textura-
dos nas imagens resultantes com cores escuras. Em contrapartida, quanto mais rugosa é a
superfície (por exemplo, áreas urbanas), mais energia é retornada ao radar, fazendo com
que a área seja mais clara. Cenários de florestas são menos texturadas do que cenários
urbanos. Assim, regiões de florestas em uma imagem PolSAR são caracterizadas com um
brilho menor do que o de áreas urbanas e maior em relação às regiões de oceanos e pastos.
Existem situações em que os pixels exibem altos valores de variabilidade associados aos
pulsos retornados, este fenômeno é denominado “double bounce”. Este evento geralmente é
provocado por comportamentos naturais ou resultado de erros de mensuração do respon-
sável e estão presentes em cenários de áreas urbanas e florestas densas. A análise de pixels
afetados por double bounce é essencial, no sentido de que eles modificam as propriedades
estatísticas de sua vizinhança, o que pode produzir estimativas e inferências mais viesadas
do que o usual (NASCIMENTO, 2012).

2.1 Modelos para dados polarimétricos multilook

Uma imagem PolSAR é tal que cada entrada é associada aos elementos da seguinte
matriz:
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S =

(
Shh Shv

Svh Svv

)
, (2.1)

em que SA ∈ C é o valor complexo que representa o canal de polarizaçãoA ∈ {hh, hv, vh, vv}.
Na prática, as polarizações cruzadas são iguais; isto é, que Shv = Svh (ULABY; ELACHI,
1990). Desta forma, a matriz (2.1) pode ser representada como

z =

 S1

S2

S3

 , (2.2)

em que os índices 1, 2 e 3 denotam as polarizações hh, hv e vv (FREITAS et al., 2004).
Dados na forma do vetor (2.2) são chamados de PolSAR single-look. Entretanto,

modelos para estes dados não levam em consideração o controle do efeito do ruído speckle
sobre as imagens PolSAR. A fim de contornar esta dificuldade, a literatura costuma propor
um procedimento chamado de processo multilook ilustrado na figura a seguir.

Figura 2.2: Definição de dados single-look e multilook.

De modo geral, seja zi = (S
(i)
1 S

(i)
2 · · · S

(i)
p )> ∈ Cp o i-ésimo vetor associado a p canais

de polarização em uma amostra de L informações extraídas de uma mesma cena, para
i = 1, . . . , L. Assumindo que zi segue uma distribuição normal complexa multivariada
com média zero e matriz de covariância Σ

(
zi ∼ NC

p (0,Σ)
)
com função densidade de
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probabilidade (fdp) (GOODMAN, 1963):

f(z;Σ) =
1

πp|Σ|
exp

(
−z∗Σ−1z

)
, (2.3)

em que | · | é o determinante de uma matriz ou valor absoluto de um escalar, (·)∗ é o trans-
posto conjugado de um vetor e Σ é a matriz de covariância hermitiana positiva definida,
que contém todas as informações necessárias para caracterizar retorno polarimétrico dos
dados em análise (FRERY et al., 2014).

O processo multilook é definido como Z = L−1
∑L

i=1 ziz
∗
i e, para zi ∼ NC

p (0,Σ), segue
uma distribuição Wishart complexa escalonada (FRERY et al., 2014) com fdp dada por:

fZ(Z;Σ, L) =
Lp

L|Z|L−p

|Σ|LΓp(L)
exp

[
−Ltr(Σ−1Z)

]
, (2.4)

em que Γp(L) = πp(p−1)/2
∏p−1

i=0 Γ (L − i), L ≥ p, representa a função gama multivariada,
Γ (·) é a função gama, e tr(·) é o operador traço. Esta situação é denotada como Z ∼
Wp(Σ, L) e essa distribuição satisfaz E{Z} = Σ.

A distribuição WCE é considerada a distribuição básica para os dados PolSAR. Ela
leva em conta um parâmetro de controle do efeito multidimensional do ruído speckle
(denotado por L) e também oΣ que mapeia a dependência entre os canais de polarização.
Embora este modelo tenha uma fdp com forma analítica tratável, ele não incorpora o
efeito de rugosidade de relevo. Nesta dissertação, utiliza-se o modelo Wishart complexo
escalonado para dados matriciais hermitianos e outras distribuições multivariadas vetoriais
para múltiplas intensidades na elaboração de novos classificadores. A performance dos
classificadores propostos será testada, tanto com dados de imagens sintéticas como reais.
No primeiro caso, os dados gerados seguirão o modelo G0p proposto por Freitas et al. (2004),
que estende o modelo WCE. Esta suposição é feita a fim de gerar cenários mais próximos
aos dados reais, visto que o modelo G0p incorpora um parâmetro associado a textura de
uma imagem PolSAR. Para esse fim, considerou-se a abordagem multiplicativa que será
discutida a seguir.

Diferentes modelos podem ser usados para representar os dados PolSAR, porém uma
estrutura estatística frequentemente utilizada é abordagem multiplicativa definida como
(FREITAS et al., 2004):

“Um pixel de uma imagen PolSAR é descrito por uma matriz aleatória
Z = X · Y , em que X está associado com o backscatter (retroespalhamento
do terreno) e Y descreve o ruído speckle multidimensional.”

Para modelar o backscatter será utilizada a distribuição gama inversa denotada por X ∼
Γ−1(−β, (−β − 1)µ)) e com fdp dada por (NASCIMENTO, 2012)

fX(x;µ, β) =
1

Γ (−β)
1

(−β − 1)µ

[
(−β − 1)µ

x

]β+1

exp

(
−(−β − 1)µ

x

)
, (2.5)
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em que µ > 0 (escala), β < 0 (forma) e x é uma realização simples de uma variável
aleatória X. Assumindo Y ∼ Wp(Σ, L) e X ∼ Γ−1(−β, (−β− 1)µ)), a distribuição para
Z segue o modelo G0p . De acordo com Freitas et al. (2004), a distribuição G0p é um caso
especial no modelo multiplicativo. Ele pode descrever diferentes níveis de rugosidade e a
sua fdp é dada por

f(Z;β,Σ, L) =
LLpΓ (Lp− β)

|Σ|L(−β − 1)βΓ (−β)Γp(L)
|Z|L−p

[
(−β − 1) + Ltr(Σ−1Z)

]β−Lp
, (2.6)

em que β é o parâmetro de rugosidade. Como pode ser visualizado na Figura 2.3, quanto
menor for o valor do parâmetro responsável pela rugosidade, mais lisa será a área repre-
sentada pelos dados gerados.

Figura 2.3: Diferentes rugosidades através do valor de β na distribuição G0p .



CAPÍTULO 3

Distribuições Estocásticas em modelos para Dados de Intensidades

Múltiplas e PolSAR

Como discutido no capítulo anterior, os dados PolSAR multilook são da forma:


Z11

[Zij]

[Z∗ij]

. . .

Zpp


p×p

∈ {Z ∈ Cp × Cp : Z = Z∗,Z � 0} . (3.1)

Nesta dissertação, objetiva-se construir classificadores munidos com medidas de divergên-
cias entre modelos de probabilidades para:

(a) intensidades múltiplas:

z = (Z11, . . . , Zpp)
> ∈ Rp

+

e

(b) dados full PolSAR multilook :

Z definido em (3.1).

Para este último caso, utiliza-se a distribuição WCE, discutida no Capítulo 2 como modelo
teórico. Para o caso (a), consideraram-se os modelos vetoriais apresentados a seguir.

25
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3.1 Distribuições de vetores aleatórios

3.1.1 Distribuição normal multivariada

Também conhecida como distribuição gaussiana, ela apresenta dois parâmetros,
um vetor de médias µ ∈ Rk e uma matriz de covariâncias Σ � 0. Este modelo é bastante
utilizado devido a sua tratabilidade analítica e ao fato de vários resultados assintóticos
(teorema central do limite, normalidade assintótica dos estimadores de máxima verossi-
milhança, . . .) terem esta distribuição como quantidade limite. Seja X um vetor normal
k variado, sua fdp é dada por

fX(
.

X,µ,Σ) = |Σ|−1/2φk(
.

X;µ,Σ),

em que φk(
.

X;µ,Σ) = (2π)−k/2 exp
{
−1

2
(
.

X −µ)>Σ−1(
.

X −µ)
}
. Esta situação é deno-

tado por X ∼ Nk(µ,Σ). Sejam X1, . . . ,Xn uma amostra aleatória obtida de X ∼
Nk(µ,Σ), os EMVs para µ eΣ são dados por, respectivamente (JOHNSON; WICHERN,
2007):

µ̂ = X =
n∑
i=1

Xi

n
e Σ̂ = S =

n∑
j=1

(Xj −X)(Xj −X)>

n
.

Figura 3.1: Densidade normal bivariada padrão.

Na Figura 3.1, os parâmetros utilizados foram o vetor µ = 0 e a matriz de covariâncias
Σ = I2, em que I2 é uma matriz identidade de ordem 2. Através desta figura é possível
perceber a simetria desta distribuição pois em ambos os gráficos os dados são simétricos
em torno do zero.

3.1.2 Distribuição skew-normal multivariada

A distribuição multivariada skew-normal foi introduzida por AZZALINI e VALLE
(1996). Esta distribuição é definida com três parâmetros, um para o vetor de médias ou
locação, um para a matriz de covariâncias e outro para o vetor de assimetrias. Como se
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objetiva descrever intensidades múltiplas e estas são positivas, este modelo pode se tornar
mais apropriado para estes tipos de dados. A distribuição skew-normal e suas extensões
podem ser promissoras, uma vez que preservam as vantagens da distribuição normal com
o benefício adicional de flexibilidade em relação à assimetria e à curtose. Seja X um vetor
k dimensional que segue uma distribuição skew-normal multivariada, sua fdp é dada por

fX(
.

X;µ,Σ,η) = 2φk(
.

X;µ,Σ)Φ[η>Σ−1/2(
.

X −µ)], para
.

X ∈ Rk,

em que Φ(z) =
∫ z
−∞(2π)

−1/2e−t
2/2dt é função de distribuição acumulada (fda) da normal

padrão e o vetor k dimensional η é o parâmetro de assimetria (CONTRERAS-REYES,
2014). Este caso é denotado por X ∼ SNk(µ,Σ,η).

Com respeito aos EMVs para os componentes de η, Arellano-Valle et al. (2004) pro-
puseram um processo recursivo para este fim. Em geral os EMVs, η̂j, são definidos como:

η̂j = argmaxηj∈R

{
−n
2
log

πσ2

2
− 1

2σ2

n∑
i=1

(zi − µ)2 +
n∑
i=1

logΦ

[
ηj(zi − µ)√

σ2

]}
. (3.2)

Figura 3.2: Densidade skew-normal bivariada.

Gráficos sobre a forma da distribuição skew-normal bivariada podem ser visualizadas na
Figura 3.2, em que os parâmetros utilizados foram µ = 0, Σ = I2 e η> = [2, 0.1]>. O
parâmetro η controla a assimétria, portanto uma distribuição skew-normal assimétrica pode ser
obtida, através da manipulação desse parâmetro. A distribuição normal é um caso particular
desta distribuição, sendo obtida quando η = 0.

3.1.3 Distribuição t-Student multivariada

Esta distribuição é definida por três parâmetros, sendo um deles os graus de liberdade. Vale
ressaltar que, quanto maior for o valor dos graus de liberdade, mais a distribuição t-Student se
aproxima da distribuição normal. Este caso é denotado por X ∼ tk(µ,Σ, ν). Seja X um vetor
que segue uma distribuição t-Student, sua fdp pode ser definida por (HOFERT, 2013)
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fX(
.
X;µ,Σ, ν) =

Γ
(
ν+k
2

)
Γ
(
ν
2

)
(πν)k/2

√
detΣ

[
1 +

(
.
X −µ)>Σ−1(

.
X −µ)

ν

]− ν+k
2

.

Para a distribuição t-Student, os estimadores não possuem soluções em forma fechada simples.
Assim, utilizou-se o método de otimização não linear BFGS (BROYDEN, 1969; FLETCHER,
1970; GOLDFARB, 1970; SHANNO, 1970). Seja θ = (µ>, vec(Σ)>, ν), tais estimadores podem
ser obtidos maximizando:

`(θ) = −1

2

N∑
i=1

{
− 2δ(ν) + k log(π) + log(ν − 2) + (k − 1) log(ν)

+ log(det(Σ)) + (ν + k) log

[
1 +

(
.
X −µ)>Σ−11 (

.
X −µ)

ν − 2

]}
,

em que δ(ν) = logΓ ((ν + k)/2)/Γ (ν/2).

Figura 3.3: Densidade t-Student bivariada.

Na Figura 3.3, encontram-se gráficos para distribuição t-Student, na qual os parâmetros
utilizados foram µ = 0,Σ = I2 e ν = 2. Esta distribuição também é simétrica, mas relativamente
à normal apresenta curvas de nível mais alongadas.

3.1.4 Distribuição skew-t multivariada

A distribuição skew-t multivariada foi proposta por Branco e Dey (2001). Ela proporci-
ona maior flexibilidade e melhor capacidade para acomodar os dados de caudas longas quando
comparada com a distribuição skew-Normal. Dizemos que um vetor aleatório

.
X∈ Rk tem uma

distribuição skew-t com vetor de locação µ ∈ Rk, matriz de covariância Σ ∈ Rk×k, vetor de
parâmetro de assimetria η ∈ Rk e graus de liberdade ν > 0, se a fdp é (CONTRERAS-REYES,
2014):

fX(
.
X;µ,Σ, ν,η) = 2|Σ|−1/2tk(

.
X0; ν)T

(√
ν + k

ν + ||
.
X0 ||2

η>
.
X0; ν + k

)
,
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em que
.
X0= Σ−1/2(

.
X −µ), η = Σ1/2η, tk(

.
X0; ν) é a fdp tk(0, Ik, ν) e T (X; ν + k) é a função

de distribuição acumulada T1(0, 1, ν + k). Os parâmetros θ = [µ>, vec(Σ)>,η>, ν>]> foram
estimados maximizando a função de verossimilhança da distribuição skew-t via algoritmo EM
(Expectation - Maximization) (LEE; MCLACHLAN, 2011; MCLACHLAN; LEE, 2013):

logLc(θ;y,u, w) =K − 1

2
n log |Σ| − n logΓ

(
1

2
ν

)
+

1

2
nν log

(
1

2
ν

)
− 1

2
w
(
d(y) + (u− q)>Λ−1(u− q)

)
+

(
1

2
ν + p− 1

)
log(w),

em que K não depende de θ, ∆ = diag(δ), Ω = Σ + ∆∆>, q = ∆>Ω−1(y − µ), d(y) =

(y − µ)>Ω−1(y − µ), Λ = Ip −∆>Ω−1∆ e U|w ∼ HNp

(
0, 1

w Ip
)
representa uma distribuição

half -normal p dimensional e W ∼ gamma
(
ν
2 ,

ν
2

)
é uma distribuição gamma (α, β) com média

α/β.

Figura 3.4: Densidade skew-t bivariada.

Assim como a distribuição skew-normal, a distribuição skew-t possui um parâmetro de assi-
metria. Na Figura 3.4, encontram-se gráficos com esta distribuição sendo os seguintes parâmetros
utilizados: µ = 0, Σ = I2, ν = 2 e η> = [2, 0.1]>. Esta distribuição se torna a distribuição
t-Student quando o vetor de parâmetros de assimetria for nulo. E se a situação anterior ocor-
rer simultaneamente quando os graus de liberdade forem para o infinito, esta distribuição se
aproxima do modelo normal.

3.2 Distâncias estocásticas

Uma medida de divergência pode ser entendida como uma função não-negativa entre duas
medidas de probabilidade, diga-se D(X||Y), que obedece a propriedade de definitividade:

1. D(X||Y) ≥ 0 (não-negatividade),
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2. D(X||Y) = 0⇔ X = Y (definitividade).

Assim, uma classe de divergências entre os vetores aleatórios X e Y com fdp fX e fY, respecti-
vamente, é definida por

Dh
φ(X||Y) = h

(
EY φ

(
fX(Y;θ1)

fY(Y;θ2)

))
, (3.3)

em que EY(·) é o valor esperado de um argumento com respeito a um vetor aleatório Y,
h : (0,∞) → [0,∞) é uma função estritamente crescente e φ : (0,∞) → [0,∞) é uma função
convexa tal que 0φ(0/0) = 0, 0φ(x/0) = limx→∞ φ(x)/x e φ(1) = h(0) = 0 e φ′′(1) > 0. Adi-
cionalmente, para X e Y sendo duas matrizes aleatórias com funções densidades fX(Z;θ1) e
fY (Z;θ2) tem-se que a divergência entre X e Y é dada por

Dh
φ(X ‖ Y ) = h

(
EY φ

(
fX(Y ;θ1)

fY (Y ;θ2)

))
. (3.4)

Esta classe foi proposta por Salicrú et al. (1994) e é denotada por h− φ divergência. Em geral,
uma função é considerada medida de distância estocástica, diga-se dhφ(·, ·) , entre dois vetores
aleatórios se as seguintes propriedades foram satisfeitas (NASCIMENTO, 2012): seja x e y dois
vetores aleatórios definidos sobre o mesmo suporte Z tendo densidades fx(z;θ1) e fy(z;θ2),
respectivamente, em que θ1 e θ2 são vetores de parâmetros, então

1. dhφ(X,Y) ≥ 0 (não-negatividade),

2. dhφ(X,Y) = dhφ(Y,X) (simetria),

3. dhφ(X,Y) = 0⇔ X = Y (definitividade).

Como discutido por Nascimento (2012), definir-se-ão distâncias como divergências simetriza-
das. Com base neste princípio, divergências foram submetidas a um processo de simetrização,

dhφ(X,Y) =
Dh
φ(X ‖ Y) +Dh

φ(Y ‖ X)

2
, (3.5)

com o fim de serem obtidas distâncias para utilização nesta dissertação.
Na Tabela 3.1, as divergências e distâncias de Kullback-Leibler, Jeffreys e Rényi são relacio-

nadas aos pares [h(x), φ(x)].
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Tabela 3.1: Distâncias e divergências h− φ e funções φ e h relacionadas.

divergência (h− φ) h(x) φ(x)

Kullback-Leibler
x x log(x)

[∫
fX log fX

fY

]
Jeffreys

x (x− 1) log(x)
[∫

(fX − fY ) log fX
fY

]
Rényi (ordem α)

1
α−1

log((α− 1)x+ 2), 0 ≤ x < 1
1−α

xα−α(x−1)−2

α−1
, 0 < α < 1

[
log
∫
fαXf

1−α
Y

(α− 1)

]
distância (h− φ)

Kullback-Leibler x

2
(x− 1) log(x)

[
1

2

∫
(fX − fY ) log fX

fY

]
Rényi (ordem α)

1
α−1

log((α− 1)x+ 1), 0 ≤ x < 1
1−α

x1−α+xα−α(x−1)−2

2(α−1)
,0 < α < 1

[
log
∫
fαXf

1−α
Y + log

∫
f1−α
X fαY

2(α− 1)

]

3.2.1 Divergências de KL e J para distribuição normal multiva-

riada

Sejam X ∼ Nk(µ1,Σ1) e Y ∼ Nk(µ2,Σ2) dois vetores normais k variados. Então a diver-
gência DKL entre X e Y é dada por (CONTRERAS-REYES; ARELLANO-VALLE, 2012):

DN
KL ([µ1,Σ1]||[µ2,Σ2]) =

1

2

{
log

(
|Σ2|
|Σ1|

)
+ tr(Σ−12 Σ1) (3.6)

+ (µ1 − µ2)
>Σ−12 (µ1 − µ2)− k

}
.

A divergência de Jeffreys ou “J-Divergence”, J ([µ1,Σ1], [µ2,Σ2]), pode ser expressada em termos
de DKL como

JN ([µ1,Σ1]||[µ2,Σ2]) =DN
KL ([µ1,Σ1]||[µ2,Σ2]) + DN

KL ([µ2,Σ2]||[µ1,Σ1]) . (3.7)

As quantidades DN
KL e JN serão calculadas avaliando EMVs obtidos a partir de duas amostras

em (3.6) e (3.7). Os classificadores baseados em (3.6) e (3.7) são denotados por classificador de
Kullback-Leibler para distribuição normal (CKLN) e classificador de Jeffreys para distribuição
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Normal (CJN).

3.2.2 Divergências KL e J para distribuição skew-normal multi-

variada

Contreras-Reyes e Arellano-Valle (2012) utilizaram a divergência de KL com base na dis-
tribuição skew-normal para detectar clusters no catálogo sísmico do serviço sismologico naci-
onal do Chile. Resultados mostraram que esta medida é uma ferramenta útil. Sejam X ∼
SNk(µ1,Σ1,η1) e Y ∼ SNk(µ2,Σ2,η2) dois vetores k dimensionais seguindo uma distribuição
skew-normal multivariada. Neste caso, a divergência de KL é dada por (CONTRERAS-REYES,
2014):

DSN
KL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) =D

N
KL ([µ1,Σ1]||[µ2,Σ2]) +

√
2

π
(µ1 − µ2)

>δ1

Σ−12

+ E[log{2Φ(W11)}]− E[log{2Φ(W21)}], (3.8)

em que W11 ∼ SN1

(
0,η>1 Σ1η1, (η

>
1 Σ1η1)

1
2

)
e W21 ∼ SN1

(
η>2 (µ1 − µ2),η

>
2 Σ1η2,Ξ

)
com

Ξ =
η>2 δ1√

η>2 Σ1η2 − (η>2 δ1)
2
e δ1 =

Σ1η1√
1 + η>1 Σ1η1

. Pode-se notar que a Equação (3.8) apresenta duas

quantidades E[log{2Φ(W11)}] e E[log{2Φ(W21)}] que não possui expressões de forma fechada.
Para superar essa dificuldade, utilizamos a integração de Monte Carlo. Para este fim, foi utilizado
o algoritmo proposto por Contreras-Reyes e Arellano-Valle (2012) para gerar W11 e W21:

• W11 ≡ 0+δ|U0|+U com U0 ∼ N(0, 1), U ∼ N1

(
0, (η>1 Σ1η1)− δ2

)
e δ =

(η>1 Σ1η1)
3
2√

1 + (η>1 Σ1η1)2
;

• W21 ≡ η>2 (µ1 − µ2) + δ|U0| + U com U0 ∼ N(0, 1), U ∼ N1

(
0, (η>2 Σ1η2)− δ2

)
, δ =

(η>2 Σ1η2)

(
η>2 δ1√

η>2 Σ1η2−(η>2 δ1)
2

)
√

1+η>(η>2 Ω1η2)η
e η =

η>2 δ1√
η>2 Σ1η2−(η>2 δ1)2

.

A assimetria η foi estimada maximizando iterativamente a função de verossimilhança
(ARELLANO-VALLE et al., 2004). Como este problema não apresenta expressão de forma
fechada, foi considerado o método de Newton-Raphson: Para j = 1, . . . , k,

η̂j = argmaxηj∈R

{
−n
2
log

πσ2

2
− 1

2σ2

n∑
i=1

(zi − µ)2 +
n∑
i=1

logΦ

[
ηj(zi − µ)√

σ2

]}
. (3.9)
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Figura 3.5: Comportamento da divergência KL para a distribuição skew-normal para
diferentes coeficientes de assimetria.

A Figura 3.5 mostra o comportamento da classificação utilizando a divergência KL baseada na
distribuição skew-normal, flexibilizando a assimetria. Nota-se que quando a assimetria vai para
zero (a curva com menor assimetria cor azul) as distâncias se aproxima da curva da divergência de
KL baseado na distribuição normal (curva tracejada cor rosa). O classificador com base em (3.8)
é chamado de classificador de Kulback-Leibler para a distribuição skew-normal (CKLSN). Aquele
com base em uma simetrização de (3.8) é chamado de classificador de Jeffreys para skew-normal
(CJSN).

3.2.3 Divergências de KL e J para distribuição t-Student multi-

variada

Seja X ∈ Rk uma variável aleatória contínua com fdp sendo fX . A entropia para X é dada
por H(X) = −

∫
fX(x) log fX(x)dx e sejam X e Y ∈ Rk duas variáveis aleatórias contínuas

com fdp fX e fY , a cross-entropia é definida como CH(X,Y ) = −
∫
fX(x) log fY (x)dx. A

divergência de KL pode ser definida em termos de H(X) e CH(X,Y ), como

KL(X,Y ) =

∫
fX(x) log

{
fX(x)

fY (x)

}
dx = CH(X,Y )−H(X),

com CH(X,Y ) ≥ H(X), com a igualdade se X d
= Y . Portanto, sejam X ∼ tk(µ1,Σ1, ν1) e
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Y ∼ tk(µ2,Σ2, ν2). A Entropia de X é dada por (CONTRERAS-REYES, 2014):

H([µ1,Σ1, ν1]) = H(X0) +
1

2
log |Σ1|, (3.10)

em que H(X0) = − log{Bk(ν1)}+
(
ν1 + k

2

)[
ψ

(
ν1 + k

2

)
− ψ

(ν1
2

)]
e

Bk(ν1) =

Γ

(
ν1 + k

2

)
Γ
(ν1
2

)
(ν1π)

k
2

, ν1 > 0.

A cross-entropia para t-Student é dada por:

CH([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) ≈
1

2
log
{
(2π)k|Σ2|

}
+

1

2

(
ν2 + k

ν2

)
IE[Q2], (3.11)

em que IE[Q2] = K2(X)tr(Σ−12 Σ1) + (µ1 − µ2)
>Σ−12 (µ1 − µ2) e K2(X) = ν1

(ν1−2) . Assim, a diver-
gência de Kullback-Leibler para t-Student é dada por:

Dt
KL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) =CH([µ1,Σ1, ν1]||[µ2,Σ2, ν2])

− H([µ1,Σ1, ν1]). (3.12)

Figura 3.6: Comportamento da divergência KL para a distribuição t-Student para dife-
rentes graus de liberdade.

A distribuição t-Student se aproxima da distribuição normal quando os graus de liberdade
tendem ao infinito (parâmetro ν → ∞ ), o comportamento da divergência KL baseado na
distribuição t-Student, manteve o mesmo comportamento. Como pode ser observado na Figura
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3.6, a curva verde quando os graus de liberdade são ν = 200 se sobrepõe a curva da divergência
KL para o modelo Normal. Os classificadores com base em (3.12) e em sua simetrização são
denotados como classificador KL para distribuição t-Student (CKLt) e classificador J para a
distribuição t-Student (CJt).

3.2.4 Divergências de KL e J para distribuição skew-t multivari-

ada

Sejam X ∼ Stk(µ1,Σ1,η1, ν1) e Y ∼ Stk(µ2,Σ2,η2, ν2) então a entropia é obtida por:

H([µ1,Σ1,η1, ν1]) = H(X0)− IE
[
log

{
2T

(√
ν1 + k ‖ η1 ‖W√
ν1 + k − 1 +W 2

; ν1 + k

)}]
,

em que W ∼ ST1(0, 1, ‖ η1 ‖, ν1 + k− 1), ‖ η1 ‖= η1>η1 = (η>1 Σ1η1)
1
2 e H(X0) é a entropia de

X0 ∼ tk(0, Ik, ν1) dada por

H(X0) = − log{Bk(ν1)}+
(
ν1 + k

2

)[
ψ

(
ν1 + k

2

)
− ψ

(ν1
2

)]
e

Bk(ν1) =

Γ

(
ν1 + k

2

)
Γ
(ν1
2

)
(ν1π)

k
2

, para ν1 > 0.

A cross-entropia pode ser aproximado por (CONTRERAS-REYES, 2014):

CH([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2]) ≈
1

2
log
{
(2π)k|Σ2|

}
(3.13)

+
1

2

(
ν2 + k

ν2

)
IE[Q2]

− IE
[
log
{
2T
(
η>2 (X− µ2); ν2 + k

)}]
,

quando ν2 →∞ e η>2 = η>2

√
ν2+k
ν2+Q2

, IE[Q2] = K2(X)tr(Σ−12 Σ1) + (µ1 − µ2)
>Σ−12 (µ1 − µ2) +

2K1(X)(µ1 − µ2)
>Σ−12 δ1, em que K1(X) =

√
ν1
2
Γ
(
ν1−1

2

)
Γ( ν12 )

, K2(X) = ν1
(ν1−2) e δ1 = Σ1η1√

1+η1>Σ1η1
.

A divergência de Kullback-Leibler para skew-t, é obtida da seguinte maneira:

DSt
KL([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2]) = CH([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2]) (3.14)

−H([µ1,Σ1,η1, ν1]).

O classificador em função de (3.14) ou na simetrização desta são denotados por classificador
de KL para o modelo skew-t multivariado (CKLSt) e classificador de J para o modelo skew-t
(CJSt).
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3.2.5 Divergência de Rényi para as distribuições normal multiva-

riada e WCE

Para intensidades multivariadas, considere θ1 = (µ>1 , vec(Σ1)
>)>, θ2 = (µ>2 , vec(Σ2)

>)> e
K(θ1||θ2;α) =

∫
IRP f(z;θ1)

αf(z;θ2)1−αdz, em que z ∈ IRP , dz =
∏P
i=1 dzi, µi ∈ IRP , Σi ∈

{Z ∈ IRP × IRP : Z � 0} e vec(·) é o operador de vetorização de um argumento matricial.
Pode-se mostrar que para a normalidade multivariada,

K(θ1||θ2;α) =
|αΣ2 + (1− α)Σ1|−

1
2

|Σ1|
α−1
2 |Σ2|−

α
2

× exp
{
α(α−1)

2 (µ1 − µ2)
>[αΣ2 + (1− α)Σ1]

−1(µ1 − µ2)
}
.

(3.15)

Deste resultado, a divergência de Rényi definida em α > 0 e α 6= 1 é dada por

Dα
R(θ1||θ2) =

1

α(α− 1)
log [K(θ1||θ2;α)]

= (µ1 − µ2)
>[αΣ2 + (1− α)Σ1]

−1(µ1 − µ2)

− 1

2α(α− 1)
log

[
|αΣ2 + (1− α)Σ1|
|Σ1|(1−α)|Σ2|α

]
. (3.16)

Neste estudo, utilizam-se quatro medidas de distâncias baseadas na Rényi, sendo duas diver-
gências e duas distâncias:



1. Dα
R(θ1||θ2);

2. Dα
R2(θ2||θ1);

3. dαR(θ1||θ2) =
Dα
R(θ1||θ2) +Dα

R(θ2||θ1)
2

;

4. dαR2(θ1||θ2) =
1

α(α− 1)
log

[
K(θ1||θ2;α)+K(θ2||θ1;α)

2

]
.

(3.17)

Para as entradas de uma imagem PolSAR dadas por (3.1), considere θ1 = (L1, vec(Σ1)
>)>

e θ2 = (L2, vec(Σ2)
>)>, em que Σ1 e Σ2 são matrizes hermitianas positivas definidas e L1 e L2

são os números de looks. As divergências e distâncias de Rényi nesses casos podem ser obtidas
como segue: ( Assuma L1 = L2 = L, isto é, que os números de looks são equivalentes)
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

1. Dα
RC

(θ1||θ2) =
n

α− 1
log

[
|(αΣ−11 + (1− α)Σ−12 )−1|

|Σ1|α|Σ2|1−α

]
;

2. Dα
R2C

(θ2||θ1) =
n

α− 1
log

[
|(αΣ−12 + (1− α)Σ−11 )−1|

|Σ2|α|Σ1|1−α

]
;

3. dαRC
(θ1||θ2) =

Dα
R(θ1||θ2) +Dα

R(θ2||θ1)
2

;

4. dαR2C
(θ1||θ2) =

log 2

1− α
+

1

α− 1
× log

{[
|(αΣ−11 + (1− α)Σ−12 )−1|

|Σ1|α|Σ2|(1−α)

]n

+

[
|(αΣ−12 + (1− α)Σ−11 )−1|

|Σ2|α|Σ1|(1−α)

]n}
.

(3.18)

Note que todas as medidas desta seção são classes de medidas. Para cada valor de α (ordem
da Rényi), tem-se uma divergência/distância. Em particular, valem-se:Dα

R(·||·) −→ DKL(·||·),

− logDα
R(·||·)

α= 1
2= − log

∫
Rp

√
f(z,θ1)f(z,θ2)dz

e

1−Dα
R(·||·)

α= 1
2= 1−

∫
Rp

√
f(z,θ1)f(z,θ2)dz.

As duas últimas divergências são chamadas de divergências de Bhattacharyya e de Hellinger. Os
classificadores como base em (3.17) serão denotados por:

CRN1:α: Classificador da divergência de Rényi para distribuição normal,

CRN2:α: Classificador da divergência de Rényi simétrico para distribuição normal,

CRND1:α: Classificador da distância de Rényi para distribuição normal e

CRND2:α: Classificador da distância de Rényi 2 para distribuição normal.

Por outro lado, os classificadores com base em (3.18) serão denotados por:

CRWC1:α: Classificador da divergência de Rényi para Wishart complexa escalonada,

CRWC2:α: Classificador da diver. de Rényi simétrico para Wishart complexa escalonada,

CRWCD1:α: Classificador da distância de Rényi para Wishart complexa escalonada e

CRWCD2:α: Classificador da distância de Rényi 2 para Wishart complexa escalonada.



CAPÍTULO 4

Classificadores Clássicos e Baseados em TEI para Dados PolSAR

Inicialmente, assume-se que o suporte da uma imagem PolSAR é particionado em r seg-
mentos, diga-se, C1, . . . , Cr. Os atributos dos dados PolSAR para cada segmento são definidos
como 

[ zi|Ck ] =

 ZChannel HH
i

ZChannel HV
i

ZChannel VV
i

∣∣∣∣∣Ck
 , para intensidades multivariadas,

[Zi|Ck ] =

 ||Z
Channel HH
i ||2 ZChannel HH HV

i ZChannel HH VV
i

||ZChannel HV
i ||2 ZChannel HV VV

i

||ZChannel VV
i ||2

Ck

 ,
para dados full PolSAR,

em que i = 1, . . . , Nk, k = 1, . . . , r e Nk é o número de pixels no k-ésimo segmento, tal que
N =

∑r
k=1Nk. Em problemas de classificação tradicionais, esses r conjuntos são chamados

amostras de treinamento. Em outras palavras,

“[z1|Ck], . . . , [znk |Ck]” representa uma amostra aleatória (independente e iden-
ticamente distribuída) obtida de

[z|Ck] ∼

{
N3(µk,Σk), SN3(µk,Σk,ηk), t3(µk,Σk, νk), St3(µk,Σk,ηk, νk)

}
,

para todo k = 1, . . . , r, ou sob a hipótese de que “[Z1|Ck], . . . , [Znk |Ck]” indica uma
amostra aleatória obtida de

[Z|Ck] ∼ WC
3 (Σk, Lk), para todo k = 1, . . . , r.

38
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Subsequentemente, ajustam-se os respectivos modelos vetoriais e matriciais via estimação por
máxima verossimilhança como discutida previamente.

4.1 K vizinhos mais próximos - KNN

Existem situações em que as suposições probabilísticas não são satisfeitas. A utilização de
métodos não paramétricos é uma solução plausível para tais situações. Dentre estes métodos,
destaca-se o KNN proposto por Cover e Hart (1967). Este método é baseado no cálculo da
probabilidade de que uma observação pertença a cada grupo sem suposto probabilístico. Dado
um inteiro positivo K e uma observação de teste x, o KNN trabalha como segue (JAMES et al.,
2013):

1. identifica os k pontos mais próximos de x baseado nos Nk elementos dos r conjuntos da
amostra de treinamento;

2. estima-se a probabilidade condicional para a classe r como a fração de pontos em N cujos
valores de resposta são iguais a r;

3. finalmente, KNN aplica a regra de Bayes e classifica a observação de teste x para a classe
com maior probabilidade.

IP (Y = r|X = x) =
1

K

∑
i∈N

II(yi = r). (4.1)

Tal algoritmo pode ser definido como:

îKNN = argmax
i∈{1,...,r}

IP (Y = r|X = x).

4.2 Análise discriminante linear - LDA

A LDA é uma técnica estatística supervisionada usada para encontrar uma combinação linear
de características que separa duas ou mais classes de objetos. Esta técnica está relacionada com
a análise de variância e análise de regressão linear, que também tenta expressar uma variável
dependente como uma combinação linear de outras características (HAIR et al., 2009). A LDA
consiste em classificar uma observação x no grupo cuja probabilidade de x pertencer ao mesmo
seja máxima. A probabilidade é calculada sob o suposto de normalidade por meio do teorema
de Bayes (JAMES et al., 2013):

IP (Y = r|X = x) =
πkfk(x)∑k
l=1 πlfl(x)

, (4.2)

em que fk(x) é a fdp da distribuição normal multivariada que foi definida na Seção 3.1.1 e πk
representa a probabilidade a priori de que uma observação escolhida aleatoriamente pertença
a k -ésima classe.



Capítulo 4. Classificadores Clássicos e Baseados em TEI para Dados PolSAR 40

A LDA supõe que as diferenças entre os grupos podem ser observada levando em conta as
diferenças das médias; isto é, Σi = Σj para todo i, j = 1, . . . , r. Portanto, a regra de classificação
do LDA é definida por

îLDA = argmax
i∈{1,...,r}

IP (Y = r|X = x) = argmin
i∈{1,...,r}

d2M (x, [µk,Σ]) + log(πk)

em que a última quantidade pode ser obtida maximizando a expressão (4.2) e para d2M (x, [µk,Σ]) =

µ>kΣ
−1µ− 2x>Σ−1µk + x

>Σ−1x (RODRÍGUEZ, 2015).

4.3 Análise discriminante quadrática - QDA

A QDA não impõe nenhuma restrição sobre Σk; isto é, as diferenças podem ser percebidas
nos vetores de médias e nas estruturas de covariâncias (JAMES et al., 2013). Portanto a regra
de classificação para o QDA é dada por

îQDA = argmax
i∈{1,...,r}

IP (Y = r|X = x) = argmin
i∈{1,...,r}

d2M (x, [µk,Σ]) + log |Σk|+ log(πk),

em que d2M (x, [µk,Σ]) = µ>kΣ
−1µ − 2x>Σ−1µk + x

>Σ−1k x (RODRÍGUEZ, 2015). A LDA é
um caso particular da QDA quando Σk = Σ para todo k = 1, . . . , r.

4.4 Máquina de vetores de suporte - SVM

O SVM se baseia em idéias simples oriundas da Teoria da Aprendizagem Estatística (VAP-
NIK, 1998). No que segue, apresentam-se prévias discursões sobre SVM nas versões linear e não
linear.

4.4.1 SVM - Caso linear

Será considerado um problema de classificação com duas classes e P amostras de treinamento.
Cada amostra é descrito por um vetor k dimensional V (k)

j = Vj(j ≥ k), pertencente a um espaço
de entrada E (com a mesma dimensão k). As k componentes de vetores são também chamadas
de primitivas ou, neste caso, de indicadores polarimétricos. O rótulo da j-ésima amostra Vj é
Yj . Portanto, para um problema com duas classes, os rótulos das classes são −1 ou +1(isto é,
Yj ∈ {−1;+1}).

O problema de classificação consiste em encontrar um hiperplano ótimo (um sub-espaço de
dimensão k − 1) para separar as duas classes. Tal hiperplano é definido pelo seu vetor normal
ω e um deslocamento b. Uma função de classificação f definindo o rótulo Yj da amostra Vj é
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definido por

f(Vj) = Sgn((ω.Vj) + b) = Yj (4.3)

em que Sgn é a função sinal, e (ω.Vj) representa o produto escalar entre ω e Vj . Um subconjunto
de vetor correspondente às amostras de treinamento que estão mais próximas ao hiperplano
considerado é chamado de vetor de suporte. A distância entre o vetor de suporte e o hiperplano
considerado é chamado de margem e é igual a 1/ ‖ ω ‖, em que ‖ ω ‖ é referente a norma do
vetor ω. O objetivo do SVM é calcular o hiperplano ótimo separando as duas classes ou, de
forma equivalente, maximizar a margem encontrando o min(‖ ω ‖). Essa otimização é realizada
através do formalismo Lagrangiano (LARDEUX et al., 2009)

f(Vj) = Sgn

(
k∑
i=1

Yi.αi.(ω.Vj) + b

)
(4.4)

onde αi denota o multiplicador de Lagrange.

4.4.2 SVM - Caso não linear

Quando nenhum hiperplano pode ser encontrado no espaço de entrada E entre as duas
classes, os vetores de treinamento são projetados em um espaço H de dimensão M (M > k),
resultando com o retorno para um problema linear. A projeção é realizada através de uma função
de projeção Φ (Φ : Rk 7→ H).

É possível definir uma medida de similaridade a partir do produto escalar em H,

K(x, x>) := 〈x, x>〉 = 〈Φ(x), Φ(x>)〉, (4.5)

esta substituição, que é referido por truque do kernel (kernel trick), foi utilizado por Boser et
al. (1992) para estender o classificador hiperplano Generalized Portrait para o SVM não linear.
O truque do kernel pode ser aplicado, pois todos os vetores de características ocorreram em
produtos escalares. Portanto, 〈Φ(Vj), Φ(Vi)〉 é chamado função Kernel K

K(Vj , Vi) = 〈Φ(Vj), Φ(Vi)〉 = (Φ(Vj) · Φ(Vi)). (4.6)

A função de classificação (4.4) para este caso é definida por

f(Vj) = Sgn

(
k∑
i=1

Yi.αi.(Φ(Vj) · Φ(Vi)) + b

)
, (4.7)

em que, através de (4.6) e (4.7), é possível obter

f(Vj) = Sgn

(
k∑
i=1

Yi.αi.K(Vj , Vi) + b

)
. (4.8)

Os três tipos de kernels a seguir são geralmente utilizados (KARATZOGLOU et al., 2006):
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1) o kernel polinomial:
K(V, Vi) = ((V · Vi) + 1)p;

2) o kernel tangente hiperbólico:

K(V, Vi) = tanh(k(V · Vi)− δ);

3) o kernel função base radial:

K(V, Vi) = exp

{
−‖ V − Vi ‖

2

2σ2

}
.

em que ‖ · ‖ denota a norma L2 ou distância euclidiana.
O princípio da SVM foi desenvolvido para um problema de duas classes, mas pode ser facil-

mente estendido a um problema multiclasse (HSU; LIN, 2002). Mais detalhes sobre SVM podem
ser encontrados em Burges (1998).

4.5 Classificadores baseados em divergências

Classificadores baseados em modelos de probabilidade para dados PolSAR são utilizados
frequentemente (GAO et al., 2014; MORAES; MACHADO, 2014; CINTRA et al., 2013). Clas-
sificadores baseados em divergências podem ser entendidos como uma alternativa nesta área
porque são fundamentados em um suposto probabilístico. Nesta seção, objetiva-se desenvolver
classificadores mais flexíveis baseado em distâncias estocásticas. Silva et al. (2013) desenvolveram
e avaliaram classificadores para segmentos PolSAR por distâncias estocásticas e testes de hipóte-
ses. Um desses classificadores objetivou classificar imagens SAR de intensidades multivariadas e
imagens de sensores ópticos quando seus dados associados seguem o modelo normal multivariado.
Nesta dissertação, os métodos propostos por Silva et al. (2013) foram estendidos. Para este fim,
utilizou-se a seguinte estratégia para construção de classificadores: Novas propostas

(a) em termos das divergências de Kullback-Leibler e Jeffreys para modelos não normal mul-
tivariados,

(b) baseados nas divergências e distâncias de Rényi para distribuição normal multivariada e

(c) com respeito as divergências e distâncias de Rényi para distribuição Wishart complexa
escalonada.

Para os itens (b) e (c), consideram-se classificadores ótimos com respeito as ordens das
divergências de Rényi. No que se segue, descrevem-se os classificadores propostos. Eles serão
comparados com os classificadores clássicos LDA, QDA, KNN e SVM bem como outros baseados
nas divergências de Kullback-Leible e Jeffreys entre modelos normal multivariados (SILVA et al.,
2013) que são casos especiais de nossas propostas.

Sejam θ̂k estimativas de máxima verossimilhança de θk,
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θ̂k =



[
µ̂>k , vec(Σ̂k)

>
]>

- distribuição normal multivariada,[
µ̂>k , vec(Σ̂k)

>, η̂>k

]>
- distribuição skew-normal multivariada,[

µ̂>k , vec(Σ̂k)
>, ν̂k

]>
- distribuição t-Student multivariada,[

µ̂>k , vec(Σ̂k)
>, η̂>k , ν̂k

]>
- distribuição skew-t multivariada,[

vec(Σ̂k)
>, L

]>
- distribuição WCE com número de looks L,

em que vec(·) é o operador de vetorização.

Considere que se deseja testar se um retorno PolSAR pertence a uma entre r classes. Traba-
lhos sobre a classificação de características PolSAR avaliam esta questão sob duas perspectivas:
(a) extrair amostras de teste, sobre as quais se conhece a física de formação da imagem (isto
é, sua textura), a fim de quantificar a precisão global e comparar o desempenho de diferentes
classificadores e (b) testar cada entrada de uma imagem PolSAR para traçar um mapa de clas-
sificação que é usado como medida de comparação qualitativa. Para este fim, dado um retorno
PolSAR na entrada (h1, h2), diga-se Zh(h1, h2), defina a sua vizinhança para um janelamento
k × k com k = 2n+ 1, n ∈ Z+ por{

Zh(h1 − k1, h2 − k2), para k1, k2 =
−(k − 1)

2
, . . . , 0, . . . ,

(k − 1)

2

}

e, sobre ela, obtem-se EMVs, θ̂h. O classificador proposto é dado por

îM = argmin
i∈{1,...,r}

{
dh(i)

}
e

dh(i) =



DNKL

(
[µ̂>h , vec(Σ̂h)

>]||[µ̂>i , vec(Σ̂i)
>]
)
, DNJ (·, ·), para CKLN e CJN,

DSNKL

(
[µ̂>h , vec(Σ̂h)

>, η̂>h ]||[µ̂>i , vec(Σ̂i)
>, η̂>i ]

)
, DSNJ (·, ·), para CKLSN e CJSN,

DtKL

(
[µ̂>h , vec(Σ̂h)

>, ν̂h]||[µ̂>i , vec(Σ̂i)
>, ν̂i]

)
, DtJ(·, ·), para CKLt e CJt,

DStKL

(
[µ̂>h , vec(Σ̂h)

>, η̂>h , ν̂h]||[µ̂
>
i , vec(Σ̂i)

>, η̂>i , ν̂i]
)
, DStJ (·, ·), para CKLSt e CJSt,

DαR

(
[µ̂>h , vec(Σ̂h)

>]||[µ̂>i , vec(Σ̂i)
>]
)
, DαR2

(
[µ̂>i , vec(Σ̂i)

>]||[µ̂>h , vec(Σ̂h)
>]
)
, para CRN1:α e CRN2:α

dαR

(
[µ̂>h , vec(Σ̂h)

>]||[µ̂>i , vec(Σ̂i)
>]
)
, dαR2 (·, ·) , para CRND1:α e CRND2:α,

DαRC

(
[vec(Σ̂h)

>, L]||[vec(Σ̂i)>, L]
)
, DαRC

(
[vec(Σ̂i)

>, L]||[vec(Σ̂h)>, L]
)
, para CRWC1:α e CRWC2:α

dαRC

(
[vec(Σ̂h)

>, L]||[vec(Σ̂i)>, L]
)
, dαR2C

(·, ·) , para CRWCD1:α e CRWCD2:α,

M ∈{CKLN,CJN,CKLSN,CJSN,CKLt,CJt, CKLSt, CJSt, CRN1 : α,CRN2 : α

CRND1 : α,CRND2 : α,CRWC1 : α,CRWC2 : α,CRWCD1 : α,CRWCD2 : α}.
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Diagrama 4.5: Relações entre os classificadores propostos.

O Diagrama 4.5 mostra relações entre os classificadores utilizados. Pode-se perceber na
parte relacionada às distribuições vetoriais multivariadas que todos classificadores se degeneram
sob algumas condições no classificador com base na normal. O classificador KL baseado na
distribuição skew-normal, representa o classificador KL com base na normal quando os vetores
de assimetria são iguais a zero. O classificador de Rényi na normal tende ao classificador KL com
base na normal quando o parâmetro α tende a 1. O classificador induzido da KL para skew-t
é o mais flexível, pois é possível obter três classificadores a partir dele: (i) Quando os graus
de liberdade são suficientementes grande, o classificador caminha para o da distribuição skew-
normal. (ii) Quando os vetores de assimetria são iguais a zero, ela se torna igual ao classificador
da t-Student. (iii) Quando as duas coisas acontecem simultaneamente o classificador fica igual
ao KL da distribuição normal. Nos casos matriciais do classificador de Rényi com base na WCE,
se aproxima do classificador de KL para a mesma distribuição quando o α vai para 1. Quando
o α vai para 1

2 , o classificador CRWC1:α tende para o classificador de Bhattacharyya (FRERY
et al., 2014). O processo de classificação é detalhado no Algoritmo 1.

Algoritmo 1 Processo de Classificação
1: Obtenha Xr = [x1, . . . ,xn]

> uma amostra aleatória de treinamento para as r classes;
2: Derivar µr, Σr (νr e ηr, quando necessário), utilizando X a amostra de treinamento;
3: Seja M a quantidade de elementos mais próximos de x∗ (pixel a ser classificado),

calcular as estimativas µ∗, Σ∗ (ν∗ e η∗, quando necessário) para x∗, através dele e de
seus vizinhos;

4: Calcular dh(i), sendo h = 1, . . . , r, em que dh(i) representa uma das medidas de
distância exibidas na seção 4.5;

5: O pixel x∗ é classificado para a classe em que dh é mínima.



CAPÍTULO 5

Resultados Numéricos

5.1 Análise com dados sintéticos

Neste capítulo, apresentam-se estudos de performance dos classificadores sobre dados sinté-
ticos e reais. Para o último caso, consideram-se duas imagens obtidas pelos sensores AIRSAR e
EMISAR. Seguem breves discussões sobre eles.

• AIRSAR (Radar de Abertura Sintética Airborne): Este sistema foi projetado e
construído pelo Laboratório de propulsão (Jet Propulsion Laboratory- NASA-JPL). Sua
imagem é apresentada na Figura 5.1 (Fonte: https://adayinthelifeofageek.files.wordpress.
com/2012/05/airsar.gif). AIRSAR é uma ferramenta de geoprocessamento para todos os
estados atmosféricos capaz de penetrar através das nuvens e recolher dados durante a noite.
O AIRSAR serviu como um teste da NASA para demonstrar a nova tecnologia de radar e
aquisição de dados em várias aplicações. Como parte da NASA Earth Science Enterprise
o AIRSAR voou pela primeira vez em 1988 e sua última missão foi em 2004;

Figura 5.1: Imagem do sistema AIRSAR.

• EMISAR (Electromagnetics Institute SAR): Desenvolvido pelo Instituto de Ele-
tromagnética da Universidade Técnica da Dinamarca (Lyngby), o EMISAR é um radar
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com dupla frequência (L- e C-bandas) totalmente polarimetrico (4 canais complexos por
frequência) para sistema SAR. Criado para aplicações de sensoriamento remoto, tal sistema
é recentemente utilizado para coletar dados SAR de alta qualidade para programas cien-
tíficos internacionais e para pesquisas em sensoriamento remoto no Centro Dinamarquês

para Sensoriamento Remoto. O sistema é apresentado na Figura 5.2 (Fonte: https://site
s.google.com/site/bancodedadospolsar/_/rsrc/1468876762375/missoes/EMISAR.png).

Figura 5.2: Imagem do sistema EMISAR.

Para o primeiro estudo, consideram-se imagens sintéticas geradas da distribuição G0p discuti-
das no Capítulo 2. A escolha por este modelo se deve ao mesmo levar em conta tanto o efeito do
ruído speckle multidimensional (na forma dos parâmetros L para o número de looks e Σ como
a matriz de covariâncias dos canais complexos) como o nível de rugosidade do relevo (na forma
do parâmetro β ilustrado na Figura 2.3). Quanto ao parâmetro β, vale-se que áreas mais homo-
gêneas (cenas de oceanos, rios, pastagens) são representadas por menores valores de β. Neste
estudo de simulação, adotam-se

(i) β = −1.5 para cenários extremamente heterogêneos;

(ii) β = −6.0 para áreas heterogêneas;

(iii) β = −15.0 para regiões homogêneas.

Para a definição de Σ, são utilizadas três matrizes uma para cada textura, e obtidas a partir
da imagem real de São Francisco. L ∈ {3 (menor valor em polarimetria), 4 (looks da imagem
de São Francisco), 8 (looks da imagem Foulum)}. A Figura 5.3 representa a imagem sintética
gerada para análise. Esta imagem contém três áreas associadas à pares (β, Σ) diferentes. Na
Figura 5.3(a), podem-se observar as formas geradas para a imagem sintética com as seguintes
configurações de parâmetros:

1. β = −1.5 e ΣA =

 0.3848 0.118 + 0.008i −0.098− 0.009i

0.0770 −0.050 + 0.015i

0.3028

(|ΣA| = 4.1× 10−3, tr(ΣA) = 0.765
)
;

2. β = −6.0 e ΣB =

 0.0988 0.002− 0.008i −0.008 + 0.020i

0.0439 0.001 + 0.002i

0.0957

(|ΣB| = 3.8× 10−4, tr(ΣB) = 0.238
)
;

3. β = −15.0 e ΣC =

 0.0084 0.001− 0.001i 0.011 + 0.002i

0.001 −0.000 + 0.002i

0.0247

(|ΣC | = 5.22× 10−8, tr(ΣC) = 0.034
)
.

https://sites.google.com/site/bancodedadospolsar/_/rsrc/1468876762375/missoes/EMISAR.png
https://sites.google.com/site/bancodedadospolsar/_/rsrc/1468876762375/missoes/EMISAR.png
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β= −1.5 e ΣA

β= −6.0 e ΣB

β= −15.0 e ΣC

(a) áreas da imagem sintética.

111111

22

333

(b) amostras de treinamento.

1

223

(c) amostras de teste.

Figura 5.3: Imagem sintética.

Os parâmetros utilizados na área 1 são selecionados tal que a área gerada tenha um compor-
tamento heterogêneo, que implica na área mais clara dentre as geradas. Levando em consideração
a mesma ideia, as outras áreas são geradas. Assim, tem-se que a região 2 possui uma heteroge-
neidade inferior a área 1 e maior com relação a região 3, que é a mais homogênea.

As amostras de treinamento selecionadas para estimação dos parâmetros são destacadas na
Figura 5.3(b) e as áreas de amostras de teste utilizadas para verificar a eficiência dos classifica-
dores são exibidas na Figura 5.3(c). Para cada resultado da simulação, 100 réplicas via Monte
Carlo são usadas. Além disso, os resultados são obtidos variando o número de looks em 3, 4 e 8
e o janelamento em 3× 3, 5× 5 e 7× 7. Como critérios de comparação, utilizou-se o percentual

de acerto definido como segue.
O cálculo do acerto percentual é dependente da matriz de classificação. A matriz de classifi-

cação é um quadro-resumo do fim da execução do método. Sua estrutura pode ser observada na
Tabela 5.1, em que as linhas correspondem as classes reais e as colunas correspondem as clas-
ses estimadas pelo método. Quando o método classifica corretamente a classe os resultados são
armazenados na diagonal principal da matriz e os demais termos correspondem à classificação
errada do método.

Tabela 5.1: Matriz de Classificação.

classes obtidas (ĉ)

1 2 3 4

cl
as

se
s

re
ai

s
(c

) 1 n11 n12 n13 n14

2 n21 n22 n23 n24

3 n31 n32 n33 n34

4 n41 n42 n43 n44



Capítulo 5. Resultados Numéricos 48

A medida denominada de acerto percentual é definida como (LANDIS; KOCH, 1977):

AC =

∑M
i=1 nii∑M

i=1

∑M
j=1 nij

× 100. (5.1)

em que
∑M

i=1 nii é a soma da diagonal principal,
∑M

i=1

∑M
j=1 nij é a soma de todos os outros

elementos da matriz e o M é o número total de classes.
Outra medida de avaliação é o coeficiente kappa que foi proposto Cohen (COHEN, 1960).

Esta medida tem se mostrado robusta e leva em conta acertos e erros entre duas fontes de
informação, a partir de uma matriz de confusão. O coeficiente kappa é expresso por:

K =
(P0 − Pc)
(1− Pc)

, (5.2)

em que P0 =
∑M
i=1 nii
N , Pc =

∑M
i=1 ni+n+i

N2 , nii é o total da diagonal principal da matriz de classi-
ficação, ni+ é o total da linha i na matriz, n+i é o total da coluna i na matriz, M é o número
total de classes e N é o número total de possíveis decisões presentes na matriz de confusão.

De acordo com Landis e Koch (1977), o coeficiente kappa pode ser interpretado em termos
de percentuais de concordância como dado na Tabela 5.2.

Tabela 5.2: Interpretação do coeficiente kappa.
Estatística Kappa Grau de Concordância

<0.00 Concordância Pobre
0.00-0.20 Concordância Pequena
0.21-0.40 Concordância Regular
0.42-0.60 Concordância Moderada
0.61-0.80 Concordância Considerável
0.81-1.00 Concordância Quase Perfeita

Antes de discutir os resultados de cada classificador, necessita-se comentar sobre duas etapas
na estrutura da classificação:

(i) otimalidade na divergência de Rényi;

(ii) transformação Box-Cox para intensidades SAR multivariadas.

Quanto ao item (i), note que os classificadores propostos CRN1:α, CRN2:α, CRND1:α,
CRND2:α, CRWC1:α, CRWC2:α, CRWCD1:α e CRWCD2:α dependem do parâmetro α adici-
onalmente aos outros parâmetros induzidos do suposto probabilístico adotado. Para definição
deste parâmetro e dada as amostras de treinamento de partições de um problema sob estudo,
utilizou-se um processo de otimização discutido como segue:

Como um estimador para α, utilizou-se a seguinte expressão:

α̂ =arg min
α∈ IR(0,1)

 g∑
i=1

ni∑
ki=1

DαR([µki ,Σki ], [µi,Σi])

 , (5.3)
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em que g é o número de grupos, ni é o número de elementos (ou pixels) no i-ésimo grupo, (µ̂i, Σ̂i)

são os EMVs para (µi,Σi) do i-ésimo grupo com base na amostra de treinamento, (µ̂ki , Σ̂ki)

são os EMVs para [µki ,Σki ] com base na vizinhança do ki-ésimo elemento do grupo i e DαR(·, ·)
representa as divergências discutidas na Seção 3.2.5. A Figura 5.4 apresenta as performances de
36 classificadores com base em DαR para α ∈ {0.1, 0.2, . . . , 0.9}. Pode-se notar que em todos os
casos existe pelo menos um α que otimiza o desempenho dos classificadores. Nesta dissertação,
propõe-se um estudo sobre 5.3 em comparação com o valor do α ótimo observado empiricamente.
Os resultados podem ser visualizados no Apêndice C. Pode-se perceber que a inclusão de um
processo de otimização em classificadores tipo Rényi é interessante. Embora este estudo tenha
sido feito, optamos por determinar um valor ótimo dado um “grid” de valores. Em estudos
futuros, adicionaremos a determinação do α iterativamente.
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(c) classificações para dαR(θ1||θ2).
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(d) classificações para dαR2(θ1||θ2).

Figura 5.4: Classificação com base nas divergências/distâncias de Rényi para escolha do
α ótimo.

Por outro lado quando ao item (ii), os dados também foram classificados utilizando a trans-
formação do Box-Cox. Como descrito no Capítulo 1, “as técnicas de processamento de imagens
geralmente impõe a suposição de normalidade, entretanto as diagonais principais dos dados Pol-
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SAR não são descritos pela distribuição normal multivariada”. A fim de obter dados que se
aproximem da distribuição normal e satisfazer a suposição dos classificadores foi utilizada a
transformação de Box-Cox (SAKIA, 1992):

“Seja y = (Y1, Y2, . . . , Yn)
> uma amostra aleatória que segue uma distribuição com fdp fy(y),

tal transformação é definida por:

y(λ) =

{ yλ − 1

λ
(λ 6= 0),

log y (λ = 0),

em que λ é estimado através da maximização da função de verossimilhança da distribuição

normal pelo Jacobiano da transformação (SAKIA, 1992),log y = (log Y1, . . . , log Yn)
> e

yλ − 1

λ
=(

Y λ
1 − 1

λ
, . . . ,

Y λ
n − 1

λ

)
.”

As tabelas com todas as classificações encontram-se no Apêndice B. Os parâmetros utilizados
no KNN e SVM encontram-se também no Apêndice B nas tabelas B.1 e B.2, respectivamente.
Para o número de looks igual a 3 e para o janelamento 3× 3 na Tabela B.3, os melhores classifi-
cadores são baseados nas divergências de Rényi para distribuição Wishart complexa escalonada,
CRWC1:α e CRWC2:α. Neste caso, as duas divergências de Rényi apresentaram o melhor de-
sempenho com valor 98,30%. A primeira com ordem 0.1, enquanto a segunda ordem 0.9. Para
o janelamento 5 × 5 e 7 × 7 as duas divergências anteriores também obtiveram a maior per-
centagem de acerto. A pior classificação foi obtida pela divergência de Jeffreys com base na
distribuição multivariada Skew-t (CJSt), com precisão de 31,16% na janela 7× 7. A divergência
KL (CKLN) apresentou uma acurácia de 95,19% com janelamento 3 × 3. O KNN, LDA, QDA
e SVM obtiveram precisões de 87,38%, 76,30%, 86,49 % e 90,45%, respectivamente. Ao realizar
a transformação Box-Cox nos dados, os classificadores CRN1:α, CRN1:α e CRND2:α obtive-
ram a melhor classificação com uma percentagem de acerto de 99.35%. É possível observar que
houve um ganho de desempenho dos dados transformados em relação à utilização dos dados sem
transformação. Os dados matriciais não foram submetidos a transformação.

Os resultados para o número de looks igual a 4 são apresentadas na Tabela B.4. A melhor
classificação para o janelamento 3 × 3 foi obtida pelo classificador CRWC1:α com α = 0.1
e acurácia de 98.30%. A divergência simétrica (CRWC2:α) obteve a mesma percentagem de
acerto com α de 0.9. O pior classificador foi CKLSt com o janelamento de 5×5, que obteve uma
percentagem de classificação de 28.13%. Com exceção do KNN, LDA, QDA e também CKLt,
CJt, CKLSt e CJSt (com o janelamento 7× 7), treze classificadores obtiveram acurácia superior
a 90% de acerto.

Com o aumento do número de looks, as áreas tendem a se tornar mais homogêneas. As
melhores percentagens de classificação foram obtidas no janelamento 3 × 3 com o CRWC1:α e
CRWC2:α para os α = (0, 1, 0, 9) obtendo um acerto percentual de 98,26%.

As divergências e distâncias de Rényi baseadas na distribuição normal foram melhores que
as divergências e distâncias de Rényi baseados na distribuição Wishart para o janelamento 5× 5

e 7 × 7. O classificador baseado na medida de Rényi obteve uma performance melhor do que
os devidos as medidas de Kullback-Leibler e Jeffreys. Os piores classificadores foram os de
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Kullback-Leiler e Jeffreys baseados nas distribuições t-Student multivariada (CKLt e CJt) e
Skew-t multivariada (CKLSt e CJSt), com o classificador CKLSt com uma percentagem de
31,54% como o pior de todos.

Quando os dados são transformados por Box-Cox, os melhores classificadores continuam
sendo os da Rényi, baseados na distribuição normal, obtendo a melhor clasificação no janelamento
7×7 com percentagem de acerto de 99,69%. A pior classificação neste caso foi com o classificador
CJSt e janelamento 7× 7 com percentagem de 63,96%.

A Figura B.1(a) apresenta um mapa qualitativo de comparações entre a estrutura física
da simulação e os resultados dos classificadores. As melhores classificações se encontram na
primeira linha. A Figura B.1(b) representa a melhor classificação para o número de looks 3, a
Figura B.1(c) para o número de looks 4 e a Figura B.1(d) para o número de looks igual a 8. A
segunda linha representa as piores classificações de acordo com as Tabelas B.3, B.4 e B.5 para os
números de looks iguais 3, 4 e 8, respectivamente. As Figuras da divergência de KL baseadas na
distribuição normal foram colocados na quarta linha e nas linhas subsequente são apresentadas
as classificações baseados no LDA, QDA e KNN, respectivamente.

5.2 Estudo com dados reais

Os métodos propostos são usados para classificação em imagens PolSAR. O primeiro expe-
rimento foi feito em uma região da baía de São Francisco (San Francisco - EUA). Essa imagem
foi capturada pelo sensor AIRSAR com o número de looks igual a quatro. Além disso, o segundo
experimento foi realizado em uma região de Foullum (DK). A imagem resultante foi obtida pelo
sensor EMISAR com número de looks igual a oito.

A Figura 5.5 mostra a imagem AIRSAR com as áreas destacadas das amostras de treinamento
e testes. Neste caso, selecionamos três regiões para as etapas de treinamento e teste. Eles são
escolhidos de tal forma que cada um representa apenas uma textura; isto é, mar (caso menos
texturizado), floresta (meio textura) e urbano (extremamente texturizado) cenários. Por outro
lado, a Figura 5.6 apresenta a imagem obtida pelo EMISAR, que possui seis regiões bem definidas
(1- Trigo, 2- Colza, 3- Centeio, 4- Conífera, 5- Aveia, 6- background). As amostras de treino e de
teste são destacadas.



Capítulo 5. Resultados Numéricos 52

1

3

2

(a) Amostras de treinamento.
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(b) Amostras de teste.

(c) Análise de componentes principais. (d) Análise de componentes principais
para os dados transformados.

Figura 5.5: Imagem de São Francisco.

Antes de discutir sobre os resultados da classificação, foi realizado uma breve análise descritiva
multivariada dos dados obtidos a partir das duas imagens reais. Para tanto, considerou-se uma
redução da dimensionalidade, representando as imagens consideradas por suas duas principais
componentes da amostra. As Figuras 5.5(c)- 5.5(d) e 5.6(c) - 5.6(d) mostram gráficos de dispersão
de tais componentes. Para a imagem de São Francisco observe que os dados das três regiões estão
sobrepostos, que impõem cenários duros de classificação. Ao aplicar a transformação de Box-
Cox nos dados, pode-se notar que as regiões de oceano se tornam mais distintas das regiões
de florestas e urbanas, mas as duas últimas apresentam algum grau de sobreposição. Para a
imagem de Foulum, embora se possa segmentar algumas texturas distintas (tais como regiões
de background e coníferas), existe sobreposição expressiva entre os dados originais e nos dados
transformados. Além disso, esta última imagem envolve mais segmentos a serem classificados e,
portanto, sua classificação parece impor mais dificuldade em relação a primeira imagem.

Resultados da classificação de imagens de São Francisco podem ser verificados na Tabela
B.6. Conforme discutido nas Figuras 5.5(c), 5.5(d), 5.6(c) e 5.6(d), podem-se ver que as taxas de
classificação melhoraram para dados transformados. Este fato, pode ser explicado pelo fato de
todas as distribuições multivariadas (com exceção dos modelos WCE) consideradas para obtenção
das distâncias utilizadas apresentam suporte em todo espaço euclidiano e multidimensional.
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para os dados transformados.

Figura 5.6: Imagem de Foulum.

O melhor classificador para a imagem de São Francisco utilizando os dados reais foi obtido
com a percentagem de acerto de 99.69% pela divergência de Rényi (CRN1:α e CRN2:α) com
α de 0.9 para CRN1:α e 0.1 para CRN2:α, os dois com janelamento de 7 × 7. Sua imagem
correspondente pode ser encontrada na Figura B.2(d) e comparado com a Figura B.2(b) que
é a imagem ground-truth da área de São Francisco. Com os dados transformados, o melhor
classificador foi com a percentagem de 99,73% e obtido através de três classificadores propostos,
o CRN1:α com parâmetro 0.9, CRN2:α com parâmetro 0.1 e CRND2:α com parâmetros α
podendo ser 0.1 ou 0.9, a classificação obtida com esses dois parâmetros foram iguais. A pior
classificação para os dados reais foi obtida pelo CJSt, com percentagem de 38,06% e janelamento
de 3×3, e para os dados transformados, a pior classificação foi com o mesmo classificador porém
no janelamento de 5× 5.

Para a imagem de Foulum, a melhor classificação foi apresentada pelo CKLt com o jane-
lamento 5 × 5 e com a acurácia de 93,18%. CKLt também apresentou a melhor classificação
para os dados transformados e ocorreu no janelamento 7 × 7 com acerto percentual de 96.77%.
As imagens classificadas pelo CKLt nos dois casos, com dados originais e transformados, são
exibidas nas Figuras B.3(b) e B.3(c), respectivamente. As piores classificações para dados não
transformados foram obtidas com CKLSt com janelamento 3 × 3 e com acerto percentual de
27,58%. Com respeito aos dados transformados, o pior classificador foi CJt com janelamento de
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7×7 e acurácia de 68,19%. As imagens relacionadas são encontradas na terceira linha da Figura
B.3.

A divergência KL com base na distribuição Normal (CKLN) para os dados reais obteve
performances inferiores a 90% nos três janelamentos, quando os dados foram transformados, a
performance do classificador foi 94,90% no janelamento 7 × 7. As performances LDA, QDA,
KNN e SVM foram também melhoradas quando os dados foram transformados.



CAPÍTULO 6

Considerações Finais

Nesta dissertação foram propostos doze classificadores baseados em medidas de divergências
e distâncias entre dois vetores aleatórios e quatro classificadores para duas matrizes aleatórias
hermitianas. Especificamente, foram consideradas as divergências de Kullback-Leibler, Jeffreys
e Rényi induzidas dos modelos normal, skew-normal, t-Student, skew-t e wishart complexa es-
calonada. Essas medidas foram compreendidas por meio de esquema tradicional Bayesiano de
classificadores para intensidades SAR trivariadas (resultantes de modelos vetoriais) e para dados
full PolSAR (a partir do modelo de matricial considerado). Em particular, para a divergência de
Rényi (que possui um parâmetro de flexibilidade, chamado ordem) foi proposto um procedimento
de otimização para obter o melhor classificador de acordo com um critério de acurácia.

As propostas foram avaliadas tanto em dados sintéticos como em dados reais. Para o primeiro
caso, realizaram-se experimentos Monte Carlo nos quais os dados gerados seguiram o modelo
G0p , que emula cenários reais relacionados ao terreno e ruído speckle multidimensional. Os
resultados têm mostrado evidências em favor da utilização da divergência de Rényi otimizada
entre modelos wishart complexo escalonada. As performances também foram verificadas para
dois experimentos com dados reais que, em geral, para os classificadores considerados para dados
SAR de intensidades vetoriais, a utilização da transformação Box-Cox melhoraram as taxas de
classificação em todos os casos. Pode-se destacar que considerando as imagens de São Francisco
e Foulum, a transformação nos dados resultou em alguns casos uma melhora de 100% das taxas
de acerto dos piores classificadores, entre eles, CJSt e CKLSt.

O primeiro experimento foi com a imagem de São Francisco, que é formada por três regiões
oceano, floresta e urbano, as quais são áreas consideradas homogêneas, heterogênea e extrema-
mente heterogênea, respectivamente. Através da análise dos componentes principais foi possível
identificar que as áreas encontravam-se sobrepostas e ao realizar a transformação Box-Cox as
regiões tornaram-se mais distintas. Para os dois tipos de dados utilizados, as divergências otimi-
zada de Rényi com base na distribuição normal obtiveram os melhores desempenhos, sendo os

55
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classificadores CRN1:α e CRN2:α, com janelamento de 7× 7 superior aos demais classificadores.
O segundo experimento desta dissertação foi realizado com a área da imagem de Foulum, que

é composta por seis áreas distintas e é considerada uma imagem que impõe maior dificuldade
para classificação em relação a imagem de São Francisco, pois existe uma sobreposição expressiva
entre as regiões. Para este caso o classificador com base na divergência de Kullback-Leibler para
distribuição t-Student (CKLt) foi superior aos demais classificadores, superando os clássicos
LDA, QDA, KNN e SVM, e também superando o classificador KL entre distribuições normais.

A distribuição Skew-t foi o modelo mais flexível utilizado, porém os classificadores obtiveram
os piores resultados em todos os estudos realizados. A sua melhor classificação foi obtida com
a imagem Foulum, com os dados transformados, porém não superou 80%. Outra observação
interessante é que tanto nas simulações quanto nas aplicações com dados reais as divergências
de Jeffreys (KL simetrizada) sempre obtiveram acurácia pior do que aquelas induzidas das di-
vergências KL com a distribuição relacionada.
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APÊNDICE A

Faixas de Comprimento e Frequência de Sistemas de Radar

Figura A.1: Faixas do comprimento de onda e da frequência para um espectro eletromag-
nético (Fonte: Freitas et al. 2003, p. 2).
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APÊNDICE B

Resultados das Classificações

Tabela B.1: Grid utilizado para KNN.
área grid máximo
Simulação L3 1, · · · , 10 6
Simulação L3 - BC 1, · · · , 10 5
Simulação L4 1, · · · , 10 8
Simulação L4 - BC 1, · · · , 10 8
Simulação L8 1, · · · , 10 7
Simulação L8 - BC 1, · · · , 10 7
São Francisco 1, · · · , 10 3
São Francisco - BC 1, · · · , 10 2
Foulum 1, · · · , 10 9
Foulum - BC 1, · · · , 10 9

Tabela B.2: Parâmetros utilizados no SVM.
área kernel 1/2σ2 ‘C’-constant
Simulação L3 radial .1 10
Simulação L3 - BC radial .1 10
Simulação L4 radial .1 10
Simulação L4 - BC radial .1 10
Simulação L8 radial .1 10
Simulação L8 - BC radial .1 10
São Francisco radial 3000 10
São Francisco - BC radial 10 10
Foulum radial 3 1000
Foulum - BC radial 10 1
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B.1 Resultados para a imagem sintética

Tabela B.3: Classificação para imagem sintética com número de looks 3.
L3

janelamento 3× 3 janelamento 5× 5 janelamento 7× 7

α % accu. α % accu. α % accu.
Dα
R(θ1||θ2) 0.7 96.70 0.6 96.96 0.6 97.08

Dα
R(θ2||θ1) 0.3 96.70 0.4 96.96 0.4 97.08

dαR(θ1||θ2) 0.5 95.10 0.5 96.13 0.5 96.43
dαR2(θ1||θ2) (0.3,0.7) 96.67 (0.4,0.6) 97.02 (0.4,0.6) 97.20
Dα
RC(θ1||θ2) 0.1 98.30 0.1 97.81 0.1 97.73

Dα
RC(θ2||θ1) 0.9 98.30 0.9 97.81 0.9 97.73

dαRC(θ1||θ2) 0.5 98.11 0.5 97.37 0.5 96.57
dαR2C(θ1||θ2) 0.5 98.11 0.5 97.37 0.5 96.57
DNKL ([µ1,Σ1]||[µ2,Σ2]) - 95.19 - 95.01 - 94.20
JN ([µ1,Σ1]||[µ2,Σ2]) - 93.75 - 93.77 - 93.11
DSNKL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 95.19 - 95.01 - 94.20
JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 93.75 - 93.77 - 93.11
DtKL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 73.95 - 74.85 - 75.27
Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 63.99 - 64.78 - 65.08
DStKL(θ1 ‖ θ2) - 32.05 - 31.78 - 31.38
JSt(θ1 ‖ θ2) - 31.87 - 31.61 - 31.16
KNN 87.38
LDA 76.30
QDA 86.49
SVM 90.45

L3 - transformação Box-Cox
Dα
R(θ1||θ2) 0.5 98.49 0.6 98.95 0.7 99.35

Dα
R(θ2||θ1) 0.5 98.49 0.4 98.95 0.3 99.35

dαR(θ1||θ2) (0.5,0.6,0.7) 98.46 0.5 98.94 0.5 99.29
dαR2(θ1||θ2) 0.5 98.49 (0.4,0.6) 98.95 (0.3,0.7) 99.35
Dα
RC(θ1||θ2) - - - - - -

Dα
RC(θ2||θ1) - - - - - -

dαRC(θ1||θ2) - - - - - -
dαR2C(θ1||θ2) - - - - - -
DNKL ([µ1,Σ1]||[µ2,Σ2]) - 98.25 - 98.26 - 98.80
JN ([µ1,Σ1]||[µ2,Σ2]) - 98.05 - 98.40 - 98.87
DSNKL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.25 - 98.26 - 98.80
JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.05 - 98.40 - 98.87
DtKL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 98.24 - 97.66 - 97.60
Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 52.54 - 51.11 - 50.79
DStKL(θ1 ‖ θ2) - 54.74 - 54.63 - 55.30
JSt(θ1 ‖ θ2) - 56.79 - 56.79 - 57.03
KNN 88.67
LDA 90.31
QDA 90.70
SVM 90.30



Apêndice B. Resultados das Classificações 64

Tabela B.4: Classificação para imagem sintética com número de looks 4.

L4
janelamento 3× 3 janelamento 5× 5 janelamento 7× 7

α % accu. α % accu. α % accu.
Dα
R(θ1||θ2) 0.6 97.77 0.5 97.69 0.5 97.87

Dα
R(θ2||θ1) 0.4 97.77 0.5 97.69 0.5 97.87

dαR(θ1||θ2) 0.5 97.15 0.5 97.69 0.5 97.87
dαR2(θ1||θ2) (0.4,0.6) 97.77 (0.4,0.6) 97.84 0.5 97.87
Dα
RC

(θ1||θ2) 0.1 98.30 0.1 97.75 0.1 97.67
Dα
RC

(θ2||θ1) 0.9 98.30 0.9 97.75 0.9 97.67
dαRC

(θ1||θ2) 0.5 98.12 (0.1,0.9) 97.42 (0.1,0.9) 96.62
dαR2C

(θ1||θ2) (0.2,0.8) 98.13 (0.1,0.9) 97.42 (0.1,0.9) 96.62
DN

KL ([µ1,Σ1]||[µ2,Σ2]) - 96.10 - 95.62 - 94.77
JN ([µ1,Σ1]||[µ2,Σ2]) - 93.81 - 93.69 - 93.04
DSN

KL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 96.10 - 95.62 - 94.77
JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 93.81 - 93.69 - 93.04
Dt

KL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 76.24 - 77.00 - 77.25
Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 65.64 - 66.27 - 66.44
DSt
KL(θ1 ‖ θ2) - 28.30 - 28.13 - 28.24

JSt(θ1 ‖ θ2) - 28.44 - 28.34 - 28.49
KNN 89.57
LDA 78.07
QDA 88.75
SVM 91.89

L4 - transformação Box-Cox
Dα
R(θ1||θ2) 0.5 98.65 0.6 99.04 0.7 99.34

Dα
R(θ2||θ1) 0.5 98.65 0.4 99.04 0.3 99.34

dαR(θ1||θ2) 0.5 98.65 (0.4,0.6) 99.04 0.5 99.32
dαR2(θ1||θ2) 0.5 98.65 0.5 99.04 (0.3,0.7) 99.34
Dα
RC

(θ1||θ2) - - - - - -
Dα
RC

(θ2||θ1) - - - - - -
dαRC

(θ1||θ2) - - - - - -
dαR2C

(θ1||θ2) - - - - - -
DN

KL ([µ1,Σ1]||[µ2,Σ2]) - 98.27 - 98.24 - 98.76
JN ([µ1,Σ1]||[µ2,Σ2]) - 98.13 - 98.37 - 98.85
DSN

KL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.27 - 98.24 - 98.76
JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.13 - 98.37 - 98.85
Dt

KL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 98.27 - 97.87 - 98.30
Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 79.88 - 79.95 - 80.27
DSt
KL(θ1 ‖ θ2) - 54.54 - 54.74 - 54.77

JSt(θ1 ‖ θ2) - 63.22 - 63.68 - 63.61
KNN 90.85
LDA 91.70
QDA 92.12
SVM 91.89
DSt
KL(θ1 ‖ θ2) = DSt

KL([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2])
JSt(θ1 ‖ θ2) = JSt([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2])
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Tabela B.5: Classificação para imagem sintética com número de looks 8.

L8
janelamento 3× 3 janelamento 5× 5 janelamento 7× 7

α % accu. α % accu. α % accu.
Dα
R(θ1||θ2) 0.5 97.69 0.5 97.69 0.5 97.74

Dα
R(θ2||θ1) 0.5 97.69 0.5 97.69 0.5 97.74

dαR(θ1||θ2) 0.5 97.69 (0.4,0.6) 97.69 (0.3,0.7) 97.76
dαR2(θ1||θ2) 0.5 97.69 0.5 97.69 0.5 97.74
Dα
RC

(θ1||θ2) 0.1 98.26 0.1 97.65 0.1 97.65
Dα
RC

(θ2||θ1) 0.9 98.26 0.9 97.65 0.9 97.65
dαRC

(θ1||θ2) (0.3,0.7) 98.12 (0.2,0.8) 97.41 (0.2,0.8) 97.41
dαR2C

(θ1||θ2) (0.3,0.7) 98.13 (0.2,0.8) 97.41 (0.2,0.8) 97.41
DN

KL ([µ1,Σ1]||[µ2,Σ2]) - 96.92 - 96.09 - 95.22
JN ([µ1,Σ1]||[µ2,Σ2]) - 96.12 - 95.51 - 94.81
DSN

KL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 96.91 - 96.12 - 95.24
JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 95.45 - 94.90 - 94.16
Dt

KL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 75.40 - 75.95 - 76.06
Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 68.97 - 69.43 - 69.48
DSt
KL(θ1 ‖ θ2) - 31.54 - 31.85 - 32.27

JSt(θ1 ‖ θ2) - 32.37 - 32.75 - 33.14
KNN 93.72
LDA 82.42
QDA 93.04
QDA 95.00

L8 - transformação Box-Cox
Dα
R(θ1||θ2) 0.7 98.89 0.8 99.44 0.8 99.69

Dα
R(θ2||θ1) 0.3 98.89 0.2 99.44 0.2 99.69

dαR(θ1||θ2) 0.5 98.79 0.5 99.12 0.5 99.28
dαR2(θ1||θ2) (0.3,0.7) 98.89 (0.2,0.8) 99.44 (0.2,0.8) 99.69
Dα
RC

(θ1||θ2) - - - - - -
Dα
RC

(θ2||θ1) - - - - - -
dαRC

(θ1||θ2) - - - - - -
dαR2C

(θ1||θ2) - - - - - -
DN

KL ([µ1,Σ1]||[µ2,Σ2]) - 98.47 - 98.85 - 99.20
JN ([µ1,Σ1]||[µ2,Σ2]) - 98.39 - 98.88 - 99.17
DSN

KL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.47 - 98.85 - 99.21
JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.39 - 98.88 - 99.17
Dt

KL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 98.34 - 97.97 - 98.32
Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 72.51 - 71.82 - 71.64
DSt
KL(θ1 ‖ θ2) - 65.33 - 65.15 - 65.05

JSt(θ1 ‖ θ2) - 65.74 - 64.50 - 63.96
KNN 94.37
LDA 94.12
QDA 95.27
SVM 95.03
DSt
KL(θ1 ‖ θ2) = DSt

KL([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2])
JSt(θ1 ‖ θ2) = JSt([µ1,Σ1,η1, ν1] ‖ [µ2,Σ2,η2, ν2])
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β= −1.5 e ΣA

β= −6.0 e ΣB

β= −15.0 e ΣC

(a) áreas da imagem sintética

(b) L3 - D0.1
RC

(θ1||θ2)− 3× 3 (c) L4 - D0.1
RC

(θ1||θ2)− 3× 3 (d) L8 - D0.1
RC

(θ1||θ2)− 3× 3

(e) L3 - JSt(θ1||θ2)− 7× 7 (f) L4 - DStKL(θ1||θ2)− 5× 5 (g) L8 - DStKL(θ1||θ2)− 3× 3

(h) L3 - DNKL(θ1||θ2)− 3× 3 (i) L4 - DNKL(θ1||θ2)− 3× 3 (j) L8 - DNKL(θ1||θ2)− 3× 3
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(k) L3 - LDA (l) L4 - LDA (m) L8 - LDA

(n) L3 - QDA (o) L4 - QDA (p) L8 - QDA

(q) L3 - KNN (r) L4 - KNN (s) L8 - KNN

Figura B.1: Classificação da imagem sintética para looks = 3, 4 e 8.
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Tabela B.6: Classificação para a imagem San Francisco (USA).
San Francisco

janelamento 3× 3 janelamento 5× 5 janelamento 7× 7
α % accu. kappa var. kappa α % accu. kappa var. kappa α % accu. kappa var. kappa

Dα
R(θ1||θ2) 0.9 96.24 94.37 3.14× 10−5 0.9 98.92 98.37 9.34 ×10−6 0.9 99.69 99.54 2.69 ×10−6

Dα
R(θ2||θ1) 0.1 96.24 94.37 3.14× 10−5 0.1 98.92 98.37 9.34 ×10−6 0.1 99.69 99.54 2.69 ×10−6

dαR(θ1||θ2) 0.5 83.46 75.20 1.14× 10−4 0.5 85.91 78.86 1.01 ×10−4 0.5 87.14 80.72 9.41 ×10−5

dαR2(θ1||θ2) (0.1,0.9) 94.89 92.33 4.21× 10−5 (0.1,0.9) 97.60 96.40 2.04 ×10−5 (0.1,0.9) 98.06 97.10 1.65 ×10−5

Dα
RC

(θ1||θ2) 0.9 91.09 86.64 6.96× 10−5 0.9 96.48 94.71 2.95 ×10−5 0.9 98.72 98.08 1.10 ×10−5

Dα
RC

(θ2||θ1) 0.1 91.09 86.64 6.96× 10−5 0.1 96.48 94.71 2.95 ×10−5 0.1 98.72 98.08 1.10 ×10−5

dαRC
(θ1||θ2) (0.4,0.5,0.6) 87.81 81.71 9.08× 10−5 . . .1 94.54 91.81 4.47 ×10−5 . . .2 97.44 96.17 2.16 ×10−5

dαR2C
(θ1||θ2) . . .3 87.84 81.76 9.05× 10−5 . . .4 94.54 91.81 4.47 ×10−5 . . .5 97.40 96.11 2.19 ×10−5

DNKL ([µ1,Σ1]||[µ2,Σ2]) - 96.86 95.30 2.64 ×10−5 - 98.64 97.97 1.16 ×10−5 - 98.95 98.43 9.01 ×10−6

JN ([µ1,Σ1]||[µ2,Σ2]) - 87.46 81.18 9.36× 10−5 - 90.59 85.89 7.34×10−5 - 93.19 89.78 5.51 ×10−5

DSNKL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 96.86 95.30 2.64× 10−5 - 98.64 97.97 1.16 ×10−5 - 98.95 98.43 9.01 ×10−6

JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 87.46 81.18 9.36 ×10−5 - 90.59 85.89 7.34 ×10−5 - 93.19 89.78 5.51 ×10−5

DtKL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 91.99 87.98 6.38 ×10−5 - 94.46 91.69 4.54 ×10−5 - 94.19 91.29 4.75 ×10−5

Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 58.08 31.13 2.71 ×10−4 - 55.21 32.81 2.70 ×10−4 - 55.48 33.22 2.63 ×10−4

DStKL(θ1 ‖ θ2) - 38.37 7.55 3.51 ×10−4 - 40.03 10.05 3.27 ×10−4 - 39.61 9.41 3.41 ×10−4

JSt(θ1 ‖ θ2) - 38.06 7.08 3.56 ×10−4 - 39.45 9.17 3.33 ×10−4 - 38.83 8.25 3.49 ×10−4

KNN % accu.→ 89.78 kappa → 84.67 var.kappa → 7.97 ×10−5

LDA % accu.→ 57.07 kappa → 35.60 var.kappa → 2.30 ×10−4

QDA % accu.→ 85.33 kappa → 77.99 var.kappa → 1.07 ×10−4

SVM % accu.→ 90.71 kappa → 83.86 var.kappa → 8.34 ×10−5

San Francisco - transformação Box-Cox
Dα
R(θ1||θ2) 0.8 99.07 98.60 8.01 ×10−6 0.9 99.57 99.36 3.69 ×10−6 0.9 99.73 99.59 2.35 ×10−6

Dα
R(θ2||θ1) 0.2 99.07 98.60 8.01 ×10−6 0.1 99.57 99.36 3.69 ×10−6 0.1 99.73 99.59 2.35 ×10−6

dαR(θ1||θ2) 0.5 98.64 97.96 1.16 ×10−5 0.5 99.10 98.66 7.68 ×10−6 0.5 99.38 99.07 5.36 ×10−6

dαR2(θ1||θ2) (0.2,0.8) 99.07 98.60 8.01 ×10−6 . . .6 99.54 98.66 7.68 ×10−6 (0.1,0.9) 99.73 99.59 2.35 ×10−6

Dα
RC

(θ1||θ2) - - - - - - - - - - - -
Dα
RC

(θ2||θ1) - - - - - - - - - - - -
dαRC

(θ1||θ2) - - - - - - - - - - - -
dαR2C

(θ1||θ2) - - - - - - - - - - - -
DNKL ([µ1,Σ1]||[µ2,Σ2]) - 98.53 97.79 1.26 ×10−5 - 99.19 98.78 7.02 ×10−6 - 99.26 98.89 6.36 ×10−6

JN ([µ1,Σ1]||[µ2,Σ2]) - 97.60 96.39 2.04 ×10−5 - 98.72 98.08 1.09 ×10−5 - 99.07 98.60 8.01 ×10−6

DSNKL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 98.53 97.79 1.26 ×10−5 - 99.19 98.78 7.02 ×10−6 - 99.26 98.89 6.36 ×10−6

JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 97.60 96.39 2.04 ×10−5 - 98.72 98.08 1.09 ×10−5 - 99.07 98.60 8.01 ×10−6

DtKL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 98.14 97.21 1.58 ×10−5 - 99.15 98.72 7.35 ×10−6 - 99.15 98.72 7.35 ×10−6

Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 98.22 97.32 1.52 ×10−5 - 98.80 98.19 1.03 ×10−5 - 98.99 98.49 8.67 ×10−6

DStKL(θ1 ‖ θ2) - 71.89 57.83 1.67 ×10−4 - 70.11 55.16 1.74 ×10−4 - 70.65 55.98 1.73 ×10−4

JSt(θ1 ‖ θ2) - 68.99 53.48 1.72 ×10−4 - 67.87 51.80 1.77 ×10−4 - 68.18 52.26 1.75 ×10−4

KNN % accu.→ 90.44 kappa → 85.65 var.kappa → 7.51 ×10−5

LDA % accu.→ 88.73 kappa → 83.10 var.kappa → 8.65 ×10−5

QDA % accu.→ 87.77 kappa → 81.64 var.kappa → 9.31 ×10−5

SVM % accu.→ 90.71 kappa → 86.06 var.kappa → 7.33 ×10−5

1α = (0.1, 0.4, 0.5, 0.6, 0.9), 2α = (0.1, 0.3, 0.7, 0.9), 3α = (0.1, 0.2, 0.3, 0.4, 0.6, 0.7, 0.8, 0.9),
4α = (0.3, 0.4, 0.5, 0.6, 0.7), 5α = (0.1, 0.3, 0.4, 0.5, 0.6, 0.7, 0.9), 6α = (0.1, 0.2, 0.8, 0.9)
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ab 1. Oceano ab 2. Floresta ab 3. Urbano
(c) Ground-truth data de São Francisco;

(d) D0.9
R (θ1||θ2)− 7× 7 (e) D0.9

R (θ1||θ2)− 7× 7 - BC

(f) JSt(θ1||θ2)− 3× 3 (g) JSt(θ1||θ2)− 5× 5 - BC

(h) DN
KL(θ1||θ2)− 7× 7 (i) DN

KL(θ1||θ2)− 7× 7 - BC
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(j) LDA (k) LDA - BC

(l) QDA (m) QDA - BC

(n) KNN (o) KNN - BC

Figura B.2: Classificação de São Francisco
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Tabela B.7: Classificação para a imagem Foulum (DK).
Foulum

janelamento 3× 3 janelamento 5× 5 janelamento 7× 7
α % accu. kappa var. kappa α % accu. kappa var. kappa α % accu. kappa var. kappa

Dα
R(θ1||θ2) 0.7 81.67 77.65 2.50 ×10−5 0.8 83.47 79.83 2.31 ×10−5 0.9 84.42 80.98 2.22 ×10−5

Dα
R(θ2||θ1) 0.3 81.67 77.65 2.50 ×10−5 0.2 83.47 79.83 2.31 ×10−5 0.1 84.42 80.98 2.22 ×10−5

dαR(θ1||θ2) 0.5 81.43 77.38 2.51 ×10−5 (0.3,0.7) 82.61 78.81 2.37 ×10−5 (0.4,0.6) 83.30 79.65 2.30 ×10−5

dαR2(θ1||θ2) 0.5 81.43 77.38 2.51 ×10−5 (0.2,0.8) 82.66 78.87 2.38 ×10−5 . . .1 83.31 79.67 2.30 ×10−5

Dα
RC

(θ1||θ2) 0.8 70.22 63.91 3.59 ×10−5 0.8 71.72 65.70 3.47 ×10−5 0.8 71.51 65.43 3.46 ×10−5

Dα
RC

(θ2||θ1) 0.2 70.22 63.91 3.59 ×10−5 0.2 71.72 65.70 3.47 ×10−5 0.2 71.51 65.43 3.46 ×10−5

dαRC
(θ1||θ2) (0.2,0.8) 69.94 63.40 3.60 ×10−5 (0.2,0.8) 71.00 64.61 3.55 ×10−5 (0.2,0.8) 70.36 63.78 3.58 ×10−5

dαR2C
(θ1||θ2) (0.2,0.8) 67.31 60.26 3.72 ×10−5 (0.2,0.8) 67.58 60.45 3.70 ×10−5 (0.2,0.8) 67.20 59.96 3.68 ×10−5

DNKL ([µ1,Σ1]||[µ2,Σ2]) - 80.23 75.86 2.69 ×10−5 - 82.69 78.86 2.43 ×10−5 - 83.52 79.86 2.34 ×10−5

JN ([µ1,Σ1]||[µ2,Σ2]) - 75.92 70.64 3.11 ×10−5 - 79.30 74.75 2.79 ×10−5 - 80.23 75.88 2.69 ×10−5

DSNKL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 80.23 75.86 2.69 ×10−5 - 82.69 78.86 2.43 ×10−5 - 83.52 79.86 2.34 ×10−5

JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 75.92 70.64 3.11 ×10−5 - 79.30 74.75 2.79 ×10−5 - 80.23 75.88 2.69 ×10−5

DtKL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 90.67 88.60 1.51 ×10−5 - 93.18 91.67 1.14 ×10−5 - 93.05 91.50 1.16 ×10−5

Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 79.34 74.87 2.89 ×10−5 - 82.13 78.24 2.60 ×10−5 - 82.99 79.30 2.50 ×10−5

DStKL(θ1 ‖ θ2) - 27.58 12.36 3.60 ×10−5 - 28.78 13.78 3.67 ×10−5 - 29.05 14.16 3.69 ×10−5

JSt(θ1 ‖ θ2) - 30.66 16.43 3.81 ×10−5 - 30.86 16.60 3.81 ×10−5 - 31.73 17.68 3.85 ×10−5

KNN % accu.→ 85.04 kappa → 81.77 var.kappa → 2.26 ×10−5

LDA % accu.→ 70.22 kappa → 62.2 var.kappa → 3.68 ×10−5

QDA % accu.→ 74.54 kappa → 71.01 var.kappa → 3.09 ×10−5

SVM % accu.→ 86.53 kappa → 83.59 var.kappa → 2.06 ×10−5

Foulum - transformação Box-Cox
Dα
R(θ1||θ2) 0.9 92.10 90.38 1.29 ×10−5 0.9 93.67 92.28 1.05 ×10−5 0.9 94.79 93.65 8.78 ×10−6

Dα
R(θ2||θ1) 0.1 92.10 90.38 1.29 ×10−5 0.1 93.67 92.28 1.05 ×10−5 0.1 94.79 93.65 8.78 ×10−6

dαR(θ1||θ2) 0.5 90.41 88.31 1.52 ×10−5 0.5 91.25 89.35 1.39 ×10−5 0.5 91.97 90.22 1.29 ×10−5

dαR2(θ1||θ2) (0.1,0.9) 92.07 90.34 1.29 ×10−5 (0.1,0.9) 93.64 92.25 1.05 ×10−5 (0.1,0.9) 94.69 93.54 8.93 ×10−6

Dα
RC

(θ1||θ2) - - - - - - - - - - - -
Dα
RC

(θ2||θ1) - - - - - - - - - - - -
dαRC

(θ1||θ2) - - - - - - - - - - - -
dαR2C

(θ1||θ2) - - - - - - - - - - - -
DNKL ([µ1,Σ1]||[µ2,Σ2]) - 92.08 90.35 1.29 ×10−5 - 94.33 93.09 9.53 ×10−6 - 94.90 93.79 8.63 ×10−6

JN ([µ1,Σ1]||[µ2,Σ2]) - 86.46 83.50 2.01 ×10−5 - 88.29 85.73 1.78 ×10−5 - 88.75 86.29 1.72 ×10−5

DSNKL ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 92.08 90.35 1.29 ×10−5 - 94.33 93.09 9.53 ×10−6 - 94.90 93.79 8.63 ×10−6

JSN ([µ1,Σ1,η1]||[µ2,Σ2,η2]) - 86.46 83.50 2.01 ×10−5 - 88.29 85.73 1.78 ×10−5 - 88.75 86.29 1.72 ×10−5

DtKL ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 93.99 92.68 1.01 ×10−5 - 95.95 95.07 6.96 ×10−6 - 96.77 96.06 5.61 ×10−6

Jt ([µ1,Σ1, ν1]||[µ2,Σ2, ν2]) - 68.98 62.16 3.65 ×10−5 - 68.68 61.81 3.64 ×10−5 - 68.19 61.23 3.67 ×10−5

DStKL(θ1 ‖ θ2) - 78.14 73.29 2.90 ×10−5 - 78.38 73.58 2.88 ×10−5 - 78.32 73.52 2.88 ×10−5

JSt(θ1 ‖ θ2) - 75.64 70.21 3.12 ×10−5 - 76.13 70.81 3.08 ×10−5 - 76.76 71.59 3.02 ×10−5

KNN % accu.→ 86.37 kappa → 83.40 var.kappa → 2.08 ×10−5

LDA % accu.→ 86.26 kappa → 83.29 var.kappa → 2.09 ×10−5

QDA % accu.→ 85.53 kappa → 82.37 var.kappa → 2.20 ×10−5

SVM % accu.→ 87.22 kappa → 84.43 var.kappa → 1.97 ×10−5

1α = (0.1, 0.4, 0.6, 0.9)
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ab 1. Trigo ab 2. Colza ab 3. Centeio
ab 4. Conífera ab 5. Aveia ab 6. background

(a) Ground-truth data de Foulum;

(b) Dt
KL(θ1||θ2)− 5× 5 (c) Dt

KL(θ1||θ2)− 7× 7 - BC

(d) DSt
KL(θ1||θ2)− 3× 3 (e) J t(θ1||θ2)− 7× 7 - BC

(f) DN
KL(θ1||θ2)− 7× 7 (g) DN

KL(θ1||θ2)− 7× 7 - BC
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(h) LDA (i) LDA - BC

(j) QDA (k) QDA - BC

(l) KNN (m) KNN - BC

Figura B.3: Classificação de Foulum



APÊNDICE C

Estimação do Parâmetro α para as Imagens de São Francisco e

Foulum

Tabela C.1: Resultados das estimações para α ótimo.
Expressão 1

Janela 3× 3 Janela 5× 5 Janela 7× 7

IMAGEM UTILIZADA α α̂ por BFGS α α̂ por BFGS α α̂ por BFGS
Sem Transformação - - - - - -

São Francisco 0.9 0.9 0.9 0.9 0.9 0.9
Foulum 0.6 0.9 0.7 0.9 0.7 0.9

Transformação Box-Cox - - - - - -
São Francisco 0.7 0.9 0.9 0.9 0.9 0.9

Foulum 0.9 0.9 0.9 0.888 0.9 0.883
Expressão 2

Sem Transformação - - - - - -
São Francisco 0.1 0.1 0.1 0.1 0.1 0.1

Foulum 0.4 0.1 0.3 0.1 0.3 0.1
Transformação Box-Cox - - - - - -

São Francisco 0.3 0.1 0.1 0.1 0.1 0.1
Foulum 0.1 0.1 0.1 0.112 0.1 0.117

Expressão 3
Sem Transformação - - - - - -

São Francisco 0.5 0.499 0.5 0.499 0.5 0.500
Foulum 0.4 0.500 0.5 0.499 0.5 0.5

Transformação Box-Cox - - - - - -
São Francisco 0.5 0.500 0.5 0.499 0.5 0.499

Foulum 0.5 0.499 0.5 0.500 0.5 0.499
Expressão 4

Sem Transformação - - - - - -
São Francisco (0.1,0.9) 0.9 (0.1,0.9) 0.9 (0.1,0.9) 0.695

Foulum (0.4,0.6) 0.610 (0.3,0.7) 0.616 (0.4,0.6) 0.616
Transformação Box-Cox - - - - - -

São Francisco (0.2,0.8) 0.9 (0.1,0.9) 0.9 (0.1,0.9) 0.9
Foulum (0.1,0.9) 0.9 (0.1,0.9) 0.9 (0.1,0.9) 0.9

As expressões citadas nas tabelas estão definididas em (3.17).

74
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Tabela C.2: Resultados para Viés e EQM.
Expressão 1

Janela 3× 3 Janela 5× 5 Janela 7× 7
α̂ por BFGS α̂ por BFGS α̂ por BFGS

IMAGEM UTILIZADA Viés EQM Viés EQM Viés EQM
Sem Transformação

São Francisco 0 - 0 - 0 -
Foulum -0.3 - -0.2 - -0.2 -

Transformação Box-Cox
São Francisco -0.2 - 0 - 0 -

Foulum 0 - 0.012 - 0.017 -
Expressão 2

Sem Transformação
São Francisco 0 - 0 - 0 -

Foulum 0.3 - 0.2 - 0.2 -
Transformação Box-Cox

São Francisco 0.2 - 0 - 0 -
Foulum 0 - -0.012 - -0.017 -

Expressão 3
Sem Transformação

São Francisco 0.001 - 0.001 - 0 -
Foulum -0.1 - 0.001 - 0 -

Transformação Box-Cox
São Francisco 0 - 0.001 - 0.001 -

Foulum 0.001 - 0 - 0.001 -
Expressão 4

Sem Transformação
São Francisco 0 - 0 - 0.205 -

Foulum -0.01 - 0.084 - -0.016 -
Transformação Box-Cox

São Francisco -0.1 - 0 - 0 -
Foulum 0 - 0 - 0 -
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Tabela C.3: Resultados das estimações utilizando Bootstrap.
Expressão 1

Janela 3× 3 Janela 5× 5 Janela 7× 7

IMAGEM UTILIZADA α α̂ por BFGS α α̂ por BFGS α α̂ por BFGS
Sem Transformação - - - - - -

São Francisco 0.9 0.900 0.9 0.900 0.9 0.900
Foulum 0.6 0.900 0.7 0.900 0.7 0.900

Transformação Box-Cox - - - - - -
São Francisco 0.7 0.898 0.9 0.894 0.9 0.892

Foulum 0.9 0.866 0.9 0.865 0.9 0.864
Expressão 2

Sem Transformação - - - - - -
São Francisco 0.1 0.112 0.1 0.104 0.1 0.107

Foulum 0.4 0.104 0.3 0.113 0.3 0.106
Transformação Box-Cox - - - - - -

São Francisco 0.3 0.101 0.1 0.106 0.1 0.108
Foulum 0.1 0.134 0.1 0.135 0.1 0.136

Expressão 3
Sem Transformação - - - - - -

São Francisco 0.5 0.506 0.5 0.502 0.5 0.505
Foulum 0.4 0.502 0.5 0.506 0.5 0.503

Transformação Box-Cox - - - - - -
São Francisco 0.5 0.500 0.5 0.500 0.5 0.500

Foulum 0.5 0.500 0.5 0.500 0.5 0.500
Expressão 4

Sem Transformação - - - - - -
São Francisco (0.1,0.9) 0.870 (0.1,0.9) 0.830 (0.1,0.9) 0.801

Foulum (0.4,0.6) 0.543 (0.3,0.7) 0.547 (0.4,0.6) 0.547
Transformação Box-Cox - - - - - -

São Francisco (0.2,0.8) 0.900 (0.1,0.9) 0.900 (0.1,0.9) 0.900
Foulum (0.1,0.9) 0.899 (0.1,0.9) 0.899 (0.1,0.9) 0.899
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Tabela C.4: Resultados Viés e EQM utilizando Bootstrap.
Expressão 1

Janela 3× 3 Janela 5× 5 Janela 7× 7

α̂ por BFGS α̂ por BFGS α̂ por BFGS
IMAGEM UTILIZADA Viés EQM Viés EQM Viés EQM

Sem Transformação
São Francisco 0 0 0 0 0 0

Foulum 0.300 0.09 0.200 0.04 0.200 0.04
Transformação Box-Cox

São Francisco 0.198 0.039 -0.006 1.1× 10−4 -0.008 1.6× 10−4

Foulum -0.034 0.001 -0.035 0.001 -0.036 0.001
Expressão 2

Sem Transformação
São Francisco 0.012 0.010 0.004 0.003 0.007 0.006

Foulum -0.296 0.090 -0.187 0.045 -0.194 0.042
Transformação Box-Cox

São Francisco -0.198 0.039 0.006 1.1× 10−4 0.008 1.6× 10−4

Foulum 0.034 0.001 0.035 0.001 0.0358 0.001
Expressão 3

Sem Transformação
São Francisco 0.006 0.003 0.002 0.001 0.005 0.002

Foulum 0.102 0.011 6.4×10−3 0.003 0.003 0.001
Transformação Box-Cox

São Francisco 0 0 0 0 0 0
Foulum 7.033×10−11 4.623×10−20 7.391×10−11 5.014×10−20 7.829×10−11 5.431×10−20

Expressão 4
Sem Transformação

São Francisco -0.030 0.011 -0.070 0.024 -0.099 0.034
Foulum -0.056 0.007 -0.153 0.028 -0.053 0.007

Transformação Box-Cox
São Francisco 0.100 0.001 0 0 0 0

Foulum -3.373×10−5 3.921×10−7 -1.700×10−5 1.449×10−7 -1.517×10−5 1.132×10−7
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