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RESUMO

Nos últimos anos, a disseminação de dispositivos computacionais móveis tais como
smartphones e tablets tem estimulado a demanda por serviços baseados em localização.
Em geral, técnicas de localização do tipo fingerprinting são amplamente utilizadas para
implementação desses serviços. No entanto, tais técnicas enfrentam sérias limitações de-
vido a variações abruptas dos níveis de sinais, quando o usuário muda de um ambiente
indoor para um outdoor ou vice-versa, ou mesmo quando estações móveis de diferentes
fabricantes são usadas. Nesta tese, é proposta uma nova técnica de localização do tipo
fingerprinting baseada em aprendizado de máquina, que emprega diferenças de níveis de
sinais e atrasos de onda, em vez de usar valores absolutos de níveis de sinais. A ideia
principal da proposta é que as diferenças de sinais das estações móveis posicionadas geo-
graficamente no mesmo local são afetadas de forma semelhante pela atenuação de edifícios
e outros obstáculos. A técnica proposta utiliza dados da rede celular para treinar um al-
goritmo supervisionado de aprendizado de máquina com o intuito de estimar o ângulo
horizontal de chegada do sinal usando regressão. Para aumentar a acurácia das regres-
sões, é proposto o método DySEREK (dynamic selection of regressors ensemble using
𝑘-nearest-oracles), que consiste basicamente na seleção dinâmica de subconjuntos de re-
gressores e é baseado na adaptação do método KNORA (𝑘-nearest oracles) aplicado à
regressão. Por fim, a técnica de localização proposta e baseada no método DySEREK é
empregada em uma aplicação real a partir de medições realizadas em uma rede celular
de terceira geração (3G). Os resultados obtidos indicam que a técnica proposta é menos
sensível à mudança de ambiente (outdoor para indoor) e mais estável quando aplicada
em ambientes indoor ou outdoor, considerando cenários com menos estações-base (redes
celulares em regiões suburbanas ou rurais) e menos dados para treinamento (drive-tests
menos onerosos realizados pelas operadoras de telecomunicações).

Palavras-chaves:Sistemas baseados em múltiplos regressores. Aprendizagem de má-
quina. Redes celulares. Localização de usuários. Fingerprinting.



ABSTRACT

In recent years, the dissemination of mobile computing devices, such as smartphones
and tablets, has motivated the demand for location-based services. In general, fingerprint-
based localization techniques are widely used to implement these services. However, such
techniques face serious limitations due to abrupt variations in signal levels when the
user changes from an indoor to an outdoor environment or vice-versa, or even when
mobile stations from different manufacturers are used. In this thesis, we propose a new
machine learning fingerprint-based localization technique that uses signal level differences
and wave delays, instead of using absolute values of signal levels. The main idea of the
proposal is that the signal differences of mobile stations geographically positioned at
the same location are similarly affected by attenuation of buildings and other obstacles.
The proposed technique uses data from the cellular network to train a supervised machine
learning algorithm to estimate the horizontal angle-of-arrival using regression. To increase
the accuracy of regressions, the DySEREK (dynamic selection of regressors ensemble using
𝑘-nearest-oracles) method is proposed, which basically consists of the dynamic selection
of regressors subsets and is based on the adaptation of the KNORA (𝑘-nearest oracles)
method applied to the regression. Finally, the proposed localization technique based on
the DySEREK method is employed in a real application from measurements obtained
in a third generation (3G) cellular network. Numerical results indicate that the proposed
technique is less sensitive to environment change (from outdoor to indoor) and more stable
when applied in indoor or outdoor environments, considering scenarios with fewer base
stations (cellular networks in suburban or rural regions) and less data for training (less
costly drive-tests performed by telecom operators).

Keywords: Multiple regressor systems. Machine learning. Cellular networks. Mobile user
location. Fingerprinting..
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1 INTRODUÇÃO

1.1 MOTIVAÇÃO E OBJETIVOS DO TRABALHO

A disseminação de dispositivos computacionais móveis tem permitido que as pessoas am-

pliem o acesso aos mais diversos tipos de informações por meio da Internet, bem como

pelo uso de aplicativos e redes sociais. No final de 2019, havia cerca de 5,6 bilhões de

assinaturas móveis associadas a smartphones, com a expectativa de esse valor atingir algo

em torno de 7,4 bilhões em 2025, correspondendo a aproximadamente 83% do total de

assinaturas móveis (ERICSSON, 2019).

O aumento expressivo do número de conexões móveis, não apenas por conta dos

smartphones, mas também em virtude de dispositivos móveis de uma maneira geral, serve

como um incentivo relevante para o crescimento do interesse em serviços baseados em loca-

lização (HUANG et al., 2018). Serviços baseados em localização são aplicações que fornecem

informações respaldadas na localização do dispositivo e, consequentemente, do usuário. A

acurácia da localização depende, entre outras coisas, do hardware e do software utilizados

no sistema de comunicação móvel. Dessa forma, as técnicas ou algoritmos de localização

são diretamente responsáveis pelo valor agregado que os serviços baseados em localização

são capazes de fornecer.

Dentre as opções de técnicas de localização, o sistema de posicionamento global (GPS,

global positioning system) é um dos sistemas mais utilizados no mundo, com aplicações em

defesa e segurança nacionais, bem como em uso comercial, civil e científico (NI et al., 2004;

RIZK; SHOKRY; YOUSSEF, 2018). Apesar de bem consolidado, o GPS apresenta algumas

limitações significativas, seja em ambientes outdoor1 ou indoor, uma vez que necessita do

estabelecimento de linha de visada entre transmissor e receptor para que sua acurácia não

seja comprometida. Além disso, o consumo de energia do hardware do GPS costuma ser
1 Devido a sua ampla utilização na área de localização, iremos utilizar os termos da língua inglesa indoor

e outdoor para indicar ambientes internos e externos, respectivamente.
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alto, o que reduz a autonomia da bateria do dispositivo móvel (LI; LEI, 2019; IBRAHIM;

YOUSSEF, 2011).

Diante das limitações do GPS, outras alternativas devem ser exploradas, tais como

a localização por meio de sinais de rádio frequência (RF), também conhecida por radi-

olocalização (PERAL-ROSADO et al., 2018). Uma das técnicas bem sedimentadas na lite-

ratura é a radiolocalização baseada em fingerprinting (FP), a qual utiliza a similaridade

entre indicadores de intensidade do nível de sinal (RSSIs, received signal strength indi-

cators) para estimar a posição do usuário (BORKOWSKI; LEMPIAINEN, 2006),(WANG et

al., 2014),(ZHANG et al., 2019). Não obstante a sua ampla utilização, a técnica de radio-

localização baseada em FP possui alguns desafios relacionados à natureza estocástica do

sinal de RF a serem superados. Primeiramente, sistemas de radiolocalização FP baseados

em indicador de intensidade do nível de sinal (RSSI, received signal strength indicator)

perdem a localização do usuário devido à variação abrupta do RSSI quando o usuário sai

de ambientes indoor para outdoor (GOLDONI et al., 2019; LUI et al., 2011).

Outra questão relevante se refere à variação das medições de RSSI quando estações

móveis (EMs) de diferentes fabricantes são usadas. Essa variação de RSSI pode ser encon-

trada até mesmo com EMs diferentes do mesmo fabricante (HUANG; LIN, 2020). Por fim,

a taxa de crescimento do número de usuários móveis dos últimos anos tem impactado no

aumento do número de estações rádio base (ERBs) nas redes de próxima geração, o que

compromete a escalabilidade da técnica de radiolocalização baseada em FP (KIM et al.,

2013).

Diante das questões apresentadas, o primeiro objetivo desta tese de Doutorado é a

proposição de uma técnica inovadora de radiolocalização baseada em FP, denotada por

FP-AoA, que utiliza diferenças de RSSI e parâmetros de atraso de onda da rede celular

para prever o ângulo de chegada (AoA, angle of arrival) do usuário móvel e com isso, obter

uma boa acurácia, diminuindo os efeitos dos problemas anteriormente mencionados.
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Com o advento da Internet das Coisas (IoT, Internet of Things) e das redes de próxima

geração, o número de dispositivos sem fio, que já é maior do que a população mundial desde

2014 (CISCO, 2019), tem crescido consideravelmente. Uma vez que grande parte desses

dispositivos conectados são sensores de vários tipos e funcionalidades, uma quantidade

massiva de dados é gerada e, para que possa ser transformada em informação útil para as

organizações, precisa ser tratada por técnicas apropriadas, tais como processamento de

Big Data (MOROCHO-CAYAMCELA; LEE; LIM, 2019) e aprendizado de máquina (SULTAN;

ALI; ZHANG, 2018).

A necessidade de processar dados não apenas em maior quantidade, mas também

em maior velocidade, ressalta a importância da ampliação da capacidade computacional

dos sistemas, o que tem ocorrido nas últimas décadas. Este cenário tem possibilitado e

incentivado o desenvolvimento de sistemas com múltiplos algoritmos de aprendizado de

máquina (ML, machine learning), os quais têm apresentado desempenho superior quando

comparados a sistemas com algoritmos de ML simples (OLSON; MOORE, 2019; ZHANG;

MA, 2012; MENDES-MOREIRA et al., 2012). Nesse aspecto, a tarefa de classificação tem

recebido grande parte dos esforços no que se refere ao desenvolvimento de abordagens ba-

seadas em conjunto de preditores (KRAWCZYK et al., 2017; MENDES-MOREIRA et al., 2012).

Em particular, podemos destacar o método 𝑘 oráculos mais próximos (KNORA, 𝑘-nearest

oracle), abordagem baseada em seleção dinâmica de conjunto de classificadores, que tem

mostrado excelente desempenho em classificação (VRIESMANN et al., 2012). Considerando

o destaque do método KNORA em tarefas de classificação e a pouca quantidade de al-

goritmos de seleção dinâmica para tarefas de regressão, o segundo objetivo desta Tese é

a proposição de um novo método de seleção dinâmica de regressores, baseado em uma

adaptação do método KNORA, denominado seleção dinâmica de subconjunto de regres-

sores baseado no 𝑘 oráculos mais próximos (DySEREK, dynamic selection of regressors

ensemble using 𝑘-nearest-oracles).



19

Por fim, uma vez que a aplicação de algoritmos de ML em técnicas de localização de

usuários em redes sem fio tem se consolidado como uma importante área de pesquisa nos

últimos anos (LI et al., 2019b), o terceiro e último objetivo desta Tese de Doutorado é

empregar o método seleção dinâmica de subconjunto de regressores baseado no 𝑘 oráculos

mais próximos (DySEREK, dynamic selection of regressors ensemble using 𝑘-nearest-

oracles) como parte da técnica de localização FP-AoA e verificar como tal abordagem se

comporta frente ao sistema de localização com regressor simples.

1.2 ORGANIZAÇÃO DA TESE

No Capítulo 2, são apresentados alguns conceitos básicos relacionados à utilização de

sistemas com múltiplos preditores e um detalhamento sobre o método KNORA, algoritmo

de combinação dinâmica aplicado a sistemas de múltiplos classificadores que será adaptado

para uso em regressão.

No Capítulo 3, uma nova técnica de geração de conjunto de regressores é proposta. A

técnica é baseada na combinação dos algoritmos Bagging, Boosting e Random Subspace.

O objetivo de combinar os métodos é gerar um conjunto de regressores com maior diversi-

dade. O desempenho da técnica proposta é comparada com outros algoritmos de geração

de conjunto de regressores (pool). Nesta comparação, a correlação linear e a medida de

desacordo (disagreement measure) são utilizadas como métrica para diversidade.

O método DySEREK, uma adaptação do método KNORA para regressão, é exposto

no Capítulo 4. Inicialmente, são descritas as peculiaridades que devem ser observadas na

adaptação de modelos de classificação para regressão. Em seguida, é apresentada uma

descrição detalhada do método proposto e suas quatro variantes. O desempenho da nova

proposta é comparado com o de outros sistemas de múltiplos regressores e de um regressor

simples. Finalmente, é realizada uma investigação de como os parâmetros do método

proposto influenciam seu desempenho.

No Capítulo 5, são expostos inicialmente os conceitos básicos sobre localização de
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usuários em redes celulares por meio da técnica baseada em FP. Em seguida, uma proposta

inovadora, que utiliza FP angular, é apresentada e seu desempenho é comparado ao da

técnica FP tradicional (baseada em RSSI) em diversas situações quanto ao número de

estações rádio base (ERBs) e tipos de ambientes. Para isso, foram utilizados dados obtidos

a partir de medições de campo. Logo após, o método DySEREK é utilizado como regressor

no método de localização proposto, em um contexto no qual há um número menor de

instâncias para treinamento.

Finalmente, no Capítulo 6, são apresentadas as conclusões que foram obtidas com o

estudo e as perspectivas de trabalhos futuros.

1.3 RESUMO DAS PRINCIPAIS CONTRIBUIÇÕES

As principais contribuições desta tese estão listadas a seguir:

• Uma nova técnica de geração de pool baseada em combinação é proposta para

aumentar a diversidade de sistemas de aprendizagem de múltiplos preditores em

problemas de regressão. Mostra-se que a técnica proposta vence as abordagens in-

dividuais de geração de pool na maioria dos datasets considerados, proporcionando

um ganho de desempenho com custos computacionais maiores ou equivalentes.

• Uma nova técnica de localização baseada em fingerprinting, usando ângulos hori-

zontais obtidos a partir dos sinais de rádio frequência, foi proposta para estimar

a posição de usuários móveis em redes celulares. A proposta utiliza diferenças de

intensidade de nível de sinal e atrasos de propagação para obter o ângulo horizontal

de chegada do usuário. Em comparação com a abordagem tradicional de fingerprin-

ting, nossa proposta apresenta um erro médio de predição de posição menor em

grande parte dos ambientes e cenários investigados, é menos sensível à mudança

de ambiente e mais estável quando aplicado em cenários com menos estações rádio

base, tais como as redes rurais e suburbanas.
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• Proposta de novos atributos (estimativa dos ângulos horizontais) para serem utiliza-

dos no método fingerprinting, os quais possibilitam a paralelização do treinamento

dos algoritmos de aprendizagem de máquina e da construção do grid de localização,

o que pode ser interessante para promover a escalabilidade em redes ultra-densas,

como as redes celulares 5G.

• Novo método de combinação dinâmico de combinação de regressores, denominado

DySEREK, o qual consiste basicamente na seleção dinâmica de subconjuntos de

regressores e é baseado na adaptação do método KNORA. Em testes realizados,

utilizando-se 14 datasets, constatou-se que o DySEREK apresentou desempenho

superior quando comparado com o método DESIP (Dynamic Ensemble Selection

with Instantaneous Pruning).

• O método de combinação dinâmica de regressores proposto nesta tese é utilizado

como regressor para a técnica de localização baseada em fingerprint angular. Nesse

caso, verifica-se que a utilização do método proposto diminui significativamente

o erro médio de posição para os cenários com quatro e seis estações rádio base.

Nesses cenários, os maiores ganhos com a aplicação do método são obtidos quando

conjuntos de treinamento menores são utilizados para treinar os regressores, situação

que procura simular o caso no qual poucas medições de campo são realizadas.

• Publicação do artigo “An approach using support vector regression for mobile loca-

tion in cellular networks" no periódico Computer Networks (Springer) (Qualis A1 -

Computação).

• Publicação do artigo “An RSS-based regression model for user equipment location in

cellular networks using machine learning" no periódico Wireless Networks (Qualis

A3 - Computação).
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• Publicação do artigo “A Novel Combining-Based Method of Pool Generation for En-

semble Regression Problems" na conferência The Thirty-Second International Flairs

Conference (Qualis B1 - Computação).

• Publicação do artigo “A scalable fingerprint-based angle-of-arrival machine learning

approach for cellular mobile radio localization" no periódico Computer Communi-

cations (Qualis A2 - Computação).
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2 SISTEMAS BASEADOS EM MÚLTIPLOS PREDITORES

Nos últimos anos, algoritmos de ML têm sido amplamente utilizados em diversas áreas do

conhecimento, desde diagnósticos médicos a sistemas de recomendações (THOMAS et al.,

2019; AHMED; IMTIAZ; KHAN, 2018). O aumento da capacidade computacional possibilitou

a utilização de sistemas com múltiplos algoritmos de ML, os quais têm demonstrado ótimo

desempenho quando comparados a preditores individuais (REN; ZHANG; SUGANTHAN,

2016). Neste Capítulo, inicialmente são apresentados os fundamentos teóricos que servem

como base para justificar a utilização de sistemas com múltiplos regressores. Em seguida,

são apresentadas as técnicas utilizadas para criação de um conjunto de regressores com alta

diversidade. Após isso, são elencadas as topologias utilizadas em sistemas com múltiplos

regressores. Por último, são expostas as diferenças entre as seleções estática e dinâmica

de regressores e classificadores, além de um detalhamento acerca do método KNORA.

2.1 REGRESSOR E CONJUNTO DE REGRESSORES

Nos dias atuais, a regressão é uma das tarefas mais importantes e amplamente utilizada

na área de ML (WATT; BORHANI; KATSAGGELOS, 2020). Sua função é, a partir de dados

conhecidos, construir uma função hipótese. A função construída pode ser utilizada para

atribuir um valor contínuo a um padrão de teste desconhecido, ou seja, a utilização da

função hipótese permite que o regressor possa fazer uma generalização baseada em dados

já conhecidos.

A capacidade de generalização de um modelo é uma das principais características de-

sejadas no projeto de sistemas na área de ML (KUHN; JOHNSON, 2013). Segundo (ROONEY

et al., 2004), dada uma base de dados específica, a utilização de um conjunto de regressores

visa a obtenção de um modelo com maior capacidade de generalização, quando comparado

a qualquer modelo gerado a partir de um regressor individual.
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Em (DIETTERICH, 2000), são apresentadas três razões fundamentais que justificam o

melhor desempenho quando há agregação de algoritmos de ML. A primeira razão é esta-

tística, pois com a utilização de um conjunto de regressores, há uma diminuição do risco

de se escolher o pior modelo, principalmente quando há poucos dados para treinar o algo-

ritmo. A segunda razão é computacional, pois diversos algoritmos de ML, tais como redes

neurais artificiais (ANNs, artificial neural networks), podem ficar presos em um ponto

de mínimo local. Essa parada no mínimo local pode ser evitada quando um conjunto de

regressores é utilizado. Por exemplo, no caso das ANNs, pesos iniciais distintos poderiam

ser utilizados para cada regressor do conjunto. Por fim, a terceira razão é representacional,

pois pode não ser possível representar a função hipótese procurada com um só regressor.

No entanto, pode ser possível obter uma melhor aproximação com a utilização de um con-

junto de regressores. Por exemplo, em (BALSHI et al., 2009), foi utilizado o método splines

de regressão adaptativa multivariada (MARS, multivariate adaptive regression splines),

que utiliza vários regressores lineares para representar uma função não linear, para realizar

predições de áreas queimadas em função das alterações no clima.

A utilização de conjunto de modelos (ensemble methods) foi inicialmente investigada

no contexto da regressão (REN; ZHANG; SUGANTHAN, 2016). Nesse contexto, existe uma

prova teórica de que uma seleção apropriada de regressores pode garantir uma melhor

precisão em relação a qualquer regressor do conjunto. Essa prova é baseada em decom-

posição de ambiguidade (KROGH, 1994) e é valida para um único dataset (BROWN et al.,

2005). Para múltiplos datasets, a prova, apresentada em (UEDA; NAKANO, 1996), é obtida

com a decomposição do erro em três termos, quais sejam, tendência (bias), variância e

covariância. Tal decomposição é a base teórica principal para explicar a razão pela qual

um conjunto de regressores pode ter um desempenho superior quando comparado a um

único regressor (REN; ZHANG; SUGANTHAN, 2016).

Considere um conjunto de 𝑀 regressores, denotados por {𝑓𝑖}𝑀
𝑖=1, em que cada regressor
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𝑓𝑖 é treinado separadamente com um conjunto de treino de tamanho 𝑁 , denotado por

z𝑁
𝑖 . De posse de uma instância 1 de teste (entrada) x, a saída do 𝑖-ésimo regressor é

representada por 𝑓𝑖(x; z𝑁
𝑖 ), ou simplesmente 𝑓𝑖. Tendo como indicador o erro quadrático

médio (MSE, mean square error), a equação de decomposição do erro é dada por (UEDA;

NAKANO, 1996)

𝐸[(𝑓 − 𝑡)2] = 𝑏𝑖𝑎𝑠
2 + 1

𝑀
𝑉 𝐴𝑅 +

(︂
1− 1

𝑀

)︂
𝐶𝑂𝑉 , (2.1)

em que 𝐸[·] é o operador valor esperado e 𝑓 é a média das saídas dos 𝑀 regressores. O

primeiro termo de (2.1) depende do valor médio da tendência, que é definida como o valor

médio da diferença entre a saída dos regressores 𝑓𝑖 e a saída real 𝑡, dada por

𝑏𝑖𝑎𝑠 = 1
𝑀

𝑀∑︁
𝑖=1

(𝐸[𝑓𝑖]− 𝑡) . (2.2)

Um sistema com alto bias indica que os preditores não estão conseguindo gerar um função

de hipótese adequada (underfitting) (KUHN; JOHNSON, 2013).

Ainda em (2.1), temos a média das variâncias e covariâncias dos regressores, definidas

respectivamente por

𝑉 𝐴𝑅 = 1
𝑀

𝑀∑︁
𝑖=1

𝐸[(𝑓𝑖 − 𝐸[𝑓𝑖])2] (2.3)

e

𝐶𝑂𝑉 = 1
𝑀(𝑀 − 1)

𝑀∑︁
𝑖=1

𝑀∑︁
𝑗=1,𝑗 ̸=𝑖

𝐸[(𝑓𝑖 − 𝐸[𝑓𝑖])(𝑓𝑗 − 𝐸[𝑓𝑗])] . (2.4)

A variância 𝑉 𝐴𝑅 mede a variabilidade média dos regressores utilizados. Sistemas com alta

variância não conseguem obter uma boa generalização, pois a função hipótese está com

uma alta adequação ao conjunto de treinamento (overfitting) (KUHN; JOHNSON, 2013).

Por fim, a covariância 𝐶𝑂𝑉 representa a correlação média entre os erros cometidos pelo

preditores 𝑓𝑖 e 𝑓𝑗. De acordo com (2.4), nota-se que a covariância pode ser negativa, o

que aumentaria o desempenho do conjunto de regressores. Em (BROWN; WYATT; TINO,

2005), é demonstrado que a seleção apropriada de regressores está ligada à diversidade
1 amostra de um conjunto
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entre eles, ou seja, o melhor conjunto será aquele no qual os erros obtidos pelos regressores

possuem uma baixa correlação. Visto que a diversidade é uma importante característica

do conjunto de regressores, na próxima Seção serão apresentadas as principais técnicas de

indução de diversidade.

2.2 CRIAÇÃO DO CONJUNTO DE REGRESSORES

Um sistema que utiliza múltiplos regressores (ensemble learning) pode ser dividido em três

passos: geração, poda e integração (ROLI; GIACINTO; GIANNI, 2001). Segundo (BRITTO;

SABOURIN; OLIVEIRA, 2014), a poda pode ser vista como uma seleção. Logo, nesta tese

adotaremos os passos de geração, seleção e integração, ilustrados na Fig. 1. Vale ressaltar

que essa descrição se aplica de forma generalizada, no entanto, em alguns casos, podemos

não ter uma separação clara entre os passos (MENDES-MOREIRA et al., 2012).

Dados GeraçãoGeração
Seleção
(poda)
Seleção
(poda)

IntegraçãoIntegração

CFR (ensemble)

f1f1

f2f2

f3f3

f
 Q
f
 Q

...

f1

f2

f3

f
 Q

...

CFR (ensemble)

f1

f2

f3

f
 Q

...

CIR (pool)

f1f1

f2f2

f3f3

f Mf M

...

f1

f2

f3

f M

...

CIR (pool)

f1

f2

f3

f M

...

f (      ,     , . . . ,      ) f (      ,     , . . . ,      ) f 
1

f 
1

f
2

f
2

f 
1

f
2

f
 Q
f
 Q

f 
1

f
2

f
 Q

f (      ,     , . . . ,      ) f 
1

f
2

f
 Q

f (      ,     , . . . ,      ) f 
1

f
2

f
 Q

Figura 1 – Passos de geração, seleção e integração para criação do conjunto de regressores.

O primeiro passo para criação do conjunto é a geração dos regressores que farão parte

do conjunto inicial de regressores (CIR)2. Nessa fase, são treinados 𝑀 regressores que,

para garantir uma melhor capacidade de generalização, devem ter uma alta diversidade

entre si (BROWN; WYATT; TINO, 2005).

A indução de diversidade pode ser conseguida por meio de diversas técnicas. Segundo

(MENDES-MOREIRA et al., 2012), podemos induzir diversidade manipulando os dados, os

parâmetros ou a estrutura do sistema.
2 Na língua inglesa, esse conjunto é chamado de pool.
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Em relação aos métodos de manipulação de dados, destacamos as técnicas Bootstrap

Aggregation (Bagging) (BREIMAN, 1996), Random Subspace (HO, 1998) e Adaptive Bo-

osting (AdaBoost) (FREUND; SCHAPIRE, 1996). A Fig. 2 apresenta o funcionamento das

técnicas Bagging e Random Subspace, na qual temos uma representação tabular para os

dados de treinamento. Neste tipo de representação, cada linha representa uma instância

de treinamento e cada coluna representa um atributo (feature).

Instância  1
Instância  2
Instância  3
Instância  4

Dados Regressor 1

Regressor 2

Instância  1
Instância  2
Instância  2
Instância  4

Instância  1
Instância  1
Instância  3
Instância  4

(a) 

Atributo 1
Dados Regressor 1

Regressor 2

(b) 

Atributo 2

Atributo 3

Atributo 4

Atributo  1

Atributo  3

Atributo  2

Atributo 4

Figura 2 – Métodos de geração de diversidade por manipulação dos dados: (a) Bagging.
(b) Random Subspace.

Na técnica Bagging, um novo subconjunto de dados é gerado a partir da amostragem,

com repetição, das instâncias de treinamento (ou linhas da tabela). A Fig. 2(a) apresenta

o funcionamento do Bagging de forma simplificada. Podemos notar que o Regressor 1 é

treinado com as instâncias {1, 2, 2, 4}, enquanto as instâncias {1, 1, 3, 4} são utilizadas

para treinar o Regressor 2. Os Regressores 1 e 2 serão diferentes, pois foram gerados a

partir de diferentes subconjuntos de dados.
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Na técnica Random Subspace, um novo subconjunto de dados é gerado a partir da

amostragem, sem repetição, dos atributos (colunas ou features) do dataset. O funciona-

mento da técnica Random Subspace é mostrado na Fig. 2(b), na qual os atributos que

estão nas colunas 1 e 3 são utilizados para o geração do Regressor 1, enquanto que os

atributos das colunas 2 e 4 são utilizados para geração do Regressor 2. Os regressores

gerados serão diferentes, pois os subconjuntos de dados gerados diferem em relação aos

atributos.

As técnicas de Bagging e Random Subspace podem ser utilizadas simultaneamente.

Por exemplo, em (WANG; MA, 2012) ambas as técnicas são aplicadas para o treinamento

de um conjunto de máquinas de vetores de suporte (SVMs, support vector machines) para

predição de risco de crédito.

A terceira técnica, AdaBoost, assim como a técnica Bagging, é baseada em reamos-

tragem. Todavia, na técnica AdaBoost, cada instância tem uma probabilidade diferente

de ser selecionada. A cada iteração, as instâncias com maior erro de predição tem um

incremento na probabilidade de serem selecionadas. A técnica AdaBoost foi originalmente

desenvolvida para tarefas de classificação. Na tarefa de classificação, o objetivo é atri-

buir uma classe, dentre um número predeterminado de classes (categorias), assim não

foi possível a utilização da técnica diretamente na regressão, pois a função que atualiza

as probabilidades de seleção tem um erro de generalização restrito ao intervalo ]0, 5; 1, 0]

(MENDES-MOREIRA et al., 2012). Os algoritmos AdaBoost.R (FREUND; SCHAPIRE, 1995) e

AdaBoost.RT (SHRESTHA; SOLOMATINE, 2006) são adaptações da técnica AdaBoost para

tarefas de regressão.

Além dos dados, os parâmetros do regressor podem ser utilizados para indução de

diversidade. Nesse caso, cada regressor utiliza um conjunto diferente de parâmetros. Um

tipo de técnica amplamente utilizada é a validação cruzada com 𝐾-fold3 , uma técnica de

reamostragem na qual as amostras são divididas aleatoriamente em 𝐾 subconjuntos de
3 O termo da língua inglesa fold será usado para fazer referência a um subconjunto da validação cruzada.
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tamanhos aproximadamente iguais (ABU-MOSTAFA; MAGDON-ISMAIL; LIN, 2012). Esses

subconjuntos são denominados folds e são divididos em dois grupos: o conjunto de testes

com apenas um fold e o conjunto de treinamento com (𝐾 − 1) folds. O Algoritmo 1

mostra o pseudocódigo da validação cruzada com 𝐾 folds. Em (GÖNEN; ALPAYDIN, 2011),

é apresentada a aprendizagem com múltiplos kernels (MKL, multiple kernel learning), na

qual um conjunto de kernels com parâmetros diferentes é utilizado em tarefas de regressão

e classificação.
Algoritmo 1: Descrição da técnica de validação cruzada 𝐾-fold.
1 Particione os dados em 𝐾 conjuntos disjuntos 𝑍1 . . . 𝑍𝐾

2 para 𝑗 = 1 até 𝐾 faça
3 Use 𝑍𝑗 para validação e os outros conjuntos para treino. Calcule o erro no

conjunto de validação 𝑍𝑗.
4 fim
5 Retorne o erro médio dos conjuntos de validação.

A diversidade estrutural pode ser obtida utilizando diferentes algoritmos ou alterando

a arquitetura do regressor (REN; ZHANG; SUGANTHAN, 2016). No primeiro caso, o sistema

é dito heterogêneo, como será visto na Seção 2.4, pois não utiliza apenas um algoritmo

base. No segundo caso, um exemplo seria utilizar um conjunto de ANNs com número

diferente de camadas.

Após o treinamento dos regressores, temos a fase de seleção ou poda. Nesta fase,

são selecionados os regressores que farão parte do conjunto final de regressores (CFR)4.

Segundo (HERN et al., 2006), o objetivo da seleção é diminuir o número de regressores, sem

reduzir significativamente a precisão das previsões do conjunto. A diminuição do custo

computacional é outro fator que justifica a seleção (BAKKER; HESKES, 2003). Além disso,

em alguns casos uma seleção apropriada de regressores pode superar consideravelmente

o desempenho do conjunto completo (MENDES-MOREIRA et al., 2012). Na Fig. 1, após

a geração, é realizada a seleção, na qual são selecionados 𝑄 regressores do CIR para

compor o CFR. Vários algoritmos de seleção podem ser utilizados nessa fase, tais como os
4 Na língua inglesa, esse conjunto é chamado de ensemble.
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algoritmos de seleção do tipo ordenação, cluster ou otimização (ZHOU; WU; TANG, 2010).

Nos algoritmos do tipo ordenação, os regressores são ordenados em relação a algum

critério e os primeiros são selecionados. Por exemplo, em (HERN et al., 2006), os regressores

são selecionados em função do desvio do erro quadrático médio (RMSE, root mean square

error) obtido pelo subconjunto após a adição do regressor, sendo o RMSE dado por

𝜇𝑒 =

⎯⎸⎸⎷ 1
𝑁

𝑁∑︁
𝑖=1

(𝑦𝑖 − 𝑓𝑟 (x𝑖))2 , (2.5)

em que 𝑁 é o número de instâncias utilizadas para verificar o desempenho do regressor,

𝑦𝑖 é o valor real da variável alvo (label) para instância x𝑖 e 𝑓𝑟(x𝑖) é o valor predito de

𝑦𝑖 obtido pelo 𝑟-ésimo regressor que está sendo testado. Nos algoritmos do tipo cluster,

os regressores são agrupados de modo que sejam selecionados indivíduos que pertençam

a diferentes grupos. Em (BAKKER; HESKES, 2003), ANNs são separadas em clusters e

um representante de cada grupo é selecionado para fazer parte do CFR. Por fim, nos

algoritmos do tipo otimização, a seleção do conjunto é obtida por meio da maximização

ou minimização de uma função objetivo. Por exemplo, em (ZHOU; WU; TANG, 2010),

algoritmos genéticos são utilizados para a escolha do melhor subconjunto de ANNs.

Após a seleção, as saídas dos regressores são integradas para gerar a predição final do

sistema. A saída 𝑓 do CFR é representada como (ROONEY et al., 2004; MENDES-MOREIRA

et al., 2012)

𝑓(x𝑡) =
𝑄∑︁

𝑟=1
𝑤𝑟𝑓𝑟(x𝑡) , (2.6)

em que 𝑄 é o número total de regressores no CFR, x𝑡 é um vetor que representa a

instância de teste, 𝑓𝑟 é a saída do 𝑟-ésimo regressor e 𝑤𝑟 é o peso do 𝑟-ésimo regressor.

Assim, conforme (2.6), a integração pode ser realizada por meio de combinação (fusão) das

saídas. Alguns pesquisadores apontam que a integração também pode ser vista como um

segundo estágio de seleção (ROONEY et al., 2004), mas como pode ser observado em (2.6),
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a seleção seria um caso específico da integração, no qual os regressores não selecionados

teriam seus pesos ajustados para zero (MENDES-MOREIRA et al., 2012). Apresentados os

conceitos referentes à criação do conjunto de regressores, na próxima Seção serão expostos

os possíveis tipos de organização de seus elementos (regressores).

2.3 TOPOLOGIA DE SISTEMAS BASEADOS EM MÚLTIPLOS REGRESSORES

A organização (topologia) dos elementos de um sistema baseado em múltiplos regressores

é uma característica importante a ser considerada pelo projetista. A topologia é a forma

como os elementos do sistema estão interligados. Em (LU, 1996), temos a divisão da

topologia em três categorias: paralela, cascata e hierárquica. Vale ressaltar que essa divisão

foi sugerida inicialmente para conjuntos de múltiplos classificadores, mas é totalmente

aplicável a conjunto de regressores.

A Fig. 3(a) ilustra a representação da topologia em paralelo. Nessa topologia, os re-

gressores geram resultados independentes e um processo de integração é utilizado para

gerar a resposta final. Como os regressores estão em paralelo, é possível treinar todos

simultaneamente. A disposição em paralelo pode gerar um altíssimo ganho de desempe-

nho em relação ao tempo, pois dependendo do tamanho da base de dados, o tempo para

treinar um único regressor pode ser longo.
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Figura 3 – Topologia dos elementos de um sistema baseado em múltiplos regressores
(Adaptação de (LU, 1996)): (a) Topologia paralela. (b) Topologia em cascata.
(c) Topologia hierárquica.

A topologia em cascata é representada na Fig. 3(b). Nessa topologia, o primeiro re-

gressor recebe os dados de entrada, enquanto os demais regressores recebem os dados de

entrada e a saída de seu antecessor. Por exemplo, o 𝑛-ésimo regressor pode tentar prever

o erro que será gerado pelo (𝑛− 1)-ésimo regressor. Esse tipo de arquitetura não é reco-

mendado para sistemas que necessitam de alto desempenho em tempo real, pois tanto o

processo de treinamento quanto o processo de predição são realizados de forma serial (LU,

1996). Por último, na Fig. 3(c) temos a topologia hierárquica, a qual pode ser vista como

uma combinação das duas topologias mencionadas anteriormente.

Além da topologia, outro importante tipo de categorização diz respeito ao tipo de cada

elemento do conjunto. Caso todos os regressores sejam treinados com o mesmo algoritmo

de ML, o conjunto é dito homogêneo e o algoritmo utilizado é denominado de regressor

base. No caso de utilização de mais de um algoritmo, o conjunto é caracterizado como

heterogêneo (ROONEY et al., 2004). Os sistemas implementados com conjuntos homogê-



33

neos são mais simples, quando comparados aos sistemas implementados com conjuntos

heterogêneos (MENDES-MOREIRA et al., 2012). No entanto, a utilização de mais de um

algoritmo de ML gera uma maior diversidade entre os elementos, o que se caracteriza

como um fator chave para o desempenho do conjunto de regressores (MENDES-MOREIRA

et al., 2012).

2.4 SELEÇÃO DE SUBCONJUNTOS DE REGRESSORES

A seleção de subconjuntos de regressores que irão participar do conjunto final pode ocor-

rer de duas formas, quais sejam, estática ou dinâmica. Na seleção estática, os regressores

são selecionados uma única vez e o subconjunto formado é utilizado para todas as predi-

ções. Na abordagem dinâmica, um novo subconjunto de regressores é formado para cada

instância de teste.

A Fig. 4 apresenta os esquemas de seleção estática e dinâmica de regressores. Em

ambos os esquemas, temos seis regressores (𝑅1 a 𝑅6) no conjunto inicial. Na Fig. 4(a), que

representa a seleção estática, os regressores 𝑅3, 𝑅4 e 𝑅5 são selecionados e esse conjunto é

utilizado para realizar a predição de todas as instâncias de teste. Na Fig. 4(b), que mostra

a seleção dinâmica, um novo subconjunto de três regressores é selecionado toda vez que é

necessário realizar a predição de uma instância de teste. Por exemplo, na Fig. 4(b), temos

a indicação do subconjunto formado pelos regressores 𝑅𝑥, 𝑅𝑦 e 𝑅𝑧 para a predição da

primeira instância de teste.

Na seleção dinâmica, o subconjunto selecionado está diretamente relacionado à ins-

tância que será predita (instância de teste). Assim, teremos uma maior especialização dos

regressores e, por consequência, uma expectativa de melhor desempenho (KO; SABOURIN;

BRITTO, 2008). Algoritmos baseados na seleção dinâmica têm tido um melhor desempenho

quando comparados a algoritmos que utilizam a seleção estática. No entanto, a utilização

da seleção dinâmica requer um maior custo computacional, o que nos leva a considerar

a complexidade da tarefa a ser executada como um guia para a escolha da estratégia de
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Figura 4 – Tipos de seleção de regressores: (a) Seleção estática. (b) Seleção dinâmica.

seleção (BRITTO; SABOURIN; OLIVEIRA, 2014).

A ideia base da seleção dinâmica é utilizar regressores que conseguem um alto desem-

penho nas regiões próximas à instância de teste (MENDES-MOREIRA et al., 2012), ou seja,

o objetivo é selecionar especialistas em instâncias com características similares à instân-

cia que será predita. Nesse contexto, admite-se a presença de um oráculo (Oracle), que é

responsável por fazer a seleção do subconjunto de regressores (KUNCHEVA; RODRIGUEZ,

2007).

2.4.1 Método KNORA

As pesquisas mais recentes em seleção dinâmica de modelos têm focado no problema de

classificação (KRAWCZYK et al., 2017). Em (KO; SABOURIN; BRITTO, 2008), é proposto o

método KNORA, cujo desempenho tem se mostrado superior ao de outros métodos de

classificação (VRIESMANN et al., 2012).

O método KNORA utiliza a topologia em paralelo, ilustrada na Fig. 3(a), ou seja,

todos os classificadores estão aptos a executar a mesma tarefa de classificação. O método

KNORA utiliza somente um algoritmo de ML como base e, por essa razão, é classificado
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Algoritmo 2: KNORA-ELIMINATE
Entrada:

𝐶 = conjunto inicial de classificadores;
ℎ𝐾 = número de instâncias vizinhas mais próximas de x𝑡;
𝑆𝑡 = conjunto de teste;
𝑆𝑣 = conjunto de validação;

Saída:
𝐸𝑐[ ], conjuntos finais de classificadores (um para cada instância x𝑡)

1 início
2 𝑘𝑣 = ℎ𝐾

3 para cada instância de teste x(𝑖)
𝑡 ∈ 𝑆𝑡 faça

4 enquanto 𝑘𝑣 > 0 faça
5 𝑆𝑑 ← 𝑘𝑣 instâncias vizinhas de x(𝑖)

𝑡 ∈ 𝑆𝑣

6 para cada classificador 𝑐𝑗 em 𝐶 faça
7 se 𝑐𝑗 classificou corretamente todas as instâncias em 𝑆𝑑 então
8 𝐸𝑐[𝑖] = 𝐸𝑐[𝑖] ∪ 𝑐𝑗

9 fim
10 fim
11 se 𝐸𝑐[𝑖] == então
12 𝑘𝑣 = 𝑘𝑣 − 1
13 senão
14 quebre o laço
15 fim
16 fim
17 se 𝐸𝑐[𝑖] == então
18 𝑛𝑎 ← número máximo de classificações corretas obtido em 𝑆𝑑, ∀𝑐𝑖 ∈ 𝐶
19 𝐸𝑐[𝑖]← todos classificadores 𝑐𝑗 ∈ 𝐶 com 𝑛𝑎 acertos
20 fim
21 fim
22 fim
23 retorna 𝐸𝑐[ ]

como homogêneo. Em (KO; SABOURIN; BRITTO, 2008), são apresentadas quatro variantes

do método KNORA: KNORA ELIMINATE, KNORA ELIMINATE-W, KNORA UNION

e KNORA UNION-W.

Em todas as variantes do método KNORA, com o objetivo de induzir diversidade, os

classificadores podem ser treinados com as técnicas de Bagging (BREIMAN, 1996), Random

Subspace (HO, 1998) ou AdaBoost (FREUND; SCHAPIRE, 1996). Após o treinamento dos

classificadores, o método KNORA seleciona um subconjunto de classificadores sempre que

faz a predição de uma instância de teste. A seleção é baseada nas ℎ𝐾 instâncias vizinhas
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Algoritmo 3: KNORA-UNION
Entrada:

𝐶 = conjunto inicial de classificadores;
ℎ𝐾 = número de instâncias vizinhas mais próximas de x𝑡;
𝑆𝑒 = conjunto de teste;
𝑆𝑣 = conjunto de validação

Saída:
𝐸𝑐[ ], conjuntos finais de classificadores (uma para cada instância x𝑡)

1 início
2 para cada instância de teste x(𝑖)

𝑡 ∈ 𝑆𝑡 faça
3 𝑆𝑑 ← 𝑘𝑣 instâncias vizinhas de x(𝑖)

𝑡 em 𝑆𝑣

4 para cada instância x𝑑 ∈ 𝑆𝑑 faça
5 para cada classificador 𝑐𝑗 em 𝐶 faça
6 se 𝑐𝑗 classificou corretamente x𝑑 então
7 𝐸𝑐[𝑖] = 𝐸𝑐[𝑖] ∪ 𝑐𝑗

8 fim
9 fim

10 fim
11 fim
12 fim
13 retorna 𝐸𝑐[ ]

mais próximas da instância de teste, considerando a distância euclidiana como métrica

de distância. Para facilitar o entendimento dos algoritmos descritos a seguir, definimos as

porções do dataset como conjuntos de treino, de validação e de teste, denotados por 𝑆𝑡𝑛 ,

𝑆𝑣 e 𝑆𝑡, respectivamente. De maneira análoga, as instâncias pertencentes a cada conjunto

anteriormente definido são denotadas por x𝑡𝑛, x𝑣 e x𝑡 . Adicionalmente, o conjunto de

instâncias vizinhas mais próximas formado durante a seleção dinâmica será denotado por

𝑆𝑑 e suas instâncias, por x𝑑.

No Algoritmo 2, estão descritos os passos da variante KNORA ELIMINATE para

a predição de um conjunto de teste 𝑆𝑡. Para a 𝑖-ésima instância de teste x(𝑖)
𝑡 de 𝑆𝑡 ,

busca-se em 𝑆𝑣 as ℎ𝐾 instâncias vizinhas mais próximas de x(𝑖)
𝑡 para formar o conjunto

𝑆𝑑. Os classificadores que conseguem acertar todos os padrões de 𝑆𝑑 são adicionados ao

conjunto final de classificadores, denotado por 𝐸𝑐[𝑖], selecionados para a 𝑖-ésima instância

de teste x(𝑖)
𝑡 . Caso não haja nenhum classificador que acerte todos os padrões, o índice

𝑘𝑣 é decrementado. Caso 𝑘𝑣 chegue a zero, o algoritmo verifica qual o classificador que
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obteve o maior número de acertos 𝑛𝑎 para as ℎ𝐾 instâncias vizinhas iniciais. Feito isso,

todos os classificadores com 𝑛𝑎 acertos são incluídos no conjunto 𝐸𝑐[𝑖].

O Algoritmo 3 descreve a variante KNORA UNION. De forma semelhante à variante

KNORA ELIMINATE, para cada instância de teste x(𝑖)
𝑡 em 𝑆𝑡, temos a seleção de um

conjunto 𝑆𝑑 que contém as ℎ𝐾 instâncias vizinhas mais próximas de x(𝑖)
𝑡 . Obtido o conjunto

𝑆𝑑, serão incluídos em 𝐸𝑐[𝑖] todos os classificadores que acertarem pelo menos um padrão

x𝑑. Além disso, o número de acertos de cada classificador determina a quantidade de votos

que ele terá. Logo, quanto maior o número de classificações corretas de um determinado

classificador, maior peso ele terá.

Finalmente, temos as variantes KNORA UNION-W e KNORA ELIMINATE-W, mo-

dificações das variantes KNORA UNION e KNORA ELIMINATE, respectivamente. A

diferença é que as variantes KNORA UNION-W e KNORA ELIMINATE-W levam em

consideração a distância Euclidiana do padrão de validação acertado em relação à ins-

tância de teste x(𝑖)
𝑡 que está sendo predita. Assim, classificadores que acertarem padrões

em 𝑆𝑣 mais próximos à instância de teste x(𝑖)
𝑡 terão maior peso. Maiores detalhes sobre

o método KNORA e suas variantes podem ser encontrados em (KO; SABOURIN; BRITTO,

2008; VRIESMANN et al., 2012).

2.5 RESUMO DO CAPÍTULO

Nesse Capítulo, inicialmente foram apresentados os fundamentos teóricos que servem como

base para justificar a utilização de sistemas com múltiplos regressores, com destaque

aos aspectos computacionais, estatísticos e representativos. Em relação ao conjunto de

regressores, foi utilizada a decomposição do erro para mostrar que uma maior diversidade

entre os regressores do conjunto pode aumentar o desempenho do pool. Em seguida, foram

detalhadas as técnicas Bagging, Random Subspace e AdaBoost, as quais são utilizadas

para criação de conjunto de regressores com alta diversidade. Após isso, foram expostas

as vantagens e desvantagens dos tipos de topologias utilizadas em sistemas com múltiplos
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preditores, bem como as diferenças entre seleção estática e dinâmica para a escolha final

dos regressores. Por último, foi descrito sucintamente o método KNORA, algoritmo que

servirá como base para o sistema de regressão proposto neste trabalho.
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3 COMBINAÇÃO PARA GERAÇÃO DO CONJUNTO INICIAL DE REGRESSO-
RES

O desempenho de sistemas baseados em múltiplos regressores depende, entre outras coi-

sas, de uma geração adequada do CIR, também chamado de pool de regressores. Embora

as técnicas de geração apresentadas no Capítulo 2 tenham benefícios, elas possuem alguns

pontos fracos. Por exemplo, a técnica de Boosting é muito sensível ao ruído, enquanto o

algoritmo de Bagging reduz a variância, mas tem pouca efetividade na redução da tendên-

cia (bias) (KOTSIANTIS; KANELLOPOULOS, 2012). Por fim, a técnica Random Subspace

pode ser difícil de ser aplicada individualmente em problemas com um baixa dimensio-

nalidade (poucas features) (KOTSIANTIS; KANELLOPOULOS, 2012). Neste Capítulo, uma

nova técnica baseada em combinação para a geração do pool de regressores é apresen-

tada. Essa técnica constitui a base para o método de seleção dinâmica de regressores

que será apresentado no Capítulo 4. Inicialmente, são expostos os motivos que levaram

a concepção da proposta. Em seguida, são descritas as medidas de diversidade utilizadas

para comparar a técnica proposta com outras técnicas geradoras de pool. Após isso, a

implementação da proposta é detalhada. Por fim, são mostrados resultados numéricos da

técnica proposta relacionados à diversidade e ao RMSE e, em seguida, comparados ao

desempenho de outros algoritmos de geração de pool de regressores.

3.1 INTRODUÇÃO

Um ponto crucial para os sistemas baseados em múltiplos preditores é que erros diferentes

sejam cometidos em qualquer amostra do conjunto de dados. A combinação de preditores

será inútil se todos os componentes do conjunto fornecerem a mesma saída. Portanto,

precisamos de diversidade nas decisões dos membros do grupo, especificamente quando

eles estão cometendo erros.

A importância da diversidade para sistemas baseados em múltiplos preditores está bem
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estabelecida na literatura (BREIMAN, 1996; HO, 1998; AVNIMELECH; INTRATOR, 1999;

BROWN, 2004; BROWN; WYATT; TINO, 2005; MAO et al., 2019). Uma maneira de aumentar

a diversidade em sistemas baseados em conjuntos é combinar técnicas tradicionais. Nesse

contexto, várias iniciativas podem ser encontradas na literatura. Por exemplo, em relação

à classificação, uma combinação de Bagging e Random Subspace, duas abordagens indivi-

duais para a geração do CIR, é proposta em (PANOV; DŽEROSKI, 2007). Neste trabalho,

os autores mostram que a combinação tem desempenho semelhante ao algoritmo Random

Forest (BREIMAN, 2001), com a vantagem de ser aplicável a qualquer algoritmo, ou seja,

além da arvore de decisão, outros preditores podem ser utilizados como preditor base.

Em relação a problemas de regressão, uma técnica obtida pela combinação de Bag-

ging, Random Subspace e Boosting é proposta em (KOTSIANTIS; KANELLOPOULOS, 2012).

Neste caso, oito regressores são usados para cada técnica componente. Assim, temos três

conjuntos separados, cada um gerado com uma técnica específica. A predição final é re-

alizada calculando-se a média das predições de todos os componentes do conjunto. No

artigo, os autores mostram que há um significativo ganho na diversidade do conjunto,

pois a técnica diminui a correlação entre os erros realizados nas predições. Em (HADA-

VANDI; SHAHRABI; SHAMSHIRBAND, 2015), as técnicas Boosting e projeção do subespaço

(subspace projection) são usadas para modelar problemas com múltiplos rótulos (targets)

e alta dimensionalidade. É demonstrado que a técnica combinada é capaz de aumentar a

diversidade e assim, melhorar a acurácia do conjunto de redes neurais.

A técnica proposta nesta tese, denotada por CBAS (Combining-Based Technique), uti-

liza uma combinação dos métodos Bagging, Random Subspace e Boosting com o propósito

de aumento da diversidade. Para isso, a ideia consiste em criar preditores fracos, mas que

são especialistas em diferentes subespaços do conjunto de treinamento.
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3.2 MEDIDAS DE DIVERSIDADE

A diversidade pode ser vista como uma medida de desacordo, a qual está diretamente

relacionada à capacidade de generalização (KUNCHEVA, 2004b). Cometer erros diferentes

é essencial para a capacidade de generalização do conjunto, porque se todos os membros

do conjunto fornecerem a mesma saída, sua combinação será inútil. Portanto, diversi-

dade nas saídas dos regressores é uma característica desejável. Idealmente, os resultados

dos regressores devem ser independentes ou correlacionados negativamente (ZHANG; MA,

2012).

Apesar da diversidade ser uma medida importante para a combinação de preditores,

não existe uma definição formal para medir a diversidade. Em relação a conjunto de regres-

sores, diferentes tipos de medidas de diversidade pareadas são apresentadas em (DUTTA,

2009), quais sejam, coeficiente de correlação, covariância, medida de desacordo (disa-

greement measure) e informação mútua. Neste trabalho, iremos utilizar o coeficiente de

correlação e a medida de desacordo como medidas de diversidade. Enquanto a primeira

é uma abordagem mais tradicional, a segunda é uma adaptação para regressão de uma

medida usada na tarefa de classificação (DUTTA, 2009).

Com o objetivo de definir as medidas de diversidade de um conjunto de regressores,

assuma que 𝐷 é um conjunto de dados com 𝑁 instâncias, tal que a 𝑖-ésima instância está

associada a um valor contínuo 𝑦𝑖. Além disso, considere um regressor 𝑅𝑎, o qual possui

uma saída 𝑌 𝑎 que pode assumir 𝑁 valores no conjunto Y𝑎 = [𝑦𝑎
1 , . . . , 𝑦𝑎

𝑖 , . . . , 𝑦𝑎
𝑁 ]. Da

mesma forma, considere também o regressor 𝑅𝑏 com saída 𝑌 𝑏, que pode assumir valores

no conjunto Y𝑏 =
[︁
𝑦𝑏

1, . . . , 𝑦𝑏
𝑖 , . . . , 𝑦𝑏

𝑁

]︁
. Isso posto, será apresentado o cálculo das medidas

de diversidade anteriormente mencionadas, considerando os regressores 𝑅𝑎 e 𝑅𝑏.

A primeira medida de diversidade abordada é o coeficiente de correlação linear 𝜌𝑎𝑏
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entre as saídas de dois regressores 𝑌 𝑎 e 𝑌 𝑏, que é dado por

𝜌𝑎𝑏 =
𝑁∑︁

𝑖=1

⎛⎝ (𝑦𝑎
𝑖 − 𝜇𝑎)(𝑦𝑏

𝑖 − 𝜇𝑏)√︁∑︀𝑁
𝑖=1(𝑦𝑎

𝑖 − 𝜇𝑎)2∑︀𝑁
𝑖=1(𝑦𝑏

𝑖 − 𝜇𝑏)2

⎞⎠ , (3.1)

em que 𝜇𝑎 e 𝜇𝑏 são as médias dos valores de Y𝑎 e Y𝑏, respectivamente. A diversidade

entre 𝑌 𝑎 e 𝑌 𝑏 é inversamente proporcional a 𝜌𝑎𝑏 . Assim, um par de regressores com um

baixo coeficiente de correlação é melhor para o conjunto, pois dessa maneira teremos uma

maior diversidade (DUTTA, 2009).

A segunda medida de diversidade considerada é a medida de desacordo (disagreement

measure). Essa medida foi originalmente usada para representar a diversidade entre clas-

sificadores básicos e complementares (SKALAK et al., 1996). Posteriormente, foi utilizada

para medir a diversidade na técnica Random Subspace (HO, 1998). No contexto de classi-

ficação, define-se a medida de desacordo como a razão entre o número de observações em

que um classificador está correto e o outro está incorreto em relação ao número total de

observações (KUNCHEVA, 2004b).

Considere dois classificadores denotados por 𝐶𝑎 e 𝐶𝑏. Além disso, assuma que “0”

representa uma classificação correta e que “1” representa uma classificação incorreta. O

número total de instâncias preditas por 𝐶𝑎 e 𝐶𝑏, denotada por 𝑁𝑎𝑏, é dado por

𝑁𝑎𝑏 = 𝑁00 + 𝑁01 + 𝑁10 + 𝑁11 , (3.2)

em que 𝑁00 é o número de instâncias classificadas corretamente por 𝐶𝑎 e 𝐶𝑏, enquanto

𝑁01 (𝑁10) representa o número de previsões em que apenas 𝐶𝑎 (𝐶𝑏) acertou. Finalmente,

𝑁11 é o número de instâncias previstas incorretamente pelos dois classificadores.

Para problemas de regressão, a medida de desacordo é estendida como segue (DUTTA,

2009). Para cada instância, é obtido o desvio padrão 𝜎 dadas as predições feitas por todos

os regressores. Assumindo que 𝛼 representa o valor verdadeiro do rótulo (target), um valor

predito 𝛽 é considerado correto, se 𝛼 − 𝜎 < 𝛽 < 𝛼 + 𝜎 . Caso o valor predito não esteja

neste intervalo, a predição será considerada incorreta. Assim, a medida de desacordo 𝑑𝑎𝑏
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é dada por

𝑑𝑎𝑏 = 𝑁01 + 𝑁10

𝑁𝑎𝑏

. (3.3)

Por último, vale ressaltar que as medidas de diversidade mencionadas anteriormente

são medidas pareadas, ou seja, são medidas de diversidade entre dois regressores. Neste

trabalho, vamos considerar a média de todos os pares possíveis de regressores para calcular

a diversidade do conjunto.

3.3 TÉCNICA PROPOSTA

Nesta Seção, será apresentada detalhadamente uma nova proposta de técnica baseada em

combinação para a geração do pool, denotada por CBAS (Combining-Based Technique).

Para aumentar a diversidade, novos elementos do CIR são criados com base na combinação

dos algoritmos Bagging, Boosting e Random Patches, que serão denotados, deste ponto em

diante, por BAGG, BOOS e RAPT, respectivamente. O algoritmo RAPT é uma derivação

do Random Subspace. Sua principal diferença em relação ao Random Subspace é que no

RAPT há uma amostragem aleatória das instâncias e das features para o treinamento de

cada preditor, enquanto no algoritmo Random Subspace, só as features são amostradas.

A técnica proposta é representada no Algoritmo 4 e possui as seguintes variáveis de

entrada: 𝑀 , o número de regressores no pool; 𝐷, o conjunto de dados de treinamento; 𝑆𝑏,

o número de amostras de instância para a técnica BAGG; 𝐹𝑚𝑖𝑛 e 𝐹𝑚𝑎𝑥, números mínimo e

máximo de features para a técnica RAPT, respectivamente. A ideia principal da proposta

é aumentar a diversidade usando estratégias empregadas nas técnicas BAGG, RAPT e

BOOS. A técnica CBAS retorna um conjunto Ψ com 𝑀 regressores, cada um treinado

com um conjunto de treinamento diferente.

Considerando 𝑅𝑖 e 𝐷𝑖 como o 𝑖-ésimo regressor treinado e seu conjunto de treinamento,

respectivamente, diferentes estratégias de geração de pool são usadas, dependendo da

quantidade de regressores gerados anteriormente. A cada dois regressores gerados usando
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Algoritmo 4: CBAS: Técnica de combinação para geração do CIR (pool).
Entrada:

𝐷, Conjunto de dados;
𝑀 , Número de regressores;
𝑆𝑏, Número de amostras BAGG;
𝐹𝑚𝑖𝑛, Número minimo de features RAPT
𝐹𝑚𝑎𝑥, Número máximo de features RAPT

Saída:
1 Ψ = CIR (pool de regressores)
2 início
3 Ψ← Lista vazia de regressores
4 w𝑢 ← Vetor de pesos de probabilidade uniforme
5 para 𝑖 = 1 até 𝑀 faça
6 se 𝑖 não é múltiplo de 3 então
7 𝐷𝑖 ←SAMPLE (𝐷, 𝑆𝑏, 𝐹𝑚𝑖𝑛, 𝐹𝑚𝑎𝑥, w𝑢);
8 senão
9 Γ← instâncias que não foram usadas no treinamento dos regressores

anteriores 𝑅𝑖−1 e 𝑅𝑖−2;
w𝑒 ← Soma dos erros de predição obtidos por 𝑅𝑖−1 e 𝑅𝑖−2 para cada

instância de Γ;
𝐷𝑖 ←SAMPLE (Γ, 𝑆𝑏, 𝐹𝑚𝑖𝑛, 𝐹𝑚𝑎𝑥, w𝑒);

10 fim
11 Treinar o regressor 𝑅𝑖 usando 𝐷𝑖;
12 Incluir 𝑅𝑖 in Ψ;
13 fim
14 retorna Ψ
15 fim

as técnicas BAGG e RAPT, um terceiro regressor é produzido por meio de uma combi-

nação do algoritmo BOOS com as duas técnicas anteriores. Em outras palavras, quando

o índice 𝑖 não é múltiplo de 3, as técnicas BAGG e RAPT são usadas para construir o

𝑖-ésimo regressor. Caso contrário (quando 𝑖 é múltiplo de 3), o algoritmo BOOS é usado

em combinação com as técnicas BAGG e RAPT para produzir o 𝑖-ésimo regressor. O ob-

jetivo da combinação é criar preditores fracos, especialistas em diferentes subespaços do

conjunto de dados de treinamento (instâncias e features). O ponto-chave da ideia baseada

em combinação proposta neste trabalho é indicado pelas linhas 4− 12 do Algoritmo 4.

As técnicas BAGG e RAPT são aplicadas usando a função SAMPLE, que é descrita no

Algoritmo 5. Os parâmetros de entrada da função SAMPLE são 𝐷𝑠, a fonte de amostras; w,
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Algoritmo 5: Função de amostra usando pesos de probabilidade e combinação
das técnicas BAGG e RAPT.

Entrada:
𝐷𝑠, Conjunto fonte de amostras;
𝑆𝑏, Número de amostras BAGG;
𝐹𝑚𝑖𝑛, Número mínimo de features RAPT
𝐹𝑚𝑎𝑥, Número máximo de features RAPT
w, vetor de pesos de probabilidade das amostras

Saída:
Δ, Novo conjunto de treino

1 Função SAMPLE (𝐷𝑠, 𝑆𝑏, 𝐹𝑚𝑖𝑛, 𝐹𝑚𝑎𝑥, w)
2 𝜒← Obter 𝑆𝑏 amostras de 𝐷𝑠 com reposição, usando o vetor w;
3 Φ← Obter entre 𝐹𝑚𝑖𝑛 e 𝐹𝑚𝑎𝑥 amostras das features de 𝐷𝑠 sem reposição
4 Δ← Novo conjunto com instâncias 𝜒 e features Φ
5 retorna Δ
6 fim

o vetor de pesos de probabilidade das amostras; e, finalmente, 𝑆𝑏, 𝐹𝑚𝑖𝑛 e 𝐹𝑚𝑎𝑥, os mesmos

parâmetros adotados no Algoritmo 4. A função SAMPLE seleciona instâncias 𝜒 e features

Φ de 𝐷𝑠 para criar um novo conjunto de dados Δ. Como pode ser visto no Algoritmo 5,

as instâncias 𝜒 são tomadas aleatoriamente com substituição e usando o vetor de peso de

probabilidade w, enquanto as features Φ são selecionadas sem substituição.

Quando o regressor 𝑅𝑖 é treinado sem o algoritmo BOOS (quando 𝑖 não é múltiplo de

3), o vetor w é assumido como w𝑢, o qual representa uma distribuição uniforme. Em outras

palavras, todas as instâncias em 𝐷𝑠 terão a mesma probabilidade de serem selecionadas.

Além disso, o conjunto completo de treinamento 𝐷 é usado como fonte das amostras linha

7 do Algoritmo 4). Diferentemente, quando o algoritmo BOOS é usado para treinamento

(𝑖 é múltiplo de 3), um conjunto de dados Γ é criado com instâncias que não foram usadas

para treinar os dois regressores anteriores (𝑅𝑖−1 e 𝑅𝑖−2), ou seja, Γ = 𝐷− (𝐷𝑖−1 ∪𝐷𝑖−2).

O conjunto de dados Γ é usado como entrada para a função SAMPLE , um primeiro aspecto

que difere da abordagem sem a técnica BOOS. Um segundo aspecto diz respeito aos pesos

de probabilidade, calculados a partir dos erros cometidos pelos regressores 𝑅𝑖−1 e 𝑅𝑖−2 ao

prever as instâncias contidas em Γ.

Seja 𝑁 o número de instâncias do conjunto Γ, tal que Γ = [𝛾1, . . . , 𝛾𝑗, . . . , 𝛾𝑁 ]. Define-
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se um vetor de peso de probabilidades w = [𝑤1, . . . , 𝑤𝑗, . . . , 𝑤𝑁 ], no qual o 𝑗-ésimo peso

de probabilidade 𝑤𝑗 , associado com a 𝑗-ésima instância de Γ, é dado por

𝑤𝑗 = 𝜀𝑖−1
𝑗 + 𝜀𝑖−2

𝑗 , (3.4)

em que 𝜀𝑖−1
𝑗 e 𝜀𝑖−2

𝑗 são os erros de predição dos regressores 𝑅𝑖−1 e 𝑅𝑖−2 , respectivamente,

para a instância 𝛾𝑗. Em outras palavras, a probabilidade de selecionar 𝛾𝑗 é proporcional

à soma dos erros de previsão relacionados aos dois regressores anteriores. Portanto, o

novo regressor 𝑅𝑖 se concentrará em instâncias que foram pouco aprendidas. Finalmente,

o conjunto de dados de treinamento 𝐷𝑖 é construído a partir do conjunto Γ e, após o

treinamento, o regressor 𝑅𝑖 é incluído no pool de regressores Ψ.

3.4 RESULTADOS NUMÉRICOS

A técnica proposta foi implementada com o uso da linguagem R e do pacote Caret (KUHN;

JOHNSON, 2013). Para todos os experimentos, foi usado um conjunto com 36 regressores

(𝑀 = 36) e o algoritmo 𝑘-vizinhos mais próximos (𝑘-NN, k-nearest neighbors) como

regressor base. Para todos os regressores, a técnica de reamostragem 10-cross-validation

(10-validação-cruzada) foi usada para o ajuste do modelo (tuning), enquanto o melhor 𝑘

para o 𝑘-NN foi pesquisado no intervalo [1; 11]. O algoritmo 𝑘-NN foi escolhido porque

seu custo computacional tem um relacionamento direto com as propriedades do conjunto

de dados (número de instâncias e features), o que nos permite analisar a relação custo-

benefício associada ao custo computacional. Ademais, a proposta pode ser facilmente

estendida a outros regressores, tais como ANNs ou regressão com vetores de suporte

(SVRs, support vector regression).

Na Tab. 2, temos os dez datasets públicos usados nos experimentos. Esses conjun-

tos de dados abrangem diferentes tipos de problemas com dados contínuos, discretos e

categóricos. Além disso, eles diferem no número de instâncias e features.
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Tabela 2 – Datasets públicos usados nos experimentos com a técnica CBAS.

Dataset Número de features Número de instâncias

Airquality 5 153
CPUs 6 209
Autompg 7 392
Concrete 8 1030
Abalone 8 4177
Carseats 10 400
Wage 11 3000
Forestfires 12 513
Boston Housing 13 506
Hitters 19 322

As medidas de diversidade definidas na Seção 3.2 são usadas para avaliar a diver-

sidade. Para cada conjunto de dados listado na Tab. 2, 90% das instâncias são usadas

para geração do pool (conjunto de treinamento), enquanto 10% são usados para avaliar a

diversidade. Pools de regressores, usando as técnicas BAGG, RAPT, BOOS e a proposta

CBAS são criados para cada dataset com o objetivo de comparar a diversidade. As técni-

cas BAGG, RAPT e BOOS são referidas como nossos benchmarks. A melhor técnica para

cada dataset e cada métrica de diversidade é destacada em negrito na apresentação dos

resultados. Para verificar se as diferenças entre os desempenhos das técnicas de geração

de pool são estatisticamente relevantes, o teste de Friedman é aplicado juntamente com o

teste post-hoc de Nemenyi (DEMSAR, 2006). Quando a diferença entre as técnicas não é

estatisticamente relevante, temos um empate. Nesse caso, mais de uma técnica é indicada

em negrito.

A Tab. 3 mostra os coeficientes de correlação obtidos para todos os datasets, conside-

rando os benchmarks e a técnica CBAS. Também na Tab. 3, temos uma comparação de

vitórias, empates e derrotas (win-draw-lose, W-D-L) entre as técnicas de geração de pool

para cada dataset. Considerando que quanto menor o coeficiente de correlação, maior a

diversidade, a técnica CBAS vence em oito dos dez datasets. É possível perceber que, para
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Tabela 3 – Coeficiente de correlação obtido para os 10 datasets considerando as técnicas
Bagging (BAGG), Random Patches (RAPT), Boosting (BOOS) e a técnica
proposta (CBAS).

Dataset BAGG RAPT BOOS CBAS

Airquality 0,91 0,76 0,84 0,66
CPUs 0,90 0,87 0,86 0,80
Autompg 0,91 0,80 0,84 0,78
Concrete 0,84 0,68 0,76 0,59
Abalone 0,74 0,53 0,63 0,48
Carseats 0,52 0,26 0,38 0,20
Wage 0,91 0,50 0,82 0,61
Forestfires 0,38 0,15 0,23 0,08
Boston Housing 0,89 *0,74 0,85 *0,73
Hitters 0,61 0,57 0,49 0,46

W-D-L 0-0-10 1-1-8 0-1-9 8-1-1
(*) Diferença estatisticamente irrelevante

o dataset Boston Housing, a diferença entre as técnicas RAPT e CBAS não é estatistica-

mente relevante, o que significa que as duas abordagens são equivalentes.

A Tab. 4 ilustra as medidas de desacordo obtidas para todos os datasets, considerando

as técnicas BAGG, RAPT, BOOS e CBAS. Nesse caso, quanto maior a discordância,

maior a diversidade. Assim, os resultados se comportam de maneira oposta quando com-

parados aos obtidos pelo coeficiente de correlação. Similar ao caso anterior, a técnica

CBAS é a vencedora nos mesmos oito datasets. Além disso, nossa proposta é equivalente

à técnica RAPT para o dataset Boston Housing, uma vez que a diferença entre eles não

é estatisticamente relevante, como foi observado para o coeficiente de correlação.

A Tab. 5 exibe o RMSE alcançado em todos os datasets, considerando a técnica CBAS

e a abordagem proposta em (KOTSIANTIS; KANELLOPOULOS, 2012), na qual são gerados

três conjuntos de regressores, um para cada técnica de reamostragem (BAGG, RAPT

e BOOS). Para a predição final, é utilizada uma metodologia de média, ou seja, o valor

predito é a média das saídas dos regressores (segunda coluna da Tab. 5). Na terceira coluna

da Tab. 5, temos o RMSE para a mesma metodologia, no entanto, usando a abordagem
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Tabela 4 – Medidas de descordo obtidas para os 10 datasets, considerando as técnicas
Bagging (BAGG), Random Patches (RAPT), Boosting (BOOS) e a técnica
proposta (CBAS).

Dataset BAGG RAPT BOOS CBAS

Airquality 0,06 0,13 0,10 0,18
CPUs 0,04 0,06 0,07 0,10
Autompg 0,04 0,11 0,08 0,12
Concrete 0,09 0,21 0,14 0,25
Abalone 0,12 0,23 0,16 0,24
Carseats 0,26 0,40 0,34 0,43
Wage 0,04 0,22 0,08 0,18
Forestfires 0,34 0,41 0,40 0,45
Boston Housing 0,05 *0,11 0,06 *0,12
Hitters 0,23 0,22 0,25 0,28

W-D-L 0-0-10 1-1-8 0-0-10 8-1-1
(*) Diferença estatisticamente irrelevante

CBAS para gerar um único conjunto de regressores. Semelhante ao cálculo das medidas

de diversidade, o RMSE é obtido em relação a 10% das instâncias (conjunto de teste).

Os testes de Friedman e post-hoc de Nemenyi mostram que a diferença entre as técnicas

é estatisticamente irrelevante, o que significa que as técnicas são equivalentes 1. Apesar

disso, a nossa proposta reduz o número de regressores utilizados sem comprometer a

precisão das previsões.

Outro aspecto importante para comparar os métodos de geração de pools é o custo

computacional. A Tab. 6 exibe o custo computacional médio normalizado para cada téc-

nica de geração e cada dataset. Para todas as técnicas, é assumido o uso do mesmo

hardware. Para cada técnica e dataset, o menor tempo consumido é igual a 1, 0 (valor de

referência destacado em negrito) e os outros tempos são comparados a ele. Por exemplo,

considerando o dataset Airquality, o custo computacional das técnicas RAPT, BOOS e

CBAS é 5% maior que o custo da técnica BAGG. Em relação à comparação W-D-L, ob-
1 As medidas de diversidade e os valores de RMSE utilizados para os testes estatísticos estão disponíveis

em <https://github.com/timotrob/CBASDiversity>.

https://github.com/timotrob/CBASDiversity
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Tabela 5 – Desvio do erro médio quadrático obtida para os 10 datasets, considerando a
geração de três pools (KOTSIANTIS; KANELLOPOULOS, 2012) e a técnica CBAS.

Dataset 3 pools de regressores CBAS

Airquality *12,17 *10,07
CPUs *37,15 *26,53
Autompg *2,96 *3,15
Concrete *7,58 *7,86
Abalone *2,58 *2,40
Carseats *2,22 *1,94
Wage *12,54 *8,30
Forestfires *1,38 *1,34
Boston Housing *3,22 *3,34
Hitters *550,12 *541,44

W-D-L 0-10-0 0-10-0
(*) Não é estatisticamente relevante

Tabela 6 – Custo computacional médio normalizado para as técnicas BAGG, RAPT,
BOOS e CBAS aplicadas aos 10 datasets considerados.

Dataset BAGG (Bagging) RAPT (Random Patches) BOOS (Boosting) CBAS

Airquality 1,00 1,05 1,05 1,05
CPUs 1,07 1,00 1,06 1,07
Autompg 1,00 1,00 1,06 1,06
Concrete 1,09 1,08 1,00 1,08
Abalone 1,00 1,16 1,22 1,16
Carseats 1,08 1,00 1,08 1,08
Wage 1,00 1,17 1,13 1,20
Forestfires 1,00 1,08 1,08 1,09
Boston Housing 1,10 1,11 1,00 1,10
Hitters 1,00 1,10 1,11 1,10
W-D-L 5-0-5 3-0-7 2-0-8 0-0-10

servamos que a técnica BAGG possui o menor custo computacional entre as estratégias,

ganhando em 50% dos datasets. Para os datasets restantes, a técnica RAPT vence em três

deles, enquanto a técnica BOOS é a menos complexa para os datasets Concrete e Boston

Housing. Embora a técnica CBAS não tenha o menor custo computacional para nenhum

dos datasets, ela nem sempre apresenta o maior custo.
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Datasets: Ar:Airquality - Cp:Cpus - Au:Autompg - Co:Concrete - Ab:Abalone - Ca:Carseats - Wa:Wage - Fo:Forestfires - Bo:Boston Housing - Hi:Hitters 
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Figura 5 – Ganho de desempenho (%) versus variação de custo computacional (%) entre
a técnica CBAS e o melhor benchmark (BAGG, RAPT ou BOOS): (a) Coefi-
ciente de correlação. (b) Medida de desacordo. Datasets: Ar - Airquality; Cp -
Cpus; Au - Autompg; Co - Concrete; Ab - Abalone; Ca - Carseats; Wa - Wage; Fo
- Forestfires; Bo - Boston Housing; Hi - Hitters.

A relação entre o ganho de desempenho e a variação do custo computacional entre a

técnica CBAS e o melhor benchmark é exibida nas Figs. 5(a) e 5(b) para o coeficiente

de correlação e a medida de desacordo, respectivamente. Para cada dataset (representado

por um ponto identificado), a variação do custo computacional e o ganho de desempenho,

ambos em %, da técnica CBAS são comparados com os mesmos parâmetros do melhor

benchmark (BAGG, RAPT ou BOOS). Ainda na Fig. 5, a parte cinza representa o

intervalo de confiança (95%) considerando uma regressão linear.

Em geral, observa-se que, dependendo do dataset e da medida de diversidade, a relação

complexidade-desempenho apresenta um comportamento diferente. Por exemplo, para o

coeficiente de correlação como medida de diversidade e assumindo o dataset Forestfires,

o melhor benchmark é a técnica RAPT (0, 15 na Tab. 3). Nesse caso, podemos ver na

Fig. 5(a), que a técnica CBAS oferece aproximadamente 46, 7% de ganho de desempenho

associado a 1% de variação de custo, ou seja, praticamente sem aumentar a complexidade.

Considerando novamente o coeficiente de correlação, mas agora o dataset Carseats (RAPT

é o melhor benchmark de acordo com a Tab. 3), vemos que a técnica CBAS fornece
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aproximadamente 23, 1% de ganho de desempenho ao preço de um aumento de 8% no custo

computacional. Finalmente, para ambas as medidas de diversidade e assumindo o dataset

Wage, o melhor benchmark é a técnica RAPT (0, 50 na Tab. 3 e 0, 22 na Tab. 4), ainda

melhor que a técnica CBAS. Nesse caso, temos uma diminuição do ganho de desempenho

em torno de 20%, com um aumento de 3% em termos de custo computacional. Face ao

exposto, é possível afirmar que a relação complexidade-desempenho da técnica CBAS

depende do dataset e da medida da diversidade. Na maioria dos casos, a técnica CBAS

forneceu um ganho de desempenho com custos computacionais maiores ou equivalentes.

3.5 RESUMO DO CAPÍTULO

Nesse Capítulo, uma nova técnica de geração de pool baseada em combinação foi pro-

posta para aumentar a diversidade de sistemas de aprendizagem de múltiplos preditores

em problemas de regressão. Algoritmos tradicionais baseados em conjuntos, como Bag-

ging, Random Patches e Boosting, foram usados como benchmark para comparação. Além

disso, no que diz respeito ao RMSE, nossa proposta é comparada a uma técnica baseada

em combinação de regressores apresentada em (KOTSIANTIS; KANELLOPOULOS, 2012).

Para todos os experimentos, o algoritmo 𝑘-NN foi assumido como regressor base e foram

considerados dez datasets públicos que contemplavam diferentes tipos de problemas. Para

avaliar a diversidade da técnica proposta, foram utilizados o coeficiente de correlação e a

medida de desacordo. Os resultados numéricos mostraram que a técnica proposta (CBAS)

venceu as abordagens individuais de geração de pool em 80% dos datasets considerados.

Nesses casos, a técnica CBAS proporcionou um ganho de desempenho com custos com-

putacionais maiores ou equivalentes. Em relação ao RMSE, a técnica CBAS alcançou

um desempenho equivalente, sem comprometer a precisão das previsões, quando compa-

rada à abordagem combinada usando três pools de regressores, proposta em (KOTSIANTIS;

KANELLOPOULOS, 2012).
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4 SELEÇÃO DINÂMICA DE REGRESSORES

Nos últimos anos, a seleção dinâmica de preditores tem demonstrado ótimo desempenho

na tarefa de classificação quando comparados com outros métodos de classificação (LI et

al., 2019a; BALLARD; WANG, 2016). Nesse contexto, destaca-se o método KNORA, o qual

foi detalhado na Subseção 2.4.1. Neste Capítulo, é apresentado o método DySEREK, uma

adaptação do método KNORA para regressão. Inicialmente, são descritas as peculiarida-

des que devem ser observadas na adaptação de modelos de classificação para regressão.

Em seguida, é apresentada uma descrição detalhada do método proposto e suas quatro

variantes. Por último, uma comparação do método DySEREK com outros algoritmos de

ML é indicada, além de uma análise do desempenho do método proposto em função do

ajuste de seus parâmetros.

4.1 CLASSIFICAÇÃO E REGRESSÃO

As tarefas de classificação e regressão podem ser consideradas dentre as mais utilizadas

em ML. Ambas as tarefas são consideradas supervisionadas, pois utilizam um conjunto

adequado de entrada-saída como dados de treino (HAYKIN, 1999). A tarefa de classifica-

ção tem como objetivo atribuir uma classe, dentre um número predeterminado de classes

(categorias), a um padrão de teste apresentado (HAYKIN, 1999). Na regressão, temos a

criação de uma função hipótese, a qual é uma aproximação da função real que relaci-

ona entrada e saída (HAYKIN, 1999). Assim, na classificação temos uma saída discreta

(categoria ou rótulo), enquanto na regressão temos um valor real contínuo como saída.

Devido a essas diferenças, não é possível aplicar diretamente um método de classificação

em regressão e vice-versa.

Na área de ML, quando um algoritmo se destaca no contexto de classificação, é comum

que surjam várias adaptações desse algoritmo para tarefa de regressão. Por exemplo, o
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algoritmo SVM, utilizado nos problemas de classificação, foi adaptado para a tarefa de

regressão por meio da SVR (VAPNIK., 1995). A SVR pode ser considerada um caso de

sucesso, considerando a adaptação de um classificador para regressor, pois apresentou

excelentes resultados na tarefa de regressão (SMOLA; SCHÖLKOPF, 2004). No entanto,

existem adaptações que não foram bem sucedidas. Por exemplo, o AdaBoost.R (FREUND;

SCHAPIRE, 1995) foi a primeira adaptação do AdaBoost para regressão, mas apresentou

sérios problemas devido ao alto custo computacional (MENDES-MOREIRA et al., 2012).

A adaptação realizada deve levar em conta similaridades e diferenças nas tarefas de

classificação e regressão. Nos sistemas que utilizam múltiplos algoritmos de ML, essa

diferença é latente na fase de integração das saídas. Por exemplo, não é possível utilizar a

média ou a mediana para combinar as saídas de classificadores. Da mesma maneira, não

há como fazer uso da técnica do voto majoritário para combinar as saídas de regressores.

Uma vez apresentadas as principais diferenças entre as tarefas de regressão e classifica-

ção, podemos passar às métricas de distância, as quais são utilizadas na seleção dinâmica

dos regressores no método proposto.

4.2 MÉTODO DYSEREK

4.2.1 Descrição

O método proposto aqui nesta tese é denominado de seleção dinâmica de subconjunto

de regressores baseado no 𝑘 oráculos mais próximos (DySEREK, dynamic selection of

regressors ensemble using 𝑘-nearest-oracles) e basicamente consiste em uma adaptação

do método KNORA, detalhado na Subseção 2.4.1. Além dos bons resultados reportados

em problemas de classificação, a escolha do método KNORA ocorreu devido à facilidade

de adaptação do algoritmo para tarefa de regressão quando comparado a outros algoritmos

de seleção dinâmicas detalhados em (CRUZ; SABOURIN; CAVALCANTI, 2018). No método

KNORA, a figura do oráculo é o ponto central do método, pois os classificadores são

selecionados a partir do número de acertos obtidos na predição das ℎ𝐾 instâncias vizinhas
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Figura 6 – Diagrama do funcionamento básico do método DySEREK.

mais próximas da instância de teste, encontradas a partir do conjunto de validação.

No método DySEREK, para possibilitar a seleção dos regressores pelo oráculo, as pre-

dições dos regressores precisam ser avaliadas como boas ou ruins. Na tarefa de regressão,

temos uma saída numérica contínua, que geralmente é representada em notação de ponto

flutuante. Uma vez que não é recomendável verificar a igualdade entre o valor predito

e valor real (alvo) (OLIVEIRA; STEWART, 2006), será utilizado um limiar de erro para

classificar a predição realizada como boa ou ruim. O cálculo do limite de erro é baseado

na mediana dos erros das predições realizadas, conforme será detalhado posteriormente.

A Fig. 6 ilustra o funcionamento básico do método proposto. A descrição é baseada

em sete passos (𝑇1 a 𝑇7) que ocorrem de forma sequencial. Dessa forma, os passos podem

ser interpretados como marcos temporais. No primeiro instante (𝑇1), o dataset é dividido

em três conjuntos, quais sejam, conjuntos de treino, de validação e de teste, denotados

por 𝑆𝑡𝑛, 𝑆𝑣 e 𝑆𝑡, respectivamente.

A geração do CIR (pool) é realizada no instante 𝑇2 a partir do conjunto de treinamento

𝑆𝑡𝑛. Para induzir diversidade, o método DySEREK emprega a técnica CBAS, descrita no

Capítulo 3, que utiliza uma combinação dos algoritmos BAGG, RAPT e BOOS, com o
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objetivo de aumentar a diversidade do pool de regressores. Além da combinação dessas

técnicas de manipulação de dados, a indução de diversidade via parâmetros também é

utilizada, pois cada regressor utiliza um conjunto diferente de parâmetros.

Voltando à Fig. 6, o instante 𝑇3 se refere à introdução da instância x(𝑖)
𝑡 , 𝑖-ésima ins-

tância de teste do conjunto 𝑆𝑡 que será predita. No instante 𝑇4, busca-se as ℎ𝐾 instâncias

vizinhas mais próximas de x(𝑖)
𝑡 no conjunto 𝑆𝑣. Tais instâncias irão compor o subconjunto

𝑆𝑑. Para a seleção das instâncias de 𝑆𝑑, o método DySEREK utiliza a distância Euclidiana

como métrica de distância. A seleção das ℎ𝑘 instâncias vizinhas é realizada para cada nova

predição, conforme pode ser visto pelo fluxo representado pela linha tracejada na Fig. 6.

No instante 𝑇5, é selecionado o subconjunto de regressores que fará parte do CFR

(ensemble) usado para a predição de x(𝑖)
𝑡 . Esse subconjunto é escolhido com base na

qualidade das predições realizadas pelos regressores em relação às instâncias contidas em

𝑆𝑑. São consideradas boas e ruins, as predições situadas acima e abaixo do limite de

erro, respectivamente. De maneira semelhante ao método KNORA, o DySEREK possui

duas variantes em relação ao tipo de seleção dos regressores, quais sejam, as variantes

DySEREK-Elimination e DySEREK-Union. Tais variantes serão devidamente explicadas

na Subseção 4.2.2. Assim, a seleção dos regressores depende do limite de erro e da variante

DySEREK adotada.

Ainda na Fig. 6, temos a combinação dos regressores selecionados no instante 𝑇6 . A

integração das saídas dos regressores pode ocorrer nas formas ponderada ou simples (sem

pesos). A utilização de pesos permite a criação de duas variantes adicionais do método

DySEREK: a DySEREK-Elimination-W e a DySEREK-Union-W, que também serão

descritas na Subseção 4.2.2. Finalmente, no instante 𝑇7, é calculada a saída predita da

𝑖-ésima instância de teste x(𝑖)
𝑡 , denotada por 𝑓(x(𝑖)

𝑡 ). O algoritmo retorna ao instante 𝑇3,

obtendo a próxima instância de teste e uma nova execução dos passos 𝑇4 a 𝑇7 é realizada.

Explicado o funcionamento geral do método DySEREK, podemos passar ao cálculo
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dos limites de erro, que servem como critério para a seleção dos regressores. No método

DySEREK, o limite de erro tem importância fundamental na seleção dos regressores,

uma vez que estabelece um critério a partir do qual uma predição é considerada boa

ou ruim. Antes de estabelecermos o limite de erro, precisamos definir o vetor de erros

E(𝑖) = [𝑒(𝑖)
𝑟 ], 𝑟 = 1, 2, . . . , 𝑀 , no qual cada elemento 𝑒(𝑖)

𝑟 é o valor absoluto do erro de

predição do 𝑟-ésimo regressor para a 𝑖-ésima instância de validação, tal que

𝑒(𝑖)
𝑟 = |𝑡(𝑖)

𝑣 − 𝑓𝑟(x(𝑖)
𝑣 )| , 𝑟 = 1, 2, . . . , 𝑀 ; 𝑖 = 1, 2, . . . , 𝑉 , (4.1)

em que 𝑡(𝑖)
𝑣 é o valor real (target) da 𝑖-ésima instância de validação x(𝑖)

𝑣 , 𝑓𝑟(x(𝑖)
𝑣 ) é o valor

predito pelo 𝑟-ésimo regressor para a instância x(𝑖)
𝑣 , 𝑀 é o número de regressores do pool,

𝑉 é o número de instâncias de validação e | · |, o operador módulo. Dado o vetor de erros

E(𝑖), podemos então definir o limite de erro para instância x(𝑖)
𝑣 , denotado por 𝛾𝑖, como

𝛾𝑖 = 𝑀𝐷(E(𝑖)) , (4.2)

em que 𝑀𝐷(E(𝑖)) é a mediana dos elementos do vetor E(𝑖). De posse do limite de erro,

as variantes do método DySEREK podem ser apresentadas, uma vez que a formação do

CFR em cada uma delas depende diretamente da qualidade das predições realizadas em

relação aos limites de erro.

4.2.2 Variantes do Método DySEREK

No método DySEREK, o esquema utilizado para a seleção dos regressores e a maneira

como são combinadas suas saídas dão origem a quatro variantes do método. Todas as

variantes têm como base as variações do método KNORA descritas em (KO; SABOURIN;

BRITTO, 2008). As quatro variantes do método KNORA foram adaptadas para a tarefa de

regressão, gerando quatro diferentes métodos DySEREK (variantes), conforme descritos

a seguir.

Variante DySEREK-Elimination

No Algoritmo 6, estão descritos os passos da variante DySEREK-Elimination para a
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Algoritmo 6: DySEREK-Elimination
Entrada:

𝑅, pool de regressores;
ℎ𝐾 , número de instâncias vizinhas obtidas a partir do conjunto 𝑆𝑣;
𝑆𝑡, conjunto de teste;
𝑆𝑣, conjunto de validação;

Saída:
𝐸𝑅[ ], conjuntos finais de regressores (um para cada instância de teste x𝑡)

1 início
2 𝑘𝑣 = ℎ𝐾

3 para cada instância de teste x(𝑖)
𝑡 ∈ 𝑆𝑡 faça

4 enquanto 𝑘𝑣 > 0 faça
5 𝑆𝑑 ← 𝑘𝑣 instâncias vizinhas de x(𝑖)

𝑡 ∈ 𝑆𝑣

6 para cada regressor 𝑟𝑗 em 𝑅 faça
7 se 𝑟𝑗 fez predição boa para todas as instâncias em 𝑆𝑑 então
8 𝐸𝑅[𝑖] = 𝐸𝑅[𝑖] ∪ 𝑟𝑗

9 fim
10 fim
11 se 𝐸𝑅[𝑖] == então
12 𝑘𝑣 = 𝑘𝑣 − 1
13 senão
14 quebre o laço
15 fim
16 fim
17 se 𝐸𝑅[𝑖] == então
18 𝑔 ← número máximo de predições boas obtidas em 𝑆𝑑, ∀𝑟𝑖 ∈ 𝑅
19 𝐸𝑅[𝑖]← todos regressores 𝑟𝑗 ∈ 𝑅 com 𝑔 predições boas
20 fim
21 fim
22 fim
23 retorna 𝐸𝑅[ ]

predição de um conjunto de teste 𝑆𝑡. Para cada instância x(𝑖)
𝑡 , busca-se, no conjunto

𝑆𝑣, as ℎ𝐾 instâncias vizinhas mais próximas de x(𝑖)
𝑡 que formarão o conjunto 𝑆𝑑 (linha

5). Sempre que um regressor consegue fazer boas predições para todos os padrões

em 𝑆𝑑 (linhas 7 a 9), ele é adicionado ao conjunto 𝐸𝑅[𝑖], conjunto de regressores

selecionados (ensemble of regressors) para realizar a predição da instância de teste

x(𝑖)
𝑡 . Com base na definição apresentada na Subseção 4.2.1, temos que 𝑒(ℎ)

𝑟 representa

o erro absoluto do 𝑟-ésimo regressor na ℎ-ésima instância de 𝑆𝑑, denotada por x(ℎ)
𝑑 ,
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dado por

𝑒(ℎ)
𝑟 = |𝑡(ℎ)

𝑑 − 𝑓𝑟(x(ℎ)
𝑑 )| (4.3)

em que 𝑡
(ℎ)
𝑑 é o valor real (alvo) relacionado à instância x(ℎ)

𝑑 e 𝑓𝑟(x(ℎ)
𝑑 ) é o valor

predito pelo regressor. A predição será categorizada como boa, se 𝑒(ℎ)
𝑟 ≤ 𝛾ℎ, na qual

𝛾ℎ é o limite de erro para a instância x(ℎ)
𝑑 , calculado conforme (4.2).

O número de instâncias vizinhas tem início em ℎ𝐾 , e é verificado se algum regressor

fez boas predições para todas as ℎ𝑘 instâncias de 𝑆𝑑. Caso nenhum regressor tenha

conseguido acertar todos os padrões em 𝑆𝑑, então é realizada uma nova tentativa

com um número menor de vizinhos (ℎ𝑘 é decrementado). Caso ℎ𝑘 chegue a zero e o

conjunto 𝐸𝑅[𝑖] continue vazio, o algoritmo verifica qual foi o regressor que obteve o

maior número de predições boas, denotado por 𝑔 (considerando ℎ𝐾 vizinhos). Após

isso, todos os regressores que tiveram um número de boas predições igual a 𝑔 são

incluídos em 𝐸𝑅[𝑖] (linhas 18 e 19). Na variante DySEREK-Elimination, a saída

final da predição é dada por

𝑓(x𝑡) = 1
𝑄

𝑄∑︁
𝑟=1

𝑓𝑟(x𝑡) , (4.4)

em que 𝑄 é o número total de regressores do CFR, x𝑡 é um vetor que representa a

instância de teste que será predita e 𝑓𝑟(·) é a saída do 𝑟-ésimo regressor pertencente

ao CFR.

Variante DySEREK-Union

O Algoritmo 7 descreve a variante DySEREK-Union. Assim como na variante Dy-

SEREK-Elimination, temos uma seleção de um subconjunto de regressores para

cada instância de teste x(𝑖)
𝑡 em 𝑆𝑡 (linhas 2 a 11). Inicialmente, é definido o conjunto

𝑆𝑑, que representa o conjunto de 𝑘𝑣 vizinhos mais próximos da instância de teste
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Algoritmo 7: DySEREK-Union
Entrada:

𝑅, pool de regressores;
𝑆𝑡, conjunto de teste;
𝑆𝑣, conjunto de validação;
ℎ𝐾 , número de instâncias vizinhas obtidas a partir do conjunto 𝑆𝑣;

Saída:
𝐸𝑅[ ], conjuntos finais de regressores (um para cada instância de teste x𝑡)

1 início
2 para cada instância de teste x(𝑖)

𝑡 ∈ 𝑆𝑡 faça
3 𝑆𝑑 ← 𝑘𝑣 vizinhos de x(𝑖)

𝑡 em 𝑆𝑣

4 para cada instância x𝑑 ∈ 𝑆𝑑 faça
5 para cada regressor 𝑟𝑗 em 𝑅 faça
6 se 𝑟𝑗 fez boa predição de x𝑑 então
7 𝐸𝑅[𝑖] = 𝐸𝑅[𝑖] ∪ 𝑟𝑗

8 fim
9 fim

10 fim
11 fim
12 fim
13 retorna 𝐸𝑅[ ]

x(𝑖)
𝑡 (linha 3). Serão incluídos no conjunto 𝐸𝑅[𝑖] todos os regressores que tiverem

pelo menos uma predição boa de qualquer padrão x(ℎ)
𝑑 do conjunto 𝑆𝑑. Além disso,

o número de predições boas de um regressor também determina o peso que este re-

gressor terá na média ponderada das saídas. Na variante DySEREK-Union, a saída

final da predição é dada por

𝑓(x𝑡) = 1
𝑄

⎛⎜⎜⎜⎝
𝑄∑︀

𝑟=1
𝑓𝑟(x𝑡) · 𝑔𝑟

𝑄∑︀
𝑟=1

𝑔𝑟

⎞⎟⎟⎟⎠ , (4.5)

em que 𝑄 é o numero total de regressores no CFR, x𝑡 é um vetor que representa

a instância de teste, 𝑓𝑟 é a saída do 𝑟-ésimo regressor pertencente ao CFR e 𝑔𝑟 é o

numero de predições boas do 𝑟-ésimo regressor.

Variante DySEREK-Elimination-W

Em geral, a variante DySEREK-Elimination-W é similar à variante DySEREK-

Elimination. A diferença está no fato de que cada regressor do CFR possui um peso
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𝑤𝑟, definido por

𝑤𝑟 =
ℎ𝐾∑︁
ℎ=1

(︃
𝜙(𝑒𝑟ℎ)𝜙(𝑑ℎ)

𝑚𝑒𝑚𝑑

)︃
, (4.6)

em que 𝜙(𝑥) = 𝑒−𝑥, 𝑒𝑟ℎ é o erro absoluto do 𝑟-ésimo regressor na ℎ-ésima instância

de 𝑆𝑑, denotada por x(ℎ)
𝑑 , e 𝑑ℎ é a distância entre a instância x(ℎ)

𝑑 e a instância de

teste x𝑡. Os parâmetros 𝑚𝑒 e 𝑚𝑑 representam, respectivamente, os valores máximos

de 𝜙(𝑒𝑟ℎ) e 𝜙(𝑑ℎ) obtidos para a instância x(ℎ)
𝑑 . Uma vez que 𝑑ℎ e 𝑒𝑟ℎ podem ser

iguais a zero para alguma instância x(ℎ)
𝑑 , a função 𝜙(·) evita que tenhamos uma

indeterminação em algum termo de (4.6). Assim, a saída final da variante DySE-

REK-Elimination-W é dada por

𝑓(x𝑡) = 1
𝑄

⎛⎜⎜⎜⎝
𝑄∑︀

𝑟=1
𝑓𝑟(x𝑡) · 𝑤𝑟

𝑄∑︀
𝑟=1

𝑤𝑟

⎞⎟⎟⎟⎠ . (4.7)

Variante DySEREK-Union-W

Na variante DySEREK-Union-W, assim como no caso anterior, cada regressor do

CFR possui um peso 𝑤𝑟. A diferença é que o número de predições boas obtidas por

cada regressor, denotado por 𝑔𝑟, é considerado no cálculo de 𝑤𝑟, tal que

𝑤𝑟 =
ℎ𝐾∑︁
ℎ=1

(︃
𝜙(𝑒𝑟ℎ)𝜙(𝑑ℎ)

𝑚𝑒𝑚𝑑

)︃
𝑔𝑟 . (4.8)

Portanto, a saída final da variante DySEREK-UNION-W é dada por (4.7), mas com

os pesos 𝑤𝑟 calculados conforme (4.8).

Descrito o funcionamento do método DySEREK e suas variantes, os resultados nu-

méricos relativos ao seu desempenho serão apresentados a seguir e comparados com o

desempenho de outros algoritmos de regressão.

4.3 RESULTADOS NUMÉRICOS

Em geral, algoritmos que utilizam conjunto de preditores, tais como o método DySEREK,

necessitam de mais recursos computacionais. Assim, antes de o modelo de ML ser colocado
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em produção, considera-se uma boa prática comparar o desempenho desses algoritmos com

outros que utilizam menos recursos computacionais. Além disso, outro fator importante é

o ajuste (tuning) de parâmetros, pois dependendo do conjunto de parâmetros utilizados,

o desempenho do algoritmo pode ser consideravelmente diferente.

Face ao exposto, a presente Seção possui dois propósitos. O primeiro é comparar o

desempenho do método DySEREK com outros algoritmos de ML e o segundo é analisar

como o ajuste (tuning) dos parâmetros do método DySEREK influencia seu desempenho.

Para atingir os dois objetivos, serão usados os 14 datasets públicos listados na Tab. 7 para

a obtenção dos resultados.

Inicialmente, o desempenho do método DySEREK será comparado com o de outros

três algoritmos, a saber: o regressor único 𝑘-NN, o pool de regressores CBAS, apresentado

no Capítulo 3, e o método de seleção dinâmica DESIP (DIAS; WINDEATT, 2014a; DIAS;

WINDEATT, 2014b). O algoritmo 𝑘-NN foi escolhido para permitir a comparação dos

resultados do método DySEREK com um regressor treinado e ajustado com os dados

completos de treinamento. No segundo caso, a comparação do método DySEREK será

realizada com a média do conjunto (pool CBAS). Por último, temos como referência de

comparação o método DESIP, um segundo método dinâmico de seleção de conjuntos de

regressores (ensemble), semelhante ao método DySEREK, no qual um novo conjunto de

regressores é escolhido para cada predição realizada.

Na implementação de qualquer sistema de múltiplos regressores, o número de regres-

sores que compõem o pool é um fator que pode influenciar diretamente no desempenho

do conjunto. Dessa forma, foram gerados três pools com 32, 64 e 128 regressores para

todas as variantes do DySEREK, assim como para o pool CBAS e o método DESIP.

Além disso, para cada tamanho de pool, foi gerada uma tabela comparativa de vitórias,

empates e derrotas (win-draw-lose, W-D-L), considerando todos os datasets listados na

Tab. 7. Para verificar se as diferenças entre os algoritmos são estatisticamente relevantes,



63

Tabela 7 – Datasets públicos usados nos experimentos com o método DySEREK.

Dataset Número de features Número de Instâncias

Auto93 23 93
Autompg 7 392
Boston Housing 13 506
Carseats 10 400
Concrete 8 1030
Hitters 19 322
Servo 5 167
Wage 11 3000
Abalone 8 4177
Airquality 5 9358
BodyFat 13 252
CPUs 6 209
Forestfires 12 513
Slump Test 9 103

os testes de Friedman e post-hoc de Nemenyi foram aplicados (DEMSAR, 2006). Nos casos

em que não houve diferenças estatisticamente relevantes, os algoritmos foram marcados

com um asterisco (*) e nesse caso, um empate foi registrado.

Em relação à configuração do método DySEREK, todas as suas variantes foram ajus-

tadas com um conjunto de validação igual a 10% do conjunto de treinamento. O valor do

parâmetro ℎ𝐾 , definido como o número de instâncias vizinhas à instância de teste utiliza-

das pelos regressores do método DySEREK, foi ajustado conforme o tamanho do pool de

regressores. Assim, foram utilizados os valores de ℎ𝐾 iguais a 5, 7 e 9 para os pools com

32, 64 e 128 regressores, respectivamente. Em todos os experimentos realizados, 90% do

dataset foi assumido como conjunto de treino e 10% como conjunto de teste para todos

os algoritmos.

A Tab. 8 indica o RMSE obtido para cada algoritmo em todos os datasets, considerando

a utilização de um pool com 32 regressores. Para identificar as variantes do método DySE-

REK, são utilizados os acrônimos Dy-E (DySEREK-Elimination), Dy-EW (DySEREK-

Elimination-W), Dy-U (DySEREK-Union) e Dy-UW (DySEREK-Union-W). Observando
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Tabela 8 – Desvio do erro médio quadrático obtido para os 14 datasets considerados e um
pool com 32 regressores.

Dataset CBAS DESIP Dy-E Dy-EW Dy-U Dy-UW 𝑘-NN

Auto93 2,37 10,74 4,32 3,93 2,09 3,89 2,88
Autompg 2,87 2,73 3,64 3,81 2,59 2,57 3,44
Boston Housing 3,24 5,37 5,50 5,57 3,87 4,42 2,88
Carseats 1,93 2,10 2,14 2,14 2,26 1,65 2,21
Concrete 8,18 8,63 9,05 9,99 8,59 7,30 8,32
Hitters 349,76 277,14 267,88 360,18 250,10 369,28 298,80
Servo 9,45 4,88 7,73 6,41 5,77 6,28 5,81
Wage 12,45 17,99 7,94 9,92 8,02 6,45 16,38
Abalone 2,37 2,46 2,62 2,80 2,40 1,95 2,36
Airquality 7,98 8,23 8,73 9,48 7,48 7,30 7,85
BodyFat 4,57 3,22 3,23 3,64 3,14 3,44 2,66
CPUs 46,31 35,95 119,94 83,57 67,62 147,84 30,78
Forestfires 30,90 150,05 30,80 31,90 28,77 14,01 52,49
Slump Test 5,07 4,85 5,15 7,61 2,59 4,33 4,04
W-D-L 0-0-14 1-0-13 0-0-14 0-0-14 3-0-11 7-0-7 3-0-11

a Tab. 8, é possível notar que a variante Dy-UW (DySEREK-Union-W) foi a que teve

melhor desempenho, com 7 vitórias de 14 possíveis. Na segunda posição, temos a variante

Dy-U (DySEREK-Union) e o algoritmo 𝑘-NN, cada um com 3 vitórias. Quanto ao método

DESIP, este venceu somente em um dataset. Dentre as variantes do método DySEREK,

ficou evidente que o desempenho das variantes do grupo Union foi melhor do que o de-

sempenho das variantes do grupo Elimination, uma vez que as primeiras venceram em

aproximadamente 70% dos datasets. Por fim, vale destacar o desempenho do algoritmo

𝑘-NN, mostrando que, em alguns casos, bons resultados podem ser alcançados apenas

com um regressor simples.

A Tab. 9 indica o RMSE obtido para cada algoritmo em todos os datasets, considerando

a utilização de um pool com 64 regressores. Neste ponto, cabe uma ressalva ao fato de que

os resultados para o algoritmo 𝑘-NN estão diferentes do caso anterior (32 regressores). A

razão é que, para o experimento com 64 regressores, novos conjuntos de treino e teste, na
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Tabela 9 – Desvio do erro médio quadrático obtido para os 14 datasets considerados e um
pool com 64 regressores.

Dataset CBAS DESIP Dy-E Dy-EW Dy-U Dy-UW 𝑘-NN

Auto93 2,08 3,99 10,95 4,80 8,21 1,72 2,88
Autompg 3,16 2,80 4,34 3,70 2,15 4,12 3,44
Boston Housing 2,90 5,15 5,85 5,29 3,52 3,37 5,51
Carseats 2,37 2,21 2,19 2,62 *2,08 *2,09 2,29
Concrete 7,19 9,00 8,84 10,48 7,81 7,74 7,35
Hitters 227,11 270,40 237,40 482,61 161,55 444,24 459,74
Servo 7,17 5,26 9,53 4,30 6,82 6,73 4,60
Wage 13,50 19,04 4,49 5,28 8,87 8,36 14,32
Abalone 2,14 2,42 2,73 2,81 2,18 2,29 2,53
Airquality 7,87 8,69 8,97 9,21 7,29 6,72 8,06
BodyFat 3,16 2,86 3,01 2,62 2,78 3,85 3,87
CPUs 65,34 89,66 34,02 147,06 21,65 11,81 13,61
Forestfires 24,64 110,82 63,13 30,16 50,42 152,97 37,88
Slump Test 6,01 3,46 5,01 4,42 4,38 2,66 3,37
W-D-L 4-0-10 0-0-14 1-0-13 2-0-12 2-1-11 4-1-9 0-0-14

* - Valores estatisticamente irrelevantes.

mesma proporção anterior, foram gerados. Este fato se repetiu no caso do pool com 128

regressores.

Quando o pool de 64 regressores é utilizado, conforme pode ser visto na Tab. 9, a vari-

ante Dy-UW e o pool CBAS tiveram o melhor resultado com 4 vitórias cada. Outro detalhe

é que, com o aumento do tamanho do pool, as variantes Dy-E (DySEREK-Elimination)

e Dy-EW (DySEREK-Elimination-W) se tornaram vencedoras em 1 e 2 datasets, respec-

tivamente (não haviam vencido em nenhum dataset no pool com 32 regressores). Dessa

forma, apesar de as variantes do grupo Union continuarem vencendo na maioria dos da-

tasets (em torno de 43%), as variantes do grupo Elimination melhoraram de desempenho,

vencendo nos datasets Wage, Servo e BodyFat. O algoritmo 𝑘-NN e o método DESIP não

obtiveram vitórias quando 64 regressores são utilizados.

Os resultados para o pool de 128 regressores são mostrados na Tab. 10. Nesse caso, a

variante Dy-U teve o melhor desempenho com 5 vitórias, passando a superar a variante
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Tabela 10 – Desvio do erro médio quadrático obtido para os 14 datasets considerados e
um pool com 128 regressores.

Dataset CBAS DESIP Dy-E Dy-EW Dy-U Dy-UW 𝑘-NN

Auto93 4,41 3,90 3,54 1,58 3,47 1,71 2,88
Autompg 3,60 2,40 2,97 3,40 2,69 2,61 3,26
Boston Housing 2,88 3,62 3,09 4,51 2,42 3,13 3,35
Carseats 2,21 2,56 2,13 2,22 2,05 2,39 2,44
Concrete 7,09 7,16 10,76 8,57 8,05 6,88 6,56
Hitters 314,55 421,94 571,21 278,03 352,46 298,93 273,09
Servo 8,87 7,75 5,92 5,65 5,92 6,76 9,20
Wage 12,30 17,13 3,98 6,39 8,74 8,00 12,04
Abalone 2,22 2,24 2,55 2,71 2,09 2,48 2,33
Airquality 7,90 8,52 8,43 9,41 *7,29 *7,31 8,06
BodyFat 3,59 3,23 2,75 3,38 3,20 3,28 3,09
CPUs 14,67 20,22 10,08 70,61 8,53 267,86 38,15
Forestfires 27,49 46,10 37,88 67,62 15,45 31,14 21,23
Slump Test 3,51 5,71 2,69 3,88 2,35 4,21 3,65
W-D-L 0-0-14 1-0-13 3-0-11 3-0-11 5-1-8 0-1-13 1-0-13

* - Valores estatisticamente irrelevantes.

Dy-UW, algo que não aconteceu nos experimentos com os pools de 32 e 64 regressores. Por

outro lado, a variante Dy-UW, maior vencedora das variantes do DySEREK para os pools

anteriores, não obteve nenhuma vitória. Em relação ao grupo Elimination, é importante

ressaltar a evolução no desempenho de suas variantes (Dy-E e Dy-EW), cada uma com

3 vitórias. Outro ponto importante é que, mesmo com 128 regressores, as variantes do

DySEREK não conseguiram superar o algoritmo 𝑘-NN no dataset Concrete. Por fim, o

método DESIP foi o algoritmo vitorioso no dataset Autompg.

Os resultados indicados nas Tabs. 8, 9 e 10 nos permitem afirmar que o método

DySEREK (todas as variantes) apresentou melhor desempenho (menor RMSE) em apro-

ximadamente 70% dos datasets avaliados para os pools com 32 e 64 regressores. Para

o pool com 128 regressores, o método DySEREK teve melhor desempenho em cerca de

86% dos datasets. Os empates registrados nos datasets Carseats e Airquality nos pools

com 64 e 128 regressores, na devida ordem, são contabilizados como vitórias do método
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Figura 7 – Tempo médio normalizado de treinamento e predição para os pools com 32,
64 e 128 regressores, considerando todas as variantes do DySEREK, o método
DESIP e o pool CBAS. A normalização tem como referência os tempos de
treinamento 𝑡𝑇 e de predição 𝑡𝑃 do regressor 𝑘-NN (regressor único), cuja
razão 𝑡𝑇 /𝑡𝑃 ≈ 56.

DySEREK, uma vez que envolve duas de suas variantes. Considerando que os datasets

utilizados nos experimentos são bem diversificados em termos de número de instâncias e

features, é possível afirmar que o método DySEREK obteve êxito no quesito desempenho

quando comparado a outras técnicas de regressão.

Além do desempenho dos algoritmos de ML, os tempos consumidos nas etapas de

treinamento e de predição são importantes, pois definem em que tipos de aplicação os

algoritmos podem ser utilizados. A Fig. 7 exibe os tempos médios normalizados de treina-

mento e predição para os pools de 32, 64 e 128 regressores, considerando todas as variantes

do DySEREK, o método DESIP e o pool CBAS. O algoritmo 𝑘-NN não é incluído, uma

vez que é usado como unidade de referência. Na realidade, para cada pool de regresso-

res, uma execução diferente do algoritmo 𝑘-NN é realizada para a tomada do tempo de

referência. No entanto, como o número de instâncias em cada execução é idêntico, pode-

mos considerar que o tempo de referência adotado para a normalização é praticamente o
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Dataset
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32 64 128
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AutoMpg

BostonHousing
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Hitters
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SlumpTest 36,00%

77,15%

96,78%

18,73%

22,93%

22,50%

54,42%

16,31%

51,33%

*36,02%

14,52%

46,20%

*23,16%

55,38%

46,83%

*80,28%

91,97%

31,90%

*22,45%

27,09%

49,37%

54,89%

66,52%

*26,14%

20,63%

*42,44%

50,46%

84,23%

65,88%

56,08%

*54,26%

*13,68%

30,43%

22,96%

34,99%

*25,32%

32,27%

26,85%

26,67%

*30,50%

32,49%

51,69%

13,68% 96,78%

(*) =  Variante DySEREK não foi vencedora

Ganho RMSE

Figura 8 – Mapa de calor para o ganho do RMSE calculado entre a pior e a melhor variante
do método DySEREK (quando uma das variantes foi vencedora), considerando
todos os datasets e pools de regressores.

mesmo para todos os pools em questão. Dito isso, os tempos de treinamento e de predição

do algoritmo 𝑘-NN, denotados por 𝑡𝑇 e 𝑡𝑃 , respectivamente, são adotados como referência

para os valores normalizados indicados na Fig. 7. Além disso, para que seja possível a

comparação dos tempos de cada atividade (treinamento ou predição), a razão entre 𝑡𝑇 e

𝑡𝑃 vale aproximadamente 56.

É possível observar que, conforme esperado, o tempo de treinamento é diretamente

proporcional ao número de regressores do pool. Além disso, o tempo de treinamento do

pool CBAS e das variantes do DySEREK são similares, visto que o pool CBAS é utilizado

para treinar os regressores do método DySEREK. Ainda na Fig. 7, podemos verificar que

o tempo de treinamento do método DESIP é o maior de todos, independente do tamanho

do pool. Uma possível razão para esse fato é que, no método DESIP, a composição do

CFR é realizada durante a fase de treinamento, sendo atribuído um CFR diferente a cada
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Tabela 11 – Parâmetros utilizados para ajuste (tuning) do método DySEREK.

Parâmetros DySEREK Valores testados

Tamanho do pool (regressores) 32, 64, 128
Variantes do método Dy-E, Dy-EW, Dy-UW, Dy-UW
Hiper-𝑘 (ℎ𝐾) 5, 7, 9
Tamanho do conjunto de validação 10%, 20%, 30%

instância de validação. No que diz respeito ao tempo de predição, o método DESIP não

supera as variantes Dy-E e Dy-EW, todavia possui tempo médio de predição menor do

que os tempos das variantes Dy-U e Dy-UW. De fato, em todos os tamanhos de pool

analisados, os tempos de predição das variantes Dy-U e Dy-UW se destacam por serem

os maiores. Esse fato está relacionado ao número de regressores usados para a geração da

predição final, pois basta o regressor ter uma das predições das ℎ𝐾 instâncias vizinhas

mais próximas da instância de teste, tida como predição boa, para participar da predição

final.

A Fig. 8 ilustra o mapa de calor para o ganho do RMSE calculado entre a pior e a

melhor variante do método DySEREK, considerando todos os datasets e pools de regres-

sores. As células marcadas com asterisco indicam cenários nos quais nenhuma variante

do DySEREK foi vitoriosa. O mapa de calor em questão nos mostra que o desempenho

do método DySEREK, segundo suas variantes, pode ser bem diversificado conforme sua

parametrização. Considerando apenas os casos em que alguma variante do método DySE-

REK foi vencedora, nota-se que, para o pool de 32 regressores, o ganho de RMSE variou

aproximadamente entre 23% (dataset AirQuality) e 66% (dataset Slump Test). No caso

do pool com 64 regressores, a faixa de variação do ganho de RMSE foi de 20, 6% (dataset

Carseats) a 92% (dataset CPUs). Finalmente, no pool com 128 regressores, a variação

do ganho de RMSE se situou entre 14, 5% (dataset Carseats) e 97% (dataset CPUs). As

variações percentuais apresentadas para os três pools evidenciam que o ajuste (tuning) é

muito importante para a obtenção de bons resultados na aplicação do método DySEREK.
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Figura 9 – RMSE médio normalizado, considerando os grupos de variantes Elimination
(Dy-E e Dy-EW) e Union (Dy-U e Dy-UW), do método DySEREK por dataset.

Face ao exposto, vamos analisar a influência do conjunto de parâmetros utilizados no

desempenho do método DySEREK. Para isso, faz-se necessário um melhor entendimento

de como a escolha da variante (Dy-E, Dy-EW, Dy-U ou Dy-UW), o tamanho do pool, o

valor de ℎ𝐾 e o tamanho do conjunto de validação afetam o desempenho do DySEREK.

Com isso em mente, o método DySEREK foi avaliado para as 108 combinações diferentes

dos parâmetros listados na Tab. 11 aplicadas aos 14 datasets indicados na Tab. 7.

Para que a comparação das variantes do método DySEREK seja justa, é necessário

que os valores de RMSE obtidos sejam normalizados, visto que, dependendo do dataset

considerado, a escala do RMSE é diferente, como pode ser observado nas Tabs. 8, 9 e 10.

A normalização foi realizada por dataset e considerando o intervalo [0, 1]. Assim, 0 e 1

são atribuídos, respectivamente, ao menor e maior RMSE do dataset.

A Fig. 9 ilustra o RMSE médio normalizado dos grupos de variantes Elimination

(Dy-E e Dy-EW) e Union (Dy-U e Dy-UW) para todos os 14 datasets. Os resultados do
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Figura 10 – RMSE médio normalizado, considerando todos os datasets, valores de ℎ𝐾 e
conjuntos de validação, para cada variante do método DySEREK e tamanho
de pool de regressores.

grupo Union são representados pelas barras de cor azul, enquanto os resultados relativos

ao grupo Elimination são representados pelas barras de cor laranja. Uma vez que todas

as combinações possíveis dos parâmetros listados na Tab. 11 foram avaliadas, o valor de

RMSE médio normalizado indicado para cada grupo de variantes (por dataset) considera

54 modelos. É possível notar que, de uma maneira geral, o grupo Union apresentou o

melhor desempenho, sendo derrotado apenas em dois datasets: Forestfires e Wage. Vale

ressaltar que, conforme pode ser visto na Fig. 9, dados os datasets nos quais o grupo Union

teve o melhor desempenho, as maiores diferenças em relação ao grupo Elimination foram

alcançadas nos dois maiores datasets em número de instâncias (Abalone e AirQuality). No

entanto, no terceiro maior dataset (Wage), o grupo Elimination supera o grupo Union.

Além do tipo de estratégia de combinação (Union ou Elimination), outro fator impor-

tante para a utilização do método DySEREK é o tamanho do pool de regressores. Este

é um parâmetro importante, pois a utilização de um número grande de regressores pode
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aumentar o custo computacional do DySEREK sem trazer melhoria de desempenho. A

Fig. 10 mostra o RMSE médio normalizado, considerando todos os datasets, valores de

ℎ𝐾 e conjuntos de validação, para cada variante do método DySEREK e tamanho de pool

(32, 64 e 128 regressores). Cada variante do DySEREK é indicada no eixo das abscissas

e o tamanho dos círculos (o centro do círculo representa o valor do RMSE médio nor-

malizado) indica o tamanho do pool utilizado . Podemos perceber que a variante Dy-E

teve seu desempenho melhorado (diminuição do RMSE) com o aumento do tamanho do

pool. O mesmo comportamento foi observado para a variante Dy-EW, no entanto os va-

lores obtidos sugerem uma possível saturação do ganho com o aumento do pool. Diante

dos resultados apresentados para o grupo Elimination, concluímos que, para os datasets

avaliados nesta tese, é possível obter ganhos adicionais com o aumento do número de

regressores do pool, com maior probabilidade para a variante Dy-E.

Quanto ao grupo Union, um comportamento diferente foi observado. Na variante Dy-

U, a mudança de 32 para 64 regressores promoveu ganho (inclusive, o maior dos ganhos

representados na Fig. 10). Contudo, o aumento do pool de 64 para 128 regressores trouxe

uma piora de desempenho, o que sugere um número intermediário de regressores que

maximiza o ganho em RMSE para a variante Dy-U. Por fim, foi percebido que a va-

riante Dy-UW foi a única que não conseguiu, em nenhum momento, uma melhoria de

desempenho com o incremento do número de regressores do pool.

Cabe enfatizar que os resultados apresentados na Fig. 10 consideram as médias dos

RMSEs normalizados obtidos em todos os datasets abordados neste estudo. Logo, os va-

lores podem ser diferentes para cada dataset especificamente. Apesar disso, os resultados

apresentados nos permitem extrair algumas conclusões. Em primeiro lugar, fixado o tama-

nho do pool, as variantes do grupo Union apresentam melhor desempenho que as variantes

do grupo Elimination. Em segundo lugar, o autor conjectura que as variantes do grupo

Elimination necessitam de pools maiores que 128 para obterem desempenhos equivalentes
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às variantes do grupo Union. No entanto, tal suposição pode não se confirmar em vir-

tude, principalmente, do comportamento apresentado pela variante Dy-EW. Finalmente,

a busca por melhor desempenho das variantes do grupo Union em função do aumento do

tamanho do pool não se mostra uma opção eficiente para valores maiores do que 128 ou

mesmo maiores do que 64 regressores. Em particular para a variante Dy-U, suspeita-se

que o ganho máximo possível, em média, possa ser obtido com um pool que tenha entre

64 e 128 regressores.

4.4 RESUMO DO CAPÍTULO

No presente Capítulo, foi apresentado o DySEREK, um novo método de seleção dinâmica

de conjunto de regressores baseado no método KNORA. Seus bons resultados em tarefas

de classificação motivaram a proposição do DySEREK. Inicialmente, foram expostas as

principais diferenças entre as tarefas de classificação e regressão, bem como as peculiari-

dades que devem ser consideradas na adaptação de algoritmos de classificação para regres-

são e vice-versa. Em seguida, foram apresentados detalhes das implementações das qua-

tro variantes propostas para o DySEREK, quais sejam, Dy-E (DySEREK-Elimination),

Dy-EW (DySEREK-Elimination-W), Dy-U (DySEREK-Union) e Dy-UW (DySEREK-

Union-W). Após isso, experimentos com 14 datasets públicos e diferentes configurações de

pools foram realizados com o objetivo de comparar os desempenhos dos métodos DySE-

REK, pool CBAS, regressor único (𝑘-NN) e o método DESIP, outro algoritmo de seleção

dinâmica. Verificou-se que, dependendo do número de regressores do pool, o DySEREK

(todas as variantes) teve melhor desempenho em uma faixa de 70 a 86% dos datasets. Fi-

nalmente, foram executados vários experimentos com o objetivo de verificar a influência

dos parâmetros do DySEREK, tais como hiper-𝑘, tamanho do conjunto de validação e

variante adotada, em seu desempenho. Observou-se que, em comparação com as variantes

do grupo Elimination (Dy-E e Dy-EW), as variantes do grupo Union (Dy-U e Dy-UW)

tiveram melhores resultados em cerca de 83% dos datasets, usando pools menores. Por
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outro lado, as variantes Elimination apresentaram tempos de predição menores, além de

uma tendência de melhores desempenhos com o crescimento do pool, o que carece de uma

investigação.
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5 GEOLOCALIZAÇÃO DE USUÁRIOS MÓVEIS

Nos últimos anos, os avanços nos sistemas de comunicação contribuíram para um grande

crescimento na utilização de telefones celulares para acessar serviços de Internet (DEVILLE

et al., 2014). Assim, a demanda por aplicativos para dispositivos móveis aumentou em todo

o mundo, em especial por aplicativos focados em serviços de uso massificado, tais como

segurança nas transações com cartão de crédito (HAMMAD; FAITH, 2017), publicidade ba-

seada em localização móvel (GUTIERREZ et al., 2019), método de pagamento com base em

informações de localização (SALOMON; MAHAFFEY, 2019), assistência na estrada (TROGH

et al., 2019) e rastreamento de doenças (NYHAN et al., 2019). Nesse contexto, as informa-

ções sobre a localização de usuários tornaram-se essenciais para melhorar a qualidade de

tais aplicativos. Neste Capítulo, é apresentado um novo método de localização do tipo

fingerprinting (FP), o qual utiliza ML para prever o ângulo de chegada (AoA, angle of

arrival) da EM utilizando as diferenças de RSSI e de atraso de propagação (PD, propa-

gation delay). Inicialmente, são expostas as motivações pela alta demanda de serviços de

localização utilizando redes celulares. Em seguida, a descrição do funcionamento básico

de técnicas de localização do tipo FP é apresentada. Posteriormente, a proposta de nova

técnica de localização baseada em FP é apresentada e uma comparação dela com a téc-

nica FP tradicional (baseada em RSSI) é realizada. Finalmente, a técnica de localização

proposta é implementada utilizando o método de regressão DySEREK e seus resultados

são comparados com aqueles obtidos por meio de um único regressor.

5.1 INTRODUÇÃO

Nos dias atuais, a utilização intensa de dispositivos móveis tem aumentado a demanda

por sistemas de localização, especialmente para serviços baseados em localização (SUN et

al., 2017). Existe uma variedade de técnicas de localização que podem ser classificadas
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em relação ao ambiente de destino (interno - indoor ou externo - outdoor) e que apresen-

tam diferentes desafios e restrições para atingir seu objetivo principal, que é encontrar o

usuário.

No caso da localização outdoor, o GPS é um dos sistemas de localização mais usados no

mundo (NI et al., 2004; RIZK; SHOKRY; YOUSSEF, 2018), mas que possui limitações relevan-

tes. No caso de posicionamento ao ar livre, uma vez que uma linha de visada desobstruída

é necessária para o desempenho eficiente do GPS, sua acurácia é comprometida em áreas

urbanas altamente densas e sob condições climáticas adversas. Além disso, o hardware

do GPS é um módulo que consome muita energia em todos os dispositivos móveis, di-

minuindo a autonomia do aparelho celular no que diz respeito à duração de sua bateria

(LI; LEI, 2019). Ademais, alguns fatores como tamanho, custo e limitação de potência não

permitem a utilização do GPS em redes de pequenos objetos, tais como redes de sensores

e redes no contexto de IoT.

Para a localização indoor, os principais desafios relacionados ao GPS geralmente são a

ineficiência do sistema no interior de construções por conta dos níveis de atenuação sofridos

pelos sinais de rádio em virtude do uso de diferentes materiais (vidro, madeira, concreto

etc) na construção de prédios (NI et al., 2004). Outro desafio importante em ambientes

indoor é o combate ao desvanecimento por propagação multipercurso, fenômeno pelo qual

o sinal de rádio observado na antena do receptor resulta de uma combinação de múltiplas

cópias do sinal original, causadas por reflexões em obstáculos presentes no ambiente de

propagação.

Diante das limitações do GPS, outras alternativas devem ser exploradas, tais como a

localização por meio de sinais de RF, também conhecida por radiolocalização (PERAL-

ROSADO et al., 2018). As técnicas de radiolocalização podem ser divididas basicamente em

dois grupos, quais sejam, as técnicas baseadas em FP, que utilizam a similaridade entre

RSSIs para estimar a posição do usuário; e as técnicas baseadas em lateração de potência,
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que utilizam os RSSIs de duas ou mais ERBs para obter um sistema de equações, cuja

solução indica a estimativa da localização do usuário. Neste trabalho, o método de loca-

lização proposto se enquadra na categoria de técnicas baseadas em FP, logo não iremos

abordar os conceitos relacionados ao método de lateração de potência neste documento.

Mais informações sobre sistemas de localização baseados em lateração de potência podem

ser encontradas em (TIMOTEO et al., 2017) e (KULKARNI; DESAI, 2019). Vale ressaltar que

algumas técnicas de localização não se enquadram em nenhum dos dois grupos menci-

onados anteriormente. Por exemplo, em (OLIVEIRA et al., 2019), a posição do usuário é

encontrada por meio de duas regressões diretas que têm como alvo a latitude e longitude.

As técnicas baseadas em FP têm sido amplamente utilizadas em conjunto com algo-

ritmos de ML para localização de usuários em redes sem fio, seja para ambientes indoor

ou outdoor. Tab. 12 lista alguns trabalhos relacionados à aplicação de ML a técnicas de

localização baseadas em FP. Dentre as técnicas de localização outdoor com utilização

de ML, podemos destacar (TIMOTEO et al., 2016), (ZOU et al., 2016(a))) e (ABDULLAH;

ABDEL-QADER; BAZUIN, 2016). Em (TIMOTEO et al., 2016), SVR é utilizada em conjunto

com a técnica FP para localizar usuários em uma rede celular GSM (global system for

mobile communications). Em (ZOU et al., 2016(a))), propõe-se um método de localização

outdoor baseado em 𝑘-NN com FP para corrigir posições estimadas pelo GPS. Em (AB-

DULLAH; ABDEL-QADER; BAZUIN, 2016), um modelo de localização indoor baseado em

FP com rede neural probabilística (PNN, probabilistic neural network) é proposto. Resul-

tados experimentais mostraram que uma melhor acurácia foi conseguida com a utilização

de PNN no lugar do 𝑘-NN.

Em relação às técnicas de localização indoor com utilização de ML, destacamos (KIM

et al., 2016), (ZOU et al., 2016(b))), (FÉLIX; SILLER; ÁLVAREZ, 2016) e (WANG; GAO; MAO,

2016). Em (KIM et al., 2016), é descrita a implementação de um sistema de localização

indoor com 𝑘-NN e FP. Neste caso, foram utilizados sinais da rede Wi-Fi para localização
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Tabela 12 – Trabalhos relacionados à aplicação de ML a técnicas de localização de usuá-
rios móveis em redes sem fio usando FP.

Artigo Método Ambiente

(TIMOTEO et al., 2016) SVR outdoor

(ZOU et al., 2016(a))) 𝑘-NN outdoor

(ZOU et al., 2016(b))) 𝑘-NN com pesos indoor

(YIU; YANG, 2016) FireFly outdoor/indoor

(KIM et al., 2016) 𝑘-NN indoor

(FÉLIX; SILLER; ÁLVAREZ, 2016) DNN indoor

(ABDULLAH; ABDEL-QADER; BAZUIN, 2016) PNN outdoor

(WANG; GAO; MAO, 2016) DNN indoor

de usuários em estações de metrô na cidade de Seul. Em (ZOU et al., 2016(b))), propõe-se

um método de localização indoor que utiliza o algoritmo 𝑘-NN com pesos para normalizar

as medições de RSSI, que, por sua vez, são utilizadas com FP. A normalização é aplicada

para evitar discrepância nas medições devido ao modelo ou fabricante do dispositivo

móvel.

Em (FÉLIX; SILLER; ÁLVAREZ, 2016), uma rede neural de aprendizagem profunda

(DNN, deep neural network) é usada para implementar localização indoor usando FP.

Resultados experimentais mostraram que o método proposto obteve bom desempenho ao

preço de um elevado custo computacional de treinamento das DNNs. Em (WANG; GAO;

MAO, 2016), é proposto um método de localização indoor que utiliza DNN em conjunto

com máquinas restritas de Boltzmann (RBMs, restricted Boltzmann machines). A RBM

é utilizada para ajudar no treinamento das DNNs, diminuindo o consumo de recursos

computacionais, problema abordado em (FÉLIX; SILLER; ÁLVAREZ, 2016). Resultados ex-

perimentais mostraram que abordagens FP baseadas nas informações do estado do canal

tiveram um desempenho superior àquelas baseadas no RSSI.

Por último, ressaltamos que algumas técnicas de localização podem ser utilizadas tanto

para localização outdoor como para indoor. Por exemplo, em (YIU; YANG, 2016), os autores
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propõem a utilização do algoritmo FireFly (YANG, 2009) em conjunto com um modelo

probabilístico baseado em FP para localização nos dois tipos de ambiente.

Os trabalhos anteriormente mencionados não esgotam as inúmeras alternativas de

sistemas de localização baseados em FP, mas ressaltam a importância dos fundamentos

das técnicas de localização que utilizam FP. Dessa forma, os conceitos básicos sobre

radiolocalização baseada em FP serão apresentados na próxima Seção.

5.2 TÉCNICAS DE RADIOLOCALIZAÇÃO BASEADAS EM FP

As técnicas de radiolocalização baseadas em FP constituem um grupo de técnicas de

localização de EMs para ambientes sem linha de visada e podem ser aplicadas em qual-

quer rede sem fio (CHENG; LIU; FENG, 2019; DIAZ; AHMED; KAISER, 2018). Em geral, as

técnicas baseadas em FP são divididas em duas fases, quais sejam, fase de treinamento

(off-line) e fase de predição (on-line). Na primeira, são realizadas medições de campo para

treinamento dos modelos de predição. Essa fase é dita off-line, porque não há contato ou

qualquer tipo de coleta de dados da EM procurada. Na segunda fase (on-line), são re-

alizadas medições relativas à EM. Essa medições servem como dados de entrada para o

modelo de busca construído na fase off-line. Sendo assim, considere uma região geográfica

na qual desejamos localizar uma EM. Inicialmente, será definida uma área de interesse

na qual será aplicada a técnica de localização baseada em FP. De uma maneira geral,

a área de interesse mencionada é definida como um quadrilátero cujos vértices possuem

coordenadas geográficas conhecidas, conforme mostrado na Fig. 11(a). A ideia central é

construir um banco de dados de correlação (CDB, fingerprint correlation database) com

informações que associem algum atributo medido na rede celular com a posição geográfica

da EM. Dentre os parâmetros de rede mais utilizados como atributos, podemos destacar

o RSSI, o AoA, o tempo de chegada (ToA, time of arrival) e a diferença de tempo de

chegada (TDoA, time difference of arrival) (DIAZ; AHMED; KAISER, 2018). Assumindo

que o parâmetro de rede utilizado é o RSSI, os pontos azuis ilustrados na Fig. 11(a) re-
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Figura 11 – (a) Área de localização para a implementação de técnicas do tipo FP e me-
dições feitas em campo. (b) Grid de localização com respectiva resolução.

presentam as medições feitas em campo, por meio de um drive-test, que serão utilizadas

na construção do banco de dados de correlação (CDB, fingerprint correlation database),

também conhecido como mapa de rádio.

Com o objetivo de fazer a associação entre as possíveis posições geográficas da EM a

ser localizada e os RSSIs coletados no drive-test, o quadrilátero que define a área de lo-

calização é dividido em pequenas porções quadradas denominadas quadrículas, formando

um reticulado, que usualmente é denominado de grid de localização, o qual pode ser visto

na Fig. 11(b). Vale ressaltar esse tipo de grid é denominado grid regular e a sua resolução

é definida como o tamanho do lado da quadrícula, como pode ser visto na Fig. 11(b).

Nos grids do tipo irregular, a geometria do grid é alterada de modo a se ter uma melhor

adaptação ao método de localização. Não faz parte do escopo deste trabalho avaliar como

a geometria do grid influencia o desempenho da técnica de localização baseada em FP.

Estudos nesse contexto são descritos em (BITTENCOURT; URBANO; CUNHA, 2018). Sendo

assim, o grid regular que caracteriza a área de localização será denominado simplesmente

de grid.

Face ao exposto, podemos perceber na Fig. 11(b) que nem todas as quadrículas do grid

são contempladas por medições de campo. Isto acontece pelo fato de a malha viária não
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Figura 12 – Relação entre o banco de dados de correlação e o grid de localização para a
implementação de técnicas de localização baseada em FP.

percorrer todas as quadrículas da área de localização ou simplesmente, por haver proprie-

dades privadas na região que dificultam à obtenção de medidas de campo. Para solucionar

o problema de termos o CDB incompleto, modelos de propagação eletromagnética ou al-

goritmos de ML podem ser utilizados para estimar os RSSIs associados às quadrículas

não contempladas com medições de campo realizadas no drive-test (TIMOTEO; CUNHA;

CAVALCANTI, 2014).

Existe uma grande variedade de técnicas baseadas em FP, como abordado em (CAM-

POS; LOVISOLO, 2011), e todas possuem os mesmos elementos básicos, quais sejam, vetor

FP, CDB, servidor de localização, espaço de busca e padrão de combinação. Inicialmente,

define-se como vetor FP, o vetor com todos os atributos (valores observados) que são

usados para verificação de similaridade. Conforme mencionado anteriormente, estamos

assumindo que o atributo utilizado é apenas o RSSI. Na Fig. 12, podemos ver uma re-

presentação básica de como seria um CDB com os vetores FP contendo os valores de

RSSI preditos para as quadrículas 8 e 16, considerando três ERBs na região. Ainda na

Fig. 12, podemos visualizar as coordenadas geográficas (latitude e longitude) associadas

às respectivas quadrículas.

A ideia básica da técnica de localização baseada em FP, como pode ser vista na

Fig. 12, é relacionar cada registro (vetor) do CDB a uma posição na área de localização
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(coordenadas geográficas do centro da quadrícula do grid). Esta atividade é realizada na

fase off-line. Na fase on-line, quando se busca a EM, é fornecido ao CDB um vetor FP

associado à EM, tal que a sua posição estimada será dada pelas coordenadas geográficas

(latitude e longitude) do registro do CDB com a maior similaridade ao vetor FP fornecido.

Vale ressaltar que uma busca em todos os registros do CDB pode consumir muito tempo

e fazer com que a localização se torne inviável. Nesse cenário, existem várias alternativas

que podem ser utilizadas para reduzir o espaço de busca, tais como algoritmos genéticos

(CAMPOS; LOVISOLO, 2019) e filtros (BENIKOVSKY; BRIDA; MACHAJ, 2011). Em (TIMO-

TEO et al., 2016), parâmetros de atraso de onda são utilizados para reduzir o espaço de

busca em uma implementação de um método de localização do tipo FP em uma rede

GSM.

A Fig. 13 ilustra o diagrama simplificado do funcionamento da fase on-line da técnica

de localização baseada em FP conforme descrito em (CAMPOS; LOVISOLO, 2011), no qual

as setas numeradas representam as etapas do processo. Na etapa 1, a aplicação cliente faz

uma requisição de localização da EM ao servidor de localização. Em seguida, na etapa 2,

o servidor de localização solicita à rede de acesso medições do usuário móvel procurado.

Na etapa 3, a rede de acesso retorna as medições realizadas e o servidor de localização

faz a composição do vetor FP do usuário móvel procurado. Na etapa 4, o servidor de

localização solicita ao CDB a área de busca reduzida, segundo alguma técnica de redução

de espaço de busca. Na quinta etapa, o servidor recebe o resultado da busca e usa uma

função de comparação para estimar a posição da EM. Finalmente, na última etapa, o

servidor envia a localização estimada à aplicação cliente.

Vale ressaltar que, mesmo utilizando algoritmos de ML, os atuais métodos de locali-

zação do tipo FP enfrentam alguns desafios devido à natureza estocástica do sinal de RF.

Por exemplo, geralmente sistemas FP baseados em RSSI perdem a localização do usuário,

devido à variação abrupta do RSSI quando o usuário sai de um ambiente indoor para um
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Figura 13 – Diagrama da fase on-line da técnica de radiolocalização baseada em FP
(Adaptação de (CAMPOS; LOVISOLO, 2011)).

outdoor (GOLDONI et al., 2019) . Outro problema diz respeito à variação das medições de

RSSI quando EMs de diferentes fabricantes são usadas. Essa variação de RSSI pode ser

encontrada até mesmo com EMs diferentes do mesmo fabricante (HUANG; LIN, 2020; LUI

et al., 2011).

Por último, a escalabilidade do sistema de localização é outro fator importante, pois

smartphones estão cada vez mais populares e o aumento da quantidade de usuários exige

um crescimento no número de ERBs da rede celular (KIM et al., 2013). Assim, temos um

maior número de grids de localização e isso traz um sério problema para os modelos de

localização atuais, pois a criação do grid depende do modelo preditor de RSSI, o que

compromete a escalabilidade desses sistemas. Assim, face ao exposto, na próxima Seção

será proposta uma nova técnica de radiolocalização que utiliza diferenças de RSSI e PD

com o objetivo de diminuir os efeitos dos problemas anteriormente mencionados.

5.3 PROPOSTA DE RADIOLOCALIZAÇÃO BASEADA EM FP ANGULAR

Nesta Seção, é apresentada uma técnica de radiolocalização do tipo FP escalável, que uti-

liza algoritmos de ML para realizar a predição dos ângulos horizontais de chegada obtidos
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a partir dos sinais de RF com o intuito de estimar a posição da EM. Em vez de empregar

os valores absolutos de RSSI, a técnica proposta utiliza as diferenças de RSSI e atraso

de propagação (PD, propagation delay) para obter o ângulo horizontal da EM. A ideia

principal da proposta é que as diferenças de RSSI das ERBs posicionadas geograficamente

no mesmo local são afetadas de forma semelhante pela atenuação do edifício e de outros

obstáculos. Outra vantagem é que, utilizando as diferenças de RSSI, a influência do tipo

de dispositivo móvel ou do fabricante é diminuída, pois alguns dispositivos medem os

RSSIs com mais acurácia e podem alterar o comportamento de modelos de localização

baseados no valor absoluto do RSSI.

Antes de detalharmos as etapas da proposta de radiolocalização baseada em FP angu-

lar, é necessário definirmos o conceito de grupo de ERBs, que será denotado neste trabalho

por 𝐺. Um grupo 𝐺 de ERBs é definido como o conjunto de 𝑁𝑒 ERBs situadas nas mes-

mas coordenadas geográficas (latitude e longitude). Conforme será explicado adiante, há

restrições para o número mínimo de grupos de ERBs e a quantidade mínima de ERBs em

cada grupo.

A técnica de radiolocalização baseada em FP angular pode ser implementada em oito

etapas, descritas no Algoritmo 8. Tais etapas são organizadas em duas fases, denominadas

off-line e on-line, tal qual a técnica FP tradicional. A fase off-line contém as etapas de

1 a 4, enquanto a fase on-line inclui as etapas de 5 a 8. Na fase off-line, não é realizada

coleta de medições de RSSI e PD relacionadas à EM procurada.

A primeira etapa da técnica proposta é definir a área de localização. A Fig. 14 ilustra

a área de localização definida como um grid de 𝑞 quadrículas. Assim como na técnica FP

tradicional, cada quadrícula do grid está associada à posição geográfica do seu centro. A

resolução do grid é um limitador da acurácia da técnica, pois assumimos que a EM está

no centro da quadrÍcula.

Definida a área de localização, a próxima etapa consiste na coleta de medições de RSSI
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Algoritmo 8: Descrição da técnica proposta baseada em FP angular.
1: Definir a área (grid) de localização;
2: Coletar medições do scanner (RSSI e PD) na área de localização para construir a

base de treinamento;
3: Treinar os algoritmos de ML para a obtenção das funções hipótese para os 𝑁𝑝

grupos de ERBs (𝑓𝑖(·) é a função hipótese do 𝑖-ésimo grupo 𝐺𝑖 , 𝑖 = 1, 2, . . . , 𝑁𝑝);
4: Gerar o CDB com os valores dos ângulos horizontais previstos e PDs para cada

quadrícula do grid de localização;
5: Coletar os níveis de RSSI e de PD do usuário móvel procurado em relação a

todas as ERBs;
6: Dados os níveis de RSSI e PD, fazer a predição do ângulo horizontal (𝜃𝑖) para

cada 𝐺𝑖 usando 𝑓𝑖(·);
7: Gerar um espaço de busca reduzida 𝑆𝑟 no CDB aplicando filtragem em função

dos PDs;
8: Buscar em 𝑆𝑟 a quadrícula com menor distância Euclidiana considerando os

ângulos horizontais preditos e medidos.
=0

Grupo−1

Grupo−2

Grupo−3

Figura 14 – Área de localização (definida por seu grid) com indicação da rota do drive-test
realizado para a obtenção das medições outdoor (trajetória em pontos ver-
melhos). Os quadrados amarelos indicam a localização dos grupos de ERBs.

e PD nessa área. O PD é um parâmetro de atraso de onda (ida e volta) da rede celular e

seu valor consiste em um número inteiro que varia no intervalo de 0 a 56. Tais números

representam um intervalo de distâncias da EM a ERB em passos de 234 𝑚. Assim, o

valor PD=0 é mapeado para o intervalo [0, 234[ 𝑚, enquanto o valor PD=1 representa
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o intervalo [234, 468[ 𝑚 e assim por diante. O valor máximo de PD é 56, que representa

distâncias maiores que 13, 1 𝑘𝑚.

Assumindo que 𝐿 amostras de campo são coletadas na área de localização, cada uma

é composta por RSSIs e PDs que são obtidos para cada ERB e grupo de ERBs, respecti-

vamente. Considere que Pℓ é o vetor que representa o conjunto de RSSIs (em dBm) para

ℓ-ésima amostra coletada, tal que

Pℓ = {𝑃 (𝑢)
ℓ,𝑖 } , 𝑖 = 1, . . . , 𝑁𝑝; 𝑢 = 1, . . . , 𝑁𝑒 , (5.1)

em que 𝑃 𝑢
ℓ,𝑖 é o RSSI medido em relação à 𝑢-ésima ERB pertencente ao 𝑖-ésimo grupo.

Ademais, definimos Γℓ como o conjunto de PD medidos tal que

Γℓ = {𝛾ℓ,𝑖} , 𝑖 = 1, . . . , 𝑁𝑝 , (5.2)

em que 𝛾ℓ,𝑖 é a medida de PD para o 𝑖-ésimo grupo de ERBs. Por exemplo, assuma que

há 𝑁𝑝 = 2 grupos, cada um com 𝑁𝑒 = 3 ERBs. Nesse cenário, cada amostra coletada no

drive-test é composta por suas coordenadas geográficas, um vetor de RSSIs medidos Pℓ,

dado por

Pℓ = {𝑃 (1)
ℓ,1 ; 𝑃

(2)
ℓ,1 ; 𝑃

(3)
ℓ,1 ; 𝑃

(1)
ℓ,2 ; 𝑃

(2)
ℓ,2 ; 𝑃

(3)
ℓ,2 }

e um conjunto de PD medidos Γℓ = {𝛾ℓ,1; 𝛾ℓ,2}.

Após a realização das medições, o próximo passo é treinar os algoritmos de ML, um

para cada grupo 𝐺𝑖 , para prever o ângulo horizontal da EM (alvo), denotado por ̂︀𝜃𝑖. Vale

ressaltar que, devido à grande variação no AoA, é necessária uma função de transformação

para suavizar a variável alvo. Uma função exponencial decrescente pode ser usada para

esta tarefa (JR, 1985; KUNCHEVA, 2004a). Assim, para a suavização do AoA, a função de

transformação adotada, denotada por 𝑡𝑎(𝑥), é dada por

𝑡𝑎(𝑥) = 1
1 + 𝑒𝑥

. (5.3)
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Figura 15 – Diagrama ilustrativo do processo de construção do conjunto de treinamento
(referente a cada grupo 𝐺𝑖 de ERBs) do algoritmo de ML.

A Fig. 15 mostra o diagrama do processo de formação de conjuntos de treinamento

considerando 𝑁𝑝 grupos de ERBs. Qualquer algoritmo de regressão pode ser treinado,

mas o algoritmo 𝑘-NN foi escolhido devido ao seu bom desempenho em problemas de

localização (WANG et al., 2016; GUO et al., 2018). O conjunto de treinamento é criado a

partir de medições de dados (RSSI, PD, latitude e longitude) coletadas no campo e dados

fixos (coordenadas geográficas de cada grupo de ERBs). Para gerar esse conjunto, foi

desenvolvido um programa de parser usando a linguagem Python, para extrair e processar

os dados.

Ainda na Fig. 15, podemos ver que os atributos do conjunto de treinamento são com-

postos pelas diferenças de RSSI e PD. Considerando a ℓ-ésima amostra coletada no campo,

o vetor de diferenças de RSSI Δℓ = {Δ(𝑢𝑗)
ℓ,𝑖 } é calculado, sendo seus elementos dados por

Δ(𝑢𝑗)
ℓ,𝑖 = 𝑃

(𝑢)
ℓ,𝑖 − 𝑃

(𝑗)
ℓ,𝑖 , 𝑢, 𝑗 = 1, 2, . . . , 𝑁𝑒, 𝑢 ̸= 𝑗, 𝑢 < 𝑗 , (5.4)

em que 𝑃
(𝑢)
ℓ,𝑖 e 𝑃

(𝑗)
ℓ,𝑖 são os RSSIs das 𝑢-ésima e 𝑗-ésima ERBs, respectivamente, as quais

pertencem ao grupo 𝐺𝑖 , 𝑖 = 1, . . . , 𝑁𝑝. Assim, as diferenças de RSSI são coletadas para

ERBs que estão no mesmo grupo. Ademais, temos o vetor de diferenças de PD Tℓ, que
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também é usado no conjunto de treinamento, e seus elementos 𝜏
(𝑚𝑛)
ℓ são definidos como

𝜏
(𝑚𝑛)
ℓ = 𝛾

(𝑚)
ℓ − 𝛾

(𝑛)
ℓ , 𝑚, 𝑛 = 1, 2, . . . , 𝑁𝑝; 𝑚 ̸= 𝑛, 𝑚 < 𝑛, (5.5)

em que 𝛾
(𝑚)
ℓ e 𝛾

(𝑛)
ℓ são os menores PDs relacionados aos grupos 𝐺𝑚 and 𝐺𝑛, respectiva-

mente. Vale ressaltar que as diferenças de PDs referem-se apenas a grupos distintos de

ERBs. O menor PD é considerado, pois é muito provável que a ERB com o menor atraso

possua a melhor linha de visada em relação ao ponto de medição.

Considere agora o exemplo no qual temos 𝑁𝑝 = 3 grupos de 𝑁𝑒 = 3 ERBs. Nesse

cenário, temos o vetor de diferenças de RSSI

Δℓ = {Δ(12)
ℓ,1 ; Δ(13)

ℓ,1 ; Δ(23)
ℓ,1 ; Δ(12)

ℓ,2 ; Δ(13)
ℓ,2 ; Δ(23)

ℓ,2 ; Δ(12)
ℓ,3 ; Δ(13)

ℓ,3 ; Δ(23)
ℓ,3 } ,

ou seja, temos o número de combinações de tamanho 2 a partir de 𝑁𝑒 elementos distintos

para cada grupo de ERBs. De maneira semelhante, temos um conjunto de diferenças de

PD

Tℓ = {𝜏 (12)
ℓ ; 𝜏

(13)
ℓ ; 𝜏

(23)
ℓ }

com diferentes combinações de tamanho 2 utilizando os 𝑁𝑝 elementos.

Ao término da construção do conjunto de treinamento, os dados de treinamento con-

sistem em 𝐿 vetores compostos pelas diferenças de RSSI {Δℓ}𝐿
ℓ=1 e diferenças de PD

{Tℓ}𝐿
ℓ=1. É importante mencionar que as diferenças de RSSI são usadas para permitir

localizações indoor e outdoor. A ideia básica de usar a diferença de RSSI, e não o valor

absoluto diretamente, é que as atenuações sofridas pelos sinais devido às barreiras físicas

do ambiente serão aproximadamente iguais, pois os sinais de RF têm o mesmo ponto de

origem e aproximadamente as mesmas frequências (ANDERSEN; RAPPAPORT, 1995).

Outro aspecto relevante é que o valor absoluto dos níveis de RSSI pode variar depen-

dendo do fabricante do dispositivo móvel ou até mesmo do modelo utilizado. Essa variação

pode limitar a acurácia dos sistemas de posicionamento baseados em FP (HUANG; LIN,
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2020; LUI et al., 2011). No entanto, a influência dessa variação no nível do sinal diminui

quando as diferenças de RSSI são assumidas, uma vez que estas permanecem praticamente

inalteradas, apesar da variação do nível absoluto do sinal (HOSSAIN et al., 2011).

O quarto passo da técnica proposta é gerar o CDB associado à área de localização. O

CDB é definido como o espaço de busca geral, representado pelo conjunto 𝑆 de 3-tuplas,

dado por

𝑆 = {(p𝑔, Θ𝑔, t𝑔) ∈ 𝑅2 ×𝑅𝑁𝑝 ×𝑅𝑊 , 𝑔 = 1, 2, . . . , 𝑞} , (5.6)

em que o vetor p𝑔 = [𝑝(𝑎)
𝑔 , 𝑝(𝑏)

𝑔 ] representa as coordenadas geográficas da 𝑔-ésima quadrícula

do grid de localização, sendo 𝑝(𝑎)
𝑔 a longitude e 𝑝(𝑏)

𝑔 , a latitude do centro da quadrícula.

Além disso, o vetor

Θ𝑔 = {𝜃𝑔,𝑖}, 𝑖 = 1, 2, . . . , 𝑁𝑝 ,

representa o ângulo horizontal da 𝑔-ésima quadrícula em relação a cada um dos 𝑁𝑝 grupos.

A Fig. 16 ilustra como o ângulo horizontal 𝜃𝑔,𝑖 é medido no sentido horário, tendo o Norte

Verdadeiro como referência. Finalmente, o vetor

t𝑔 = {𝜏 (𝑚𝑛)
𝑔 }, 𝑚, 𝑛 = 1, 2, . . . , 𝑁𝑝; 𝑚 ̸= 𝑛, 𝑚 < 𝑛

representa as diferenças de PD para cada par de grupos de ERBs, em que a dimensão

de t𝑔 , denotada por 𝑊 em (5.6), é a combinação dois a dois de 𝑁𝑝 elementos distintos

(grupos de ERBs).

A fase on-line tem início com o quinto passo, no qual o RSSI e o PD da EM procurada,

denotados por

P𝑀𝑈 = {𝑃 (𝑢)
𝑀𝑈,𝑖} , 𝑖 = 1, . . . , 𝑁𝑝; 𝑢 = 1, . . . , 𝑁𝑒

e

Γ𝑀𝑈 = {𝛾𝑀𝑈,𝑖} , 𝑖 = 1, . . . , 𝑁𝑝 ,

respectivamente, são medidos. O RSSI 𝑃
(𝑢)
𝑀𝑈,𝑖 é a medição da intensidade do nível de sinal

de RF que a EM recebe em relação à 𝑢-ésima ERB, pertencente ao grupo 𝐺𝑖, enquanto



90

Norte Verdadeiro

G

θ g , i

i

Figura 16 – Geração do CDB: Azimute 𝜃𝑔,𝑖 da 𝑔-ésima quadrícula do grid em relação ao
grupo 𝐺𝑖.

que 𝛾𝑀𝑈,𝑖 é o PD medido em relação ao 𝑖-ésimo grupo de ERBs. Ambas as medidas são

obtidas por meio da rede de acesso, como detalhado em (CAMPOS; LOVISOLO, 2011).

Dadas as medições em relação à EM procurada, o vetor de diferenças de RSSI Δ𝑀𝑈 =

{Δ(𝑢𝑗)
𝑀𝑈,𝑖} é obtido, cujos elementos são dados por

Δ(𝑢𝑗)
𝑀𝑈,𝑖 = 𝑃

(𝑢)
𝑀𝑈,𝑖 − 𝑃

(𝑗)
𝑀𝑈,𝑖 , 𝑢, 𝑗 = 1, 2, . . . , 𝑁𝑒, 𝑢 ̸= 𝑗, 𝑢 < 𝑗 , (5.7)

enquanto que o vetor de diferenças de PD T𝑀𝑈 tem seus elementos 𝜏
(𝑚𝑛)
𝑀𝑈 dados por

𝜏
(𝑚𝑛)
𝑀𝑈 = 𝛾

(𝑚)
𝑀𝑈 − 𝛾

(𝑛)
𝑀𝑈 , 𝑚, 𝑛 = 1, 2, . . . , 𝑁𝑝, 𝑚 ̸= 𝑛, 𝑚 < 𝑛 . (5.8)

Após o cálculo de Δ𝑀𝑈 e T𝑀𝑈 , esses vetores são usados como entradas para as funções

hipótese 𝑓𝑖(·) com o objetivo de realizar a predição dos 𝑁 ângulos horizontais, um para

cada grupo 𝐺𝑖, denotados por

̂︀Θ𝑀𝑈 = {̂︀𝜃𝑀𝑈,𝑖}, 𝑖 = 1, 2, . . . , 𝑁𝑝 .

Depois da previsão dos ângulos horizontais da EM, o próximo passo é aplicar o Al-

goritmo 9 para reduzir a área de busca 𝑆 usando o filtro de CDB (CAMPOS; LOVISOLO,

2011). A ideia central do Algoritmo 9 é maximizar o número de correspondências entre

os PDs esperados e medidos. Assim, considerando todas as quadrículas do grid, o algo-

ritmo tem início pela obtenção do número máximo de correspondências 𝑛𝑚𝑎𝑥 de modo que
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Algoritmo 9: Filtro CDB para gerar a área de busca reduzida 𝑆𝑟

Entrada:
T𝑀𝑈 , vetor de diferenças de PD referente à EM
𝑆, área de localização com 𝑞 quadrículas

Saída:
𝑆𝑟, Área de busca reduzida

1 início
2 𝑛𝑚𝑎𝑥 ← número máximo de acertos (todas as quadrículas)
3 𝑚𝑔 ← NrMatches(T𝑀𝑈 , T𝑔), 𝑔 = 1, 2, . . . , 𝑞
4 se 𝑛𝑚𝑎𝑥 > 0 então
5 𝑆𝑟 ← quadrículas com 𝑚𝑔 = 𝑛𝑚𝑎𝑥

6 senão
7 𝑆𝑟 ← 𝑆
8 fim
9 fim

10 retorna 𝑆𝑟

𝜏
(𝑚𝑛)
𝑀𝑈 = 𝜏 (𝑚𝑛)

𝑔 , em que 𝜏
(𝑚𝑛)
𝑀𝑈 é a diferença de PDs medidos entre os grupos 𝐺𝑚 e 𝐺𝑛 e 𝜏 (𝑚𝑛)

𝑔

é a diferença esperada de PD entre 𝐺𝑚 e 𝐺𝑛 para a 𝑔-ésima quadrícula. Em seguida, todas

as quadrículas em que o número de correspondências entre os vetores T𝑀𝑈 e T𝑔 é igual

a 𝑛𝑚𝑎𝑥, são incluídas no subconjunto 𝑆𝑟 (linha 5). Se 𝑛𝑚𝑎𝑥 = 0, não há espaço reduzido e

o espaço completo 𝑆 é atribuído a 𝑆𝑟 (linha 7). Nesse caso, a área de localização original

𝑆 é obtida como saída do Algoritmo 9.

O último passo da técnica proposta, conforme Algoritmo 8, é estimar a posição da

EM usando distância Euclidiana como medida de similaridade. A distância Euclidiana 𝑑𝑔

entre os vetores ̂︀Θ𝑀𝑈 e Θ𝑔 pode ser expressa como

𝑑𝑔 =

⎯⎸⎸⎷𝑁𝑝∑︁
𝑖=1

(︁̂︀𝜃𝑀𝑈,𝑖 − 𝜃𝑔,𝑖

)︁2
, 𝑔 = 1, 2, . . . , 𝑞 , (5.9)

em que ̂︀𝜃𝑀𝑈,𝑖 é o ângulo horizontal previsto da EM em relação ao grupo 𝐺𝑖 e 𝜃𝑔,𝑖 é o

azimute da 𝑔-ésima quadrícula em relação ao grupo 𝐺𝑖. Finalmente, a melhor posição

estimada é a quadrícula que possui a menor distância Euclidiana 𝑑𝑔, considerando apenas

as células no espaço reduzido 𝑆𝑟.

Por fim, detalhados os passos para a implementação da técnica de localização proposta,

serão apresentados a seguir os resultados numéricos de uma implementação baseada em
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Figura 17 – Ambiente urbano na cidade de Recife-PE com a indicação das medições do
melhor servidor (best server) e da localização das ERBs.

medições de campo reais obtidas em uma região urbana da cidade de Recife-PE, conside-

rando ambientes indoor e outdoor, tanto ruidosos como não-ruidosos.

5.3.1 Resultados Numéricos

Neste trabalho, o desempenho da técnica de localização proposta é avaliado por meio

de simulações computacionais usando a linguagem Python, com ênfase no pacote scikit-

learn (PEDREGOSA et al., 2011). Os algoritmos utilizados neste trabalho são supervisio-

nados, o que implica necessidade de dados para treinamento. Com isso em mente, foram

realizadas medições indoor e outdoor de RSSIs e PDs do enlace de descida (enlace ERB-

EM) em uma portadora na faixa de 1,8 GHz de uma rede de telefonia celular de terceira

geração (3G) que utiliza a interface aérea por acesso múltiplo por divisão de código de

banda larga (W-CDMA, wideband code-division multiple access). A área de localização

considerada foi uma região urbana de 1, 6 𝑘𝑚2 na cidade de Recife-PE.

As medições outdoor foram obtidas por meio de um drive test. A Fig. 17 ilustra a

região da cidade onde foram realizadas as medições. Os quadrados amarelos indicam as
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Térreo 1º Andar

Pontos de Medição de RSSI e PD

Figura 18 – Planta baixa do local onde foram realizadas as medições indoor. As medições
estão representadas por círculos vermelhos.

posições dos grupos de ERBs. Os níveis de RSSI, medidos em 𝑑𝐵𝑚, do melhor servidor

(best server) são indicados pela legenda de cores. No total, foram realizadas 6.615 medições

externas.

Em relação às medições indoor, foram realizadas 3.064 medições internas no Centro

de Informática da UFPE, as quais estão distribuídas em dez pontos diferentes. A Fig. 18

apresenta a planta baixa do prédio no qual foram realizadas as medições. Os pontos de

medições de RSSI e PD são representados por círculos vermelhos. Todas as medições

indoor e outdoor foram realizadas com um equipamento scanner DRT4301A fabricado

pela DRT (Digital Receiver Technology)1.

Para comparar a acurácia da técnica proposta com a técnica de FP baseada em níveis

absolutos de RSSI, ambas as técnicas foram implementadas. A primeira implementação é a

nossa proposta, a qual é descrita no Algoritmo 8 e é denominada como Fingerprinting ba-

seado no ângulo de chegada (FP-AoA). A segunda implementação é a abordagem clássica

de FP mostrada em (CAMPOS; LOVISOLO, 2011), que é denominada como Fingerprinting
1 <http://www.drti.com/>

http://www.drti.com/
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Figura 19 – ERBs consideradas para cada cenário: (a) SCE-4, (b) SCE-6 e (c) SCE-9.

baseado no indicador de intensidade do nível de sinal (FP-RSSI). Em relação a ambos

os métodos, vale mencionar dois detalhes sobre a implementação: (i) o algoritmo 𝑘-NN é

usado para construir o CDB; (ii) o procedimento descrito no Algoritmo 9 é empregado

para reduzir o espaço de busca.

As duas técnicas mencionadas anteriormente foram implantadas em três cenários di-

ferentes relacionados ao número de ERBs na área urbana mostrada na Fig. 17. Esses

cenários são nomeados como SCE-𝑁𝑏, em que 𝑁𝑏 representa o número total de ERBs na

área de localização. A Fig. 19 ilustra todos os cenários considerados neste trabalho. Por

exemplo, a Fig. 19(a) indica que quatro ERBs são usadas (duas do grupo 𝐺1 e duas do

grupo 𝐺2). Os setores circulares de cor cinza representam as antenas, uma por ERB, com

um ângulo horizontal de 63∘. Além disso, para todos os grupos, os azimutes das antenas

são 0∘, 120∘ e 240∘. O azimute 0∘ é indicado na Fig. 19(b). Os outros azimutes (120∘ e

240∘) são medidos no sentido horário a partir do azimute 0∘. Os cenários SCE-4 e SCE-9

seguem a mesma orientação de azimute que o cenário SCE-6.

Ainda na Fig. 19, podemos ver que várias combinações de ERBs para os cenários

SCE-4 e SCE-6 são viáveis. Vamos assumir a notação 𝐺𝑖(𝐴𝑢, 𝐴𝑗), em que 𝐴𝑢 e 𝐴𝑗 indi-

cam, respectivamente, os azimutes da 𝑢-ésima e 𝑗-ésima ERB do grupo 𝐺𝑖. Por exemplo,

no cenário SCE-4, uma combinação possível de ERBs é [𝐺1(0∘, 120∘); 𝐺3(0∘, 120∘)]. No

entanto, a combinação de ERBs selecionadas para o cenário SCE-4 em nosso experimento
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foi [𝐺1(120∘, 240∘);

𝐺2(0∘, 240∘)]. Para o cenário SCE-6, a melhor combinação considera todas as ERBs dos

grupos 𝐺1 e 𝐺2, enquanto que para o cenário SCE-9, todas as ERBs de todos os grupos

representam a melhor configuração. A razão para escolher as configurações mencionadas

anteriormente (e mostradas na Fig. 19) é o fato de a técnica FP-RSSI ter tido o melhor

ajuste (tuning) com essas configurações. Devido ao alto consumo de tempo em testar as

configurações, a seleção das ERBs foi feita usando apenas 50% das amostras, as quais

foram escolhidas aleatoriamente.

Para treinar os modelos de ML, 6.615 medições outdoor foram realizadas experimen-

talmente e divididas em dois subconjuntos: um conjunto de dados de treinamento com

90 % das medições e um conjunto de dados de teste com os 10 % restantes . Além disso,

3.064 medições indoor foram realizadas para verificar a acurácia dos métodos de locali-

zação para usuários em um ambiente indoor. Vale ressaltar que as medições indoor são

usadas apenas para o estágio de teste.

Para comparar as técnicas de localização FP-AoA e FP-RSSI, definimos o erro de

predição de posição 𝜂 como a diferença (em metros) entre os pontos reais e os predi-

tos. A técnica de validação denominada validação cruzada (cross-validation) é aplicada

para verificar a capacidade de generalização das técnicas de localização. Neste trabalho,

consideramos 𝐾 = 10 e o erro médio de predição de posição 𝜂 definido como

𝜂 =

⎯⎸⎸⎸⎷ 1
𝐾

𝐾∑︁
𝑗=1

𝜂𝑗 , (5.10)

em que 𝜂𝑗 é o erro de predição de posição para o 𝑗-ésimo fold de teste.

Além da capacidade de generalização, outro aspecto importante é o comportamento

da técnica de localização na presença de outliers2. Esses valores discrepantes podem ser

gerados pelos efeitos de difração, reflexão ou absorção das ondas devido à existência de

edifícios e outros obstáculos no ambiente. Portanto, para verificar o impacto dos outliers,
2 Valor atípico (outlier) é uma observação que apresenta um grande afastamento em relação aos demais

pontos da série.
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Tabela 13 – Erro médio de predição de posição 𝜂, medido em metros, para as técnicas
de localização FP-AoA e FP-RSSI nos ambientes outdoor, indoor e indoor-
outdoor, ruidosos (R) e não-ruidosos (N-R). A média é obtida por meio de
validação cruzada com 𝑘 = 10 folds e considerando os cenários SCE-4, SCE-6
e SCE-9.

SCE-4 SCE-6 SCE-9
Ambiente Tec. Loc. (N-R) (R) (N-R) (R) (N-R) (R)

Indoor-Outdoor
FP-AoA 107,02 127,51 102,51 140,22 71,91 71,91
FP-RSSI 127,94 150,22 129,58 150,41 84,74 84,74

Outdoor
FP-AoA 85,17 115,78 82,94 132,75 57,78 57,78
FP-RSSI 96,45 162,41 91,45 165,14 47,65 47,65

Indoor
FP-AoA 117,12 126,08 111,55 143,68 78,45 78,45
FP-RSSI 142,50 144,58 147,08 143,60 101,88 101,88

assumimos essas variações como um ruído que segue uma distribuição de Rayleigh com

média de 12 dB e desvio padrão igual a 7 dB, para simular diferentes níveis de ruído nas

medições da EM (SUZUKI, 1977). Consideramos que essa distribuição de Rayleigh simula

uma mudança abrupta no ambiente do usuário, pois esses parâmetros podem ser vistos

como a atenuação média devido à construção de paredes (YARKONY; BLAUNSTEIN, 2006;

SEIDEL; RAPPAPORT, 1992). Logo, por uma questão de simplicidade, usaremos apenas

ruído para nos referir à distribuição de Rayleigh mencionada anteriormente.

A Tab. 13 mostra o erro médio de predição de posição 𝜂 (em metros), definido em

(5.10), para as técnicas de localização FP-AoA e FP-RSSI em relação aos 10 folds da

validação cruzada. É importante destacar que quanto menor o erro de predição, melhor

a acurácia da técnica de localização. Assumimos três cenários quanto ao número de ERB

consideradas, conforme ilustrado na Fig. 19. Para cada cenário, há três ambientes onde a

EM procurada se encontra: (i) outdoor, quando a EM não está dentro de alguma edifica-

ção; (ii) indoor, quando a EM está no interior de alguma edificação; e (iii) indoor-outdoor,

quando a EM pode estar ao ar livre ou dentro de uma edificação. Por fim, para cada cenário

e ambiente, podemos ter ou não a presença de ruído. Conforme explicado anteriormente, a

presença de ruído nas medições é modelada por uma distribuição de Rayleigh com média
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de 12 dB e desvio padrão de 7 dB. Dessa forma, os ambientes ruidosos e não-ruidosos são

identificados por (R) e (N-R), respectivamente.

Inicialmente, podemos ver que, na maioria dos casos, a técnica FP-AoA supera a téc-

nica FP-RSSI, com exceção dos cenários SCE-6 indoor e SCE-9 outdoor. Em seguida,

podemos observar que, em geral, as acurácias das técnicas FP-AoA e FP-RSSI se tornam

melhores com o aumento do número de ERBs. Por exemplo, considerando apenas o am-

biente outdoor sem ruído, a técnica FP-AoA tem um melhor desempenho nos cenários

SCE-4 e SCE-6, para os quais a técnica FP-AoA fornece erros médios de predição de

85, 17 𝑚 e 82, 94 𝑚, respectivamente. Para os mesmos cenários, a técnica FP-RSSI atinge

𝜂 = 96, 45 𝑚 para o SCE-4 e 𝜂 = 91, 45 𝑚 para o SCE-6. Dessa maneira, podemos ver

que a mudança de cenário (de SCE-4 para SCE-6) gera, no máximo, uma diferença de

erro de predição de 5, 0 𝑚 quando a técnica FP-RSSI é aplicada. Por outro lado, quando

são consideradas nove ERBs (SCE-9), a técnica FP-RSSI supera a técnica FP-AoA, com

erros médios de predição de 𝜂 = 47, 65 𝑚 para o primeiro e 𝜂 = 57, 78 𝑚 para o segundo.

Ainda na Tab. 13, podemos notar que as duas técnicas de localização tem sua acu-

rácia comprometida nos cenários SCE-4 e SCE-6, ambos outdoor, quando a presença do

ruído é considerada. Para a técnica FP-AoA, o erro médio de predição aumenta 35,9%

(85, 17 𝑚 para 115, 78 𝑚) para o cenário SCE-4 e 60% (82, 94 𝑚 para 132, 75 𝑚) para o

cenário SCE-6. Por outro lado, o aumento de 𝜂 é ainda maior para a técnica FP-RSSI,

onde temos um incremento de 68, 4% (96, 45 𝑚 para 162, 41 𝑚) e 80, 6% (91, 4 𝑚 para

165, 14 𝑚) para os cenários SCE-4 e SCE-6, respectivamente. Portanto, nos cenários SCE-

4 e SCE-6, ambos outdoor, a técnica de localização FP-RSSI é mais sensível ao ruído que

a técnica FP-AoA. No entanto, quando o cenário SCE-9 é assumido, ambas as técnicas

não são sensíveis ao ruído. Essa característica pode ser explicada por meio da análise

do comportamento do Algoritmo 9. Esse algoritmo é responsável por reduzir a área de

busca usando diferenças de PD. Assim, um alto número de ERBs implica um filtro mais
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Figura 20 – Aumento do erro médio de predição (em %) para as técnicas FP-AoA e FP-
RSSI em todos os cenários (ruidosos e não-ruidosos), quando a EM procurada
se desloca do ambiente outdoor para o indoor.

restritivo e, consequentemente, uma área reduzida menor, minimizando o efeito causado

pelo ruído.

Considerando apenas o ambiente indoor, podemos ver que, na maioria dos casos, o

erro de predição da técnica FP-AoA é menor que o erro da técnica FP-RSSI, no intervalo

de 12, 8% a 24, 6%, conforme pode ser calculado a partir dos dados da Tab. 13. Nesse

caso, vale ressaltar que a FP-AoA é uma técnica de localização outdoor que pode ser

usada mesmo se a EM estiver em um ambiente indoor. Em outras palavras, apesar de

a técnica FP-AoA ter sido originalmente projetada para localização outdoor, podemos

aplicá-la para predizer a posição da EM dentro de um ambiente indoor (não de maneira

exata, pois não é possível identificar o andar no caso de edifícios).

Como esperávamos, o desempenho de ambas as técnicas de localização piora quando a

EM procurada passa de um ambiente outdoor para um indoor. Em vista disso, a Fig. 20

mostra o aumento do erro de predição (em %) para as técnicas de localização FP-AoA e



99

Am
bi

en
te

 s
em

 R
uí

do
Am

bi
en

te
  c

om
 R

uí
do

SCE−4 SCE−9

0

100

200

300

400

500

0

100

200

300

400

500

SCE−6 
Cenários

η

Método
FP−AoA

FP−RSSI

Figura 21 – Distribuição do erro de predição de posição 𝜂 (em metros) para as técnicas
FP-AoA e FP-RSSI para os ambientes indoor-outdoor, ruidoso e não-ruidoso,
em todos os cenários.

FP-RSSI em todos os cenários ruidosos e não-ruidosos, quando a EM se move de um am-

biente outdoor para um ambiente indoor. Podemos ver que o erro de predição da técnica

FP-RSSI tem aumentos percentuais maiores do que os da técnica FP-AoA para todos os

cenários, onde o aumento mais significativo ocorre no cenário SCE-6 não-ruidoso. Nesse

caso, a técnica FP-RSSI tem um aumento de 60, 83% (de 91, 45 𝑚 para 147, 08 𝑚). Tam-

bém na Fig. 20, é possível observar que os aumentos do erro são menores em ambientes

ruidosos, exceto no cenário SCE-9. Isso não significa que as técnicas de localização funci-

onam melhor em um ambiente ruidoso, mas que a redução do espaço de busca se torna

mais relevante para as técnicas FP-AoA e FP-RSSI. Portanto, o algoritmo de redução

de espaço de busca desempenha um papel essencial em ambientes ruidosos e o tipo de

mudança de ambiente tem um efeito menor sobre o algoritmo, uma vez que ele depende

de PD do grupo.

Em relação aos algoritmos de predição (técnicas de localização incluídas), é muito im-
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portante analisar a variação do erro. A Fig. 21 mostra a distribuição do erro de predição

de posição 𝜂 para as técnicas FP-AoA e FP-RSSI em ambientes indoor e outdoor ruido-

sos e não ruidosos para todos os cenários usando box plots. Devido à técnica de validação

cruzada, todas as instâncias (amostras indoor e outdoor) são usadas como instâncias de

teste em um dos dez folds. No box plot, um aspecto importante é o intervalo de distribui-

ção (altura da caixa) dos erros de predição. Quanto menor a largura da caixa, maior a

estabilidade da técnica de localização. Na Fig. 21, vemos que, para ambas as técnicas de

localização, há um intervalo mais restrito para o cenário SCE-9. Portanto, as predições

para ambos os algoritmos são mais estáveis quando comparamos o cenário SCE-9 com

os outros cenários. Além disso, ainda no cenário SCE-9, observamos que as predições de

FP-RSSI são menos instáveis do que as da técnica FP-AoA. Por outro lado, para os ce-

nários SCE-4 e SCE-6, os intervalos de predições da técnica FP-AoA são mais restritos

que os da técnica FP-RSSI em ambientes não ruidosos. Para os cenários SCE-4 e SCE-6

não-ruidosos, podemos assumir que as técnicas de localização são equivalentes em termos

de estabilidade.

Outro aspecto importante a ser analisado é a capacidade de generalização das técni-

cas de localização. Neste trabalho, como explicado anteriormente, a técnica de validação

cruzada com 𝐾 = 10 é usada para verificar a capacidade de generalização das técnicas de

localização FP-AoA e FP-RSSI. Assim, podemos verificar o desempenho de cada abor-

dagem de localização para diferentes conjuntos de dados. A Fig. 22 ilustra, em forma

de uma matriz de gráficos, o erro de predição de posição 𝜂𝑗 para ambas as técnicas de

localização, considerando todos os ambientes ruidosos e não-ruidosos (indoor, outdoor e

indoor-outdoor) e cenários (SCE-4, SCE -6 e SCE-9) para cada um dos dez folds da va-

lidação cruzada. A técnica FP-AoA é representada pelas linhas em cor azul, enquanto a

técnica FP-RSSI pelas linhas em cor laranja. Em relação à presença/ausência de ruído, as

linhas tracejadas representam ambientes ruidosos, enquanto as linhas sólidas representam
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Figura 22 – Erro médio de predição de posição (em metros) para ambas as técnicas de
localização, considerando todos os ambientes ruidosos e não-ruidosos (indoor,
outdoor e indoor-outdoor) e cenários (SCE-4, SCE-6 e SCE-9) para cada fold
da validação cruzada.

ambientes não-ruidosos. Dado um cenário, um ambiente e uma técnica de localização es-

pecífica, a sensibilidade ao ruído representa a variação da acurácia devido à presença do

ruído. Na Fig. 22, a sensibilidade ao ruído pode ser vista como a distância entre linhas

sólidas e tracejadas correspondentes à mesma técnica. Quanto menor a distância entre as

curvas, menos sensível ao ruído é a técnica de localização. Portanto, ambas as técnicas

de localização são insensíveis ao ruído em todos os ambientes (indoor, outdoor e indoor-

outdoor), como podemos observar na Fig. 22, para o cenário SCE-9 (terceira linha da

matriz de gráficos), uma vez que as linhas sólidas e tracejadas estão sobrepostas.

Para o ambiente outdoor no cenário SCE-9, vemos que o erro de predição é menor para

a técnica FP-RSSI tanto na presença quanto na ausência de ruído. Quando mudamos do

cenário SCE-9 outdoor para outros cenários, percebemos que a técnica FP-AoA apresenta
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Figura 23 – Função de distribuição cumulativa do erro de predição de posição para ambas
as técnicas de localização, considerando os ambientes indoor-outdoor ruidosos
e não-ruidosos, para todos os cenários (SCE-4, SCE-6 e SCE-9).

uma acurácia maior, especialmente no cenário SCE-4 para ambientes ruidosos e não-

ruidosos. Por sua vez, quando o usuário muda de ambiente (de outdoor para indoor), em

geral, a técnica FP-AoA exibe um erro de predição menor que a técnica FP-RSSI, tanto

para condições ruidosas como para não-ruidosas.

De acordo com a FCC (Federal Communications Commission), para sistemas de lo-

calização baseados em rede celular, qualquer EM que faça chamadas de emergência 911

(E-911) deve ser localizada com uma acurácia até 100 𝑚 (67% dos casos) e até 300 𝑚

para 90% dos casos (FCC, 2010). Dado que a Fig. 23 representa a função de distribuição

cumulativa do erro de predição de posição para ambas as técnicas de localização, conside-

rando os ambientes indoor-outdoor ruidosos e não-ruidosos para os cenários SCE-4 (lado

esquerdo), SCE- 6 (centro) e SCE-9 (lado direito). As duas linhas tracejadas horizontais

da Fig. 23 representam os percentis 67% e 90%, enquanto a região cinza em cada gráfico

representa a área fora dos requisitos de acurácia de localização do E-911. É possível ob-

servar que apenas a técnica FP-AoA (linha em cor azul no caso do cenário SCE-9) supera
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Figura 24 – Tempo médio de treinamento normalizado para técnicas de localização FP-
AoA e FP-RSSI em ambientes indoor-outdoor não-ruidosos para todos os
cenários. O método FP-RSSI para o cenário SCE-4 é assumido como referên-
cia.

as especificações de acurácia do E-911. Apesar disso, acreditamos que outros algoritmos

de ML podem ser usados para melhorar o desempenho das duas técnicas de localização,

ascendendo as especificações da (FCC, 2010).

Outro aspecto importante de qualquer sistema de localização é sua escalabilidade,

especialmente com o avanço da tecnologia Big Data em redes celulares de próxima gera-

ção (LI et al., 2019b; SULTAN; ALI; ZHANG, 2018). Dado esse contexto, usamos o tempo de

processamento gasto nos estágios de treinamento e predição do modelo para analisar a

escalabilidade das técnicas. A Fig. 24 mostra o tempo médio de treinamento normalizado

para as técnicas FP-AoA e FP-RSSI em todos os cenários indoor-outdoor não-ruidosos,

usando arquiteturas computacionais com processamento de núcleo único (single-core) e

multinúcleo (multi-core). Tais arquiteturas são examinadas para verificar a capacidade de

paralelismo de cada técnica de localização. Assumimos a técnica FP-RSSI para o cenário
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SCE-4 como benchmark, indicado na Fig. 24 pelas barras com asterisco (*). Como os tem-

pos gastos na predição foram quase os mesmos para as duas técnicas de localização (uma

variação menor que 2%), concentramos nossa análise apenas nos tempos de treinamento.

Para o cenário SCE-4, observa-se que a técnica FP-AoA possui um tempo de trei-

namento 11,83% menor que o valor de referência para uma arquitetura de núcleo único.

Quando uma arquitetura multinúcleo é assumida, a redução do tempo de treinamento

atinge 39,25%. Esse fato combinado à melhoria de desempenho (menor previsão de erro)

oferece vantagens relevantes à técnica FP-AoA, quando aplicado em redes celulares menos

densas, tais como as redes rurais e suburbanas.

Com relação à arquitetura de núcleo único, podemos ver que o tempo de treinamento

para a técnica FP-AoA aumenta exponencialmente quando passamos do cenário SCE-4

para o SCE-9. Esse comportamento é explicado pelo aumento no número de atributos

(features) que afetam o tempo de execução do regressor 𝑘-NN. Ao mesmo tempo, quando

o cenário SCE-9 é assumido, um novo grupo de ERBs é incluído, o que faz com que

o método FP-AoA calcule um ângulo horizontal adicional para realizar a previsão da

localização. Em relação à técnica FP-RSSI, o aumento no tempo de treinamento é menor

do que o aumento na técnica FP-AoA. Nesse caso, diferente da técnica FP-AoA, a taxa

de crescimento do tempo de treinamento está ligada somente ao aumento do número de

atributos.

Na arquitetura multinúcleo (parte inferior da Fig. 24) e considerando a técnica FP-

AoA, percebe-se que a taxa de crescimento do tempo de treinamento devido à adição de

ERBs é mais suave quando comparada à arquitetura com um único núcleo de processa-

mento. A principal razão para esse comportamento é que o grid de localização, mostrado

na Fig. 14, pode ser construído independentemente dos modelos de regressores para a téc-

nica FP-AoA. Dessa forma, é possível paralelizar as tarefas de treinamento do modelo de

ML e a construção do grid de localização, o que favorece a escalabilidade para aplicação
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em redes de próxima geração fortemente dependentes de uma grande quantidade de dados.

Além disso, o paralelismo pode ser uma grande vantagem para a aplicação de aprendizado

automático de máquina (Auto-ML, auto machine learning) (QUANMING et al., 2018). Os

frameworks de Auto-ML podem procurar os melhores modelos de ML automaticamente,

sem recriar o grid de localização para cada modelo testado.

Finalmente, para verificar se as diferenças entre a acurácia das técnicas de localização

são estatisticamente relevantes, é aplicado o teste de rank não paramétrico de Kruskal-

Wallis, que estende o teste de Wilcoxon para mais de duas séries (VERZANI, 2018). A hi-

pótese nula 𝐻0 é aquela em que todos os métodos são equivalentes e a hipótese alternativa

𝐻1 é aquela em que há alguma diferença entre as técnicas. Para o teste de Kruskal-Wallis

realizado em todos os conjuntos de dados com um nível de confiança 𝛼 = 0, 05, o valor-𝑝

obtido foi de 2, 2 · 10−16. Assim, como 𝑝 << 𝛼, a hipótese 𝐻0 pode ser rejeitada e pelo

menos duas abordagens diferem.

A partir dos resultados do teste de Kruskal-Wallis, sabemos que existem diferenças

entre as técnicas de localização, mas não é possível afirmar quais pares de técnicas são

diferentes. Nesse caso, podemos usar o teste da soma de rank de Wilcoxon com correções

para testes múltiplos com 𝛼 = 0, 05 para fazer comparações pareadas (BENJAMINI; HOCH-

BERG, 1995). Foi obtido um valor-𝑝 ajustado menor que 𝛼 para todos os pares, exceto para

o par FP-RSSI SCE-4 e FP-RSSI SCE-6, com um valor-𝑝 ajustado igual a 0, 535. Esse

valor-𝑝 indica que as técnicas FP-RSSI mencionadas anteriormente são estatisticamente

equivalentes.

5.4 APLICAÇÃO DO MÉTODO DYSEREK EM FP ANGULAR

Nesta Seção, o método DySEREK, apresentado no Capítulo 4, é utilizado como regressor

na implementação da técnica de localização baseada em FP angular. O algoritmo 𝑘-NN

é utilizado como regressor base do método DySEREK e os regressores são ajustados

(tuning) por meio de validação cruzada com 𝐾 = 10 (10-cross-validation) e o melhor 𝑘
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do algoritmo 𝑘-NN sendo procurado no intervalo [1, 7].

Além do ajuste do algoritmo 𝑘-NN, é necessário também realizar uma busca para

encontrar os melhores parâmetros para o método DySEREK. Como visto no Capítulo 4,

há um grande número de combinações possíveis. Assim, os resultados apresentados na

Seção 4.3 serão utilizados para restringir a escolha dos parâmetros do método DySEREK.

Em particular, o dataset AirQuality pode ser utilizado como paradigma, pois, conside-

rando os tipos de atributos e a quantidade de instâncias, é o dataset que possui maior

similaridade com o conjunto de dados utilizado para predição do ângulo horizontal do

usuário móvel em relação às ERBs. Nesse caso, o pool será formado por 128 regressores,

pois foi a configuração que apresentou melhor desempenho no dataset AirQuality. Além

disso, em média, os melhores resultados foram obtidos nas variantes do método DySE-

REK que utilizaram pesos (Dy-EW e Dy-UW). Assim, nesse contexto, a Tab. 14 mostra

os parâmetros e respectivos valores utilizados no ajuste do método DySEREK para o

problema de localização de usuários em redes sem fio.

Para diferenciar as duas técnicas de localização baseadas em FP angular, iremos de-

notar a que utiliza um conjunto de regressores baseado no método DySEREK de FP-

AoA-Dy. A segunda técnica é aquela que foi apresentada na Seção 5.3, a qual utiliza

um único regressor 𝑘-NN (FP-AoA). Em relação aos cenários, são utilizados os cenários

SCE-4, SCE-6 e SCE-9, mesmos cenários apresentados na Seção 5.3, com quatro, seis e

nove ERBs, respectivamente. No que diz respeito ao dataset de medições de RSSI e PD,

Tabela 14 – Parâmetros utilizados para ajuste (tuning) do método DySEREK aplicado à
localização de usuários móveis.

Parâmetro DySEREK Valores utilizados

Tamanho do pool (regressores) 128
Variantes do método Dy-EW, Dy-UW
Hiper-𝑘 5, 7, 9
Tamanho do conjunto de validação 10%, 20%, 30%
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Figura 25 – Diagrama ilustrativo da formação dos datasets DS-25, DS-50, DS-75 e DS-100,
considerando os folds da validação cruzada (𝐾 = 4) nas medições outdoor.

semelhante à técnica FP-AoA, temos 6.015 medições outdoor e 3.064 medições indoor.

Ainda semelhante à técnica FP-AoA, as medições indoor são utilizadas somente como

instâncias de teste, ou seja, não são utilizadas para o treinamento dos regressores.

Para testar a capacidade de generalização das técnicas, foram gerados quatro folds

utilizando validação cruzada com 𝐾 = 4 a partir das medições outdoor. A partir desses

folds, foram criados quatro datasets. A Fig. 25 ilustra a formação dos datasets em função

dos folds gerados. Os datasets são nomeados como DS-𝑋, em que 𝑋 indica o percentual

das instâncias do conjunto de treino utilizadas para treinar os regressores. Por exemplo,

no DS-25, o fold 4 é utilizado como conjunto de teste-outdoor (cor laranja) e 25% das

instâncias dos folds 1, 2 e 3 (cor verde) são utilizadas como instâncias de treino. Para fa-

cilitar o entendimento, os 25% das instâncias de treino são representados dentro do fold 1,

mas na implementação essas instâncias foram escolhidas de forma aleatória, considerando

os folds 1, 2 e 3. Vale ressaltar que as medições (instâncias) indoor são sempre utilizadas
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como instâncias de teste em todos os datasets e formam o conjunto teste-indoor represen-

tado pela cor vermelha na Fig. 25. Para o DS-50, o fold 3 é utilizado como teste-outdoor

e 50% dos folds 1, 2 e 4 são usados para treinar os regressores. O processo de geração

dos conjuntos de treino continua para os datasets DS-75 e DS-100, conforme pode ser

visto na Fig. 25. O objetivo dessa variação no tamanho do conjunto de treino é verificar

o desempenho das técnicas quando poucas medições estiverem disponíveis. Dessa forma,

com exceção do DS-100, nem todas as instâncias reservadas para treino serão utilizadas

efetivamente. Para exemplificar um caso prático que caracteriza a obtenção de poucas

medições de campo, considere a situação de uma operadora de telecomunicações que ne-

cessita realizar o mapeamento de uma região urbana muito densa, na qual há muitas áreas

de difícil acesso. Uma vez que o levantamento completo de medições de sinais referente a

todas as ERB da região é extremamente custoso (tempo e recursos humanos), a opera-

dora acaba por obter uma quantidade menor de medições para a criação de seu modelo

de predição.

A Fig. 26 complementa o entendimento do processo de formação dos datasets, ilus-

trando a variação das quantidades de instâncias (medições) utilizadas para treino e teste

em cada fold. No eixo das abscissas, temos o dataset, enquanto no eixo das ordenadas,

temos a quantidade de instâncias divididas em três grupos, a saber: treino, teste-indoor

e teste-outdoor. Ainda na Fig. 26, é possível visualizar a variação da proporção entre os

conjuntos de treino (cor verde), teste-indoor (cor vermelha) e teste-outdoor (cor laranja).

Por exemplo, no dataset DS-25, o menor conjunto é o de treino (1, 3 mil instâncias),

mas acompanhando o fluxo representado pela cor verde, percebe-se que o conjunto de

treino aumenta até se tornar o maior dos três conjuntos no dataset DS-100, com 5, 2 mil

instâncias.

A Fig. 27 ilustra uma matriz de gráficos com o erro médio de predição de posição,

dado em metros, para cada dataset, em todos os cenários (SCE-4, SCE-6 e SCE-9) e consi-
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Figura 26 – Variação da quantidade de instâncias de treino, teste-indoor e teste-outdoor
para os datasets DS-25, DS-50, DS-75 e DS-100.

derando os ambientes indoor, outdoor e indoor-outdoor. Todos ao ambientes são ruidosos,

com ruído tendo a mesma distribuição definida na Seção 5.3.1. Cada linha da matriz re-

presenta um cenário, enquanto cada coluna está relacionada a um ambiente. Logo, cada

posição da matriz representa um determinado cenário e um ambiente específico, com o

dataset indicado no eixo das abscissas e o erro médio de predição no eixo das ordenadas.

Por último, os resultados da técnica FP-AoA estão representados pelas linhas em cor

azul, enquanto os relativos à técnica FP-AoA-Dy são representados pelas linhas em cor

vermelha.

Observando a Fig. 27, podemos ver que para o ambiente indoor no cenário SCE-4, a

técnica FP-AoA-Dy supera a técnica FP-AoA em todos os datasets, com exceção do DS-

100. Nesse contexto (SCE-4 indoor), a maior diferença ocorreu no DS-50, onde a técnica

FP-AoA-Dy teve um erro médio de posição de 131, 99 𝑚, enquanto a técnica FP-AoA

apresentou um erro médio de 146, 15 𝑚. É interessante notar que quando todo conjunto
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Figura 27 – Erro médio de predição de posição (em metros) para as técnicas FP-AoA e
FP-AoA-Dy, considerando todos os cenários, ambientes e os datasets DS-25,
DS-50, DS-75 e DS-100.

de treino é utilizado (DS-100), a técnica FP-AoA supera a técnica FP-AoA-Dy. Nesse

caso, o primeiro teve um erro médio de 139, 88 𝑚, enquanto o último teve um erro de

144, 36 𝑚.

Ainda no ambiente indoor, mas agora considerando o cenário SCE-6, como pode ser

visto na Fig. 27, a técnica FP-AoA-Dy teve melhor desempenho que a técnica FP-AoA

em todos os datasets, sendo que a maior diferença ocorreu no DS-25. Nesse caso, o erro

médio de posição do FP-AoA-Dy foi de 114, 17 𝑚, sendo 17, 06 𝑚 a menos que o erro

médio obtido pelo FP-AoA, que foi de 131, 23 𝑚.

Quando nove ERBs foram utilizadas no ambiente indoor, a diferença de desempenho

entre as técnicas FP-AoA-Dy e FP-AoA aumentou quando comparada aos cenários SCE-4

e SCE-6, como pode ser visto pelo maior espaçamento entre as linhas na Fig. 27 (terceira

linha e primeira coluna da matriz de gráficos). Nesse contexto, a técnica FP-AoA-Dy

obteve o menor erro médio de posição, no valor de 54, 71 𝑚, no dataset DS-25, enquanto o
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Figura 28 – Mapa de calor com a variação percentual do erro médio de predição de posição
da técnica FP-AoA-Dy em relação à técnica FP-AoA, para todos os cenários
(SCE-4, SCE-6 e SCE-9) e ambientes (indoor, outdoor e indoor-outdoor) es-
tudados, bem como para os datasets considerados (DS-25, DS-50, DS-75 e
DS-100).

FP-AoA teve um erro médio de 70, 30 𝑚. No entanto, vale destacar que a maior diferença

entres os erros médios de posição ocorreu no dataset DS-75, com erros médios de posição

de 59, 55 𝑚 e 92, 08 𝑚 obtidos respectivamente pelas técnicas FP-AoA-Dy e FP-AoA.

Considerando o ambiente outdoor, em geral a diferença de desempenho entre as técni-

cas diminuiu, como pode ser visto pelo menor espaçamento entre as linhas na Fig. 27. No

cenário SCE-4, a técnica FP-AoA-Dy teve um menor erro médio de posição em todos os

datasets. O mesmo resultado se repetiu no cenário com nove ERBs. No entanto, quando

seis ERBs (SCE-6) são utilizadas, a técnica FP-AoA-Dy só teve melhor desempenho no

dataset DS-25, sendo superada pela técnica FP-AoA nos outros três datasets (DS-25,

DS-75 e DS-100).

Por último, na Fig. 27 temos o erro médio de posição considerando o ambiente indoor-

outdoor. Nesse caso, a técnica FP-AoA-Dy superou a técnica FP-AoA em todos os cenários

(SCE-4, SCE-6 e SCE-9) e em todos os datasets (DS-25, DS-50, DS-75 e DS-100). No

entanto, vale ressaltar que no cenário SCE-9, a diferença de desempenho entre as técnicas
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é maior para todos os datasets quando comparada às diferenças obtidas nos cenários

SCE-4 e SCE-6.

A Fig. 28 ilustra um mapa de calor referente à variação percentual do erro médio de

predição de posição da técnica FP-AoA-Dy em relação à técnica FP-AoA, obtida para

cada dataset em todos os cenários e ambientes. Valores percentuais positivos indicam que a

técnica FP-AoA-Dy apresentou melhor acurácia, ou seja, um erro de predição menor. Por

outro lado, valores percentuais negativos mostram que a técnica FP-AoA obteve melhor

desempenho. É possível verificar que os maiores ganhos percentuais da técnica FP-AoA-Dy

foram obtidos no cenário SCE-9 e ambiente indoor (posições do mapa de calor em cor azul

mais escura). Nesse contexto (SCE-9 indoor), o maior ganho, no valor de 35, 33%, ocorreu

para o dataset DS-75. Os ganhos percentuais menores, inclusive com valores negativos

(perdas), foram observados no ambiente outdoor e cenário SCE-6 (posições do mapa de

calor em cor laranja). Nesse caso, a maior perda foi de 8, 12% no dataset DS-75. Vale

destacar que, fora do cenário SCE-6, como pode ser visto na Fig. 28, só houve outra

perda, ocorrida no cenário SCE-4 (indoor) no valor de 3, 21%.

Outro importante aspecto é analisar o desempenho das técnicas considerando as me-

dições disponíveis para treinamento dos regressores utilizados. Assim, a Fig. 29 ilustra o

ganho percentual médio da técnica FP-AoA-Dy em relação à técnica FP-AoA, por confi-

guração de dataset e tipo de ambiente. O ambiente indoor é representado pela cor laranja,

enquanto os ambientes outdoor e indoor-outdoor são representados, respectivamente, pela

cores verde e azul. O eixo das abscissas contém as possíveis configurações de datasets,

enquanto o eixo das ordenadas representam o ganho percentual médio. Vale destacar que

no eixo das abscissas, os datasets estão dispostos, da esquerda para a direita, em ordem

decrescente de ganho total (altura total da barra vertical) nos três ambientes. Logo, o

dataset DS-25 está posicionado mais à esquerda, uma vez que apresentou a maior soma

dos ganhos. Em seguida, tivemos o DS-75, seguido do DS-50 e, por último, o DS-100.
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Figura 29 – Ganho médio (em %) da técnica FP-AoA-Dy em relação à técnica FP-AoA,
para os diferentes datasets e tipos de ambiente (indoor, outdoor e indoor-
outdoor).

Na Fig. 29, é possível notar que os maiores ganhos da técnica FP-AoA-Dy ocorrem

no DS-25, dataset com menor número de instâncias de treino. Acompanhando o fluxo à

direita, observa-se que há uma diminuição do ganho médio quando o tamanho do conjunto

de treinamento cresce, embora haja uma inversão das posições dos datasets DS-50 e DS-

75. Essa troca de posição ocorreu em virtude do alto ganho obtido pela técnica FP-

AoA-Dy no cenário SCE-9 indoor e dataset DS-75, cujo valor foi de 35, 22%, conforme

consta no mapa de calor (vide Fig. 28). Percebe-se que os menores ganhos ocorreram no

ambiente outdoor (região em cor verde), inclusive com perda de -0, 56% para o dataset

DS-50. Este fato é justificado pelas variações percentuais apresentadas na Fig. 28, na

qual a técnica FP-AoA-Dy apresentou os menores ganhos nos cenários SCE-4 e SCE-9

(1, 80% e 3, 05%, respectivamente), além de ter tido a segunda pior perda no cenário

SCE-6 (−6, 54%). Por outro lado, no ambiente indoor (região em cor laranja), a técnica

FP-AoA-Dy apresentou, em geral, ganhos médios mais elevados em relação à técnica FP-

AoA, chegando a 16, 74% no DS-75. De fato, a análise conjunta das Figs. 28 e 29 permite
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identificar que a técnica FP-AoA-Dy, para o DS-75, obteve ganhos expressivos em todos os

cenários considerados (SCE-4: 6%, SCE-6: 8, 9% e SCE-9: 35, 33%), justificando o ganho

médio de 16, 74%. No entanto, o ganho médio da técnica FP-AoA-Dy se mostrou mais

uniforme nos três ambientes quando os dados para treinamento foram menores (DS-25),

reforçando a condição de que o método DySEREK, baseado em combinação dinâmica de

regressores, se mostra mais eficiente quando o conjunto de treinamento possui tamanho

menor.

Finalmente, para verificar se as diferenças entre os resultados obtidos pelas técnicas

são estatisticamente relevantes podemos utilizar o teste pareado para duas amostras de

Wilcoxon (DEMSAR, 2006). O teste foi aplicado considerando nível de confiança 𝛼 = 0, 05

e de forma pareada para cada cenário (SCE-4, SCE-6 e SCE-9) e dataset. Nos testes, foram

obtido um valor-𝑝 abaixo de 0, 05 para todos os datasets nos cenários SCE-4 e SCE-9. No

cenário SCE-6 tivemos um valor-𝑝 maior que 0, 05 nos datasets DS-25, DS-50 e DS-75, o

que indica que não há diferenças estatisticamente relevantes para o cenário SCE-6 para

esses datasets. No cenário SCE-6, os valores-𝑝 obtidos foram 0, 062, 0, 5106, 0.9913 para

os datasets DS-25, DS-50 e DS-75.

5.5 RESUMO DO CAPÍTULO

Nesse capítulo, uma técnica inovadora de localização baseada em fingerprinting, usando

ângulos horizontais obtidos a partir dos sinais de RF, foi proposta para estimar a posição

da EM. A principal motivação para essa proposição foi a introdução de um método de

localização projetado para ambientes outdoor, mas que pode ser aplicado para prever

a posição do usuário em um ambiente indoor. Diferente da abordagem tradicional de

fingerprinting, que é baseada nos valores absolutos RSSI, nossa proposta utiliza diferenças

de RSSI e PD para obter o ângulo horizontal do usuário móvel. A abordagem tradicional de

fingerprinting também foi implementada para comparação com a proposta apresentada.

Em ambos os métodos, medições de propagação de ondas de RF em uma frequência
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de 1, 8 GHz W-CDMA foram obtidas em uma região urbana na cidade de Recife-PE,

Brasil. Resultados numéricos mostraram que nossa proposta apresentou um erro médio

de predição de posição menor para todos os ambientes e cenários investigados, exceto

em ambientes outdoor ruidosos e não-ruidosos para um cenário com nove ERBs. Além

disso, o método proposto foi menos sensível à mudança de ambiente (de outdoor para

indoor) e mais estável quando aplicado em ambientes indoor ou outdoor em cenários com

menos ERBs. Constatou-se que o método de fingerprinting baseado em AoA proposto

permitiu a paralelização do treinamento dos algoritmos de ML e da construção do grid

de localização, o que pode ser interessante para promover a escalabilidade em redes ultra-

densas, como sistemas celulares 5G. Finalmente, o método DySEREK foi utilizado como

regressor para a técnica FP-AoA proposta nesse capítulo. Verificou-se que a utilização do

método DySEREK diminuiu significativamente o erro médio de posição para os cenários

com quatro e seis ERBs. Nesses cenários, os maiores ganhos com a aplicação do DySEREK

foram obtidos quando conjuntos de treinamento menores foram utilizados para treinar os

regressores, situação que representa o caso em que poucas medições de campo foram

realizadas.
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6 CONCLUSÕES

O estudo realizado nesta Tese de Doutorado teve caráter multidisciplinar, abrangendo

as áreas de Aprendizado de Máquina e Telecomunicações, e consistiu de três partes. Na

primeira parte, visando fornecer contribuições na área de Aprendizado de Máquina, foi

proposto um novo método de seleção dinâmica de regressores, denominado DySEREK e

baseado no método KNORA. Na segunda parte, com o intuito de contribuir na área de

Telecomunicações, em particular no desenvolvimento de técnicas de localização de usuários

em redes sem fio, foi sugerida uma nova técnica de localização baseada em fingerprinting

usando ângulos horizontais preditos a partir de diferenças de intensidade de nível de sinal e

parâmetros de atraso de onda das redes celulares. Por fim, na terceira e última parte desta

Tese, foi promovida a multidisciplinaridade das duas áreas do conhecimento previamente

citadas, com a aplicação do método DySEREK na técnica de localização proposta em

busca de aprimoramentos quanto à substituição do regressor simples por um sistema de

múltiplos regressores.

Na primeira parte do trabalho, a motivação para a adaptação do método KNORA

para regressão foi o seu bom desempenho na tarefa de classificação. Nesse contexto, como

a diversidade é ponto-chave no desempenho de sistemas com múltiplos preditores, foi

proposta uma técnica de criação do pool de regressores, denominada CBAS, baseada na

combinação dos algoritmos Bagging, Random Subspace e Boosting, para ser incorporada à

seleção dinâmica realizada pelo método DySEREK. No que diz respeito à técnica CBAS,

os resultados mostraram que a proposta venceu as abordagens individuais de geração de

pool em 80% dos datasets considerados no estudo. Ademais, em relação ao RMSE, a técnica

CBAS teve desempenho equivalente quando comparada à abordagem com múltiplos pools

proposta em (KOTSIANTIS; KANELLOPOULOS, 2012).

Ainda na primeira parte desta Tese, a técnica CBAS foi utilizada como gerador de
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pool de regressores na concepção do método DySEREK. Na etapa de seleção, o método

DySEREK empregou o oráculo para a escolha dos melhores regressores, porém, diferente-

mente do método KNORA, o DySEREK utilizou a mediana dos erros para caracterizar as

predições como boas ou ruins. Semelhante ao KNORA, foram propostas quatro variantes

do método DySEREK segundo a estratégia de seleção dos regressores, quais sejam, Dy-E,

Dy-EW, Dy-U e Dy-UW. Experimentos realizados em 14 datasets públicos com diferentes

tamanhos de pool mostraram que o DySEREK teve melhor desempenho em 70 a 86% dos

datasets quando comparado com três algoritmos de referência, a saber: regressor único,

pool e DESIP. Também foi verificada a influência dos parâmetros do método DySEREK

em seu desempenho. As variantes do grupo Union (Dy-U e Dy-UW) tiveram melhores

resultados em cerca de 83% dos datasets, usando pools menores. No entanto, as variantes

do grupo Elimination (Dy-E e Dy-EW) apresentaram tempos de predição menores, além

de uma tendência de melhores desempenhos com o crescimento do pool, o que precisa ser

melhor explorado.

Na segunda parte da Tese, foi sugerida uma nova técnica de localização baseada em

fingerprinting usando ângulos horizontais preditos a partir de diferenças de RSSI e PD. A

principal motivação para a proposta foi a busca por uma solução projetada para ambientes

outdoor, mas que pudesse ser utilizada para prever a posição do usuário em um ambiente

indoor. Os resultados obtidos mostraram que a técnica de localização proposta teve um

erro médio de predição de posição menor em cerca de 88% dos cenários investigados,

quando comparada à abordagem tradicional de fingerprinting que utiliza o valor absoluto

de RSSI. Além disso, a técnica elucidada foi menos sensível à mudança de ambiente (de

outdoor para indoor) e mais estável quando aplicada em ambientes indoor ou outdoor,

considerando cenários com um menor número de ERBs. Outra importante constatação foi

que a nova abordagem permitiu a paralelização do treinamento dos algoritmos de ML e

da construção do grid de localização, o que é interessante para promover a escalabilidade
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em redes com um alto volume de dados.

Na terceira e última parte desta Tese, o método DySEREK foi utilizado como regressor

integrante da técnica de localização proposta na segunda parte do trabalho. Verificou-se

que a utilização do DySEREK diminuiu significativamente o erro médio de posição para

os cenários com quatro e seis ERBs. Nesses cenários, os maiores ganhos com a aplicação do

método DySEREK foram obtidos quando menores conjuntos de dados (poucas medições

de campo) foram utilizados para treinar os regressores, situação típica à qual operadoras

de telecomunicações estão sujeitas na ocasião do mapeamento de sinais de RF em regiões

densamente urbanas.

Por fim, sugerimos como perspectiva de trabalhos futuros, a investigação de como

novas técnicas de Auto-ML (QUANMING et al., 2018) podem ser utilizadas com o obje-

tivo de encontrar os melhores parâmetros para o método DySEREK. Adicionalmente, em

relação à técnica de localização proposta, recomendamos a utilização de simuladores de

redes celulares, tais como o OMNeT++ (VIRDIS, 2019), para verificar como a técnica de

localização se comporta em relação a mudanças realizadas no ambiente urbano, com o pro-

pósito de verificar a necessidade e a periodicidade de calibração do sistema de localização

(retreinamento dos modelos).
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APÊNDICE A - DATASETS

ABALONE

O dataset tem 4.177 instâncias, o objetivo é prever a idade de uma abalone (molusco 

do mar) baseado em suas medidas físicas. O dataset pode ser encontrado na página do 

Universidade da California Irvine (UCI, University of California, Irvine) em link Abalone. 

Na Tabela 15 temos a descrição do dataset:

Tabela 15 – Descrição das features e target do dataset abalone

Feature Tipo Descrição
sex Nominal M ou F

Length continuo cumprimento concha mais longa (mm)
Diameter continuo medida perpendicular a Lenght (mm)

Height continuo altura considerando a carne (mm)
Whole weight continuo peso total (grama)

Shucked weight continuo peso carne (grama)
Viscera weight continuo peso intestinal após sangramento (grama)
Shell weight continuo peso depois da secagem
Rings (alvo) inteiro número de anéis

AIRQUALITY

O dataset tem 9.358 instâncias, o objetivo é prever a umidade relativa do ar baseado em

medições realizadas por sensores. O dataset pode ser encontrado na página do UCI em

link AirQuality. Na Tabela 16 temos a descrição do dataset:

http://archive.ics.uci.edu/ml/datasets/Abalone
http://archive.ics.uci.edu/ml/datasets/Air+Quality
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Tabela 16 – Descrição das features e target do dataset AirQuality

Feature Tipo Descrição
Date Data data no formato DD/MM/YYYY
Time Hora hora no formato HH.MM.SS

CO(GT) continuo concentração média horária verdadeira de CO em mg/𝑚3

PT08.S1(CO) inteiro (óxido de estanho) resposta horária média do sensor
NMHC(GT) inteiro Altura considerando a carne (mm)
C6H6(GT) continuo concentração horária média real de benzeno em microg/𝑚3

PT08.S2(NMHC) inteiro (titânia) resposta horária média do sensor
NOx(GT)t inteiro concentração horária média real de NOx em ppb

PT08.S3(NOx) inteiro (óxido de tungstênio) resposta horária média do sensor
NO2(GT) inteiro concentração horária média real de NO2 em microg/𝑚3

PT08.S4(NO2) inteiro (óxido de tungstênio) resposta horária média do sensor
PT08.S5(O3) inteiro (óxido de índio) resposta horária média do sensor

T continuo Temperatuar em graus Celsus
RH (alvo) continuo umidade Relativa

AH continuo umidade Absoluta

AUTO93

O dataset tem 93 instâncias, o objetivo é prever o preço de um carro novo baseados em

dados do modelo. O dataset pode ser encontrado em link Auto93 . Na Tabela 17 temos a

descrição do dataset:

https://www.tandfonline.com/doi/full/10.1080/10691898.1993.11910459
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Tabela 17 – Descrição das features e target do dataset Auto93

Feature Tipo Descrição
Fabricante nominal fabricante do carro

Modelo nominal modelo do carro
Tipo nominal Tipo do carro

Min.Price continuo preço mínimo (em$1000 dolores)
Max.Price continuo preço máximo (em $1000 dolores)
MPG.city continuo consumo na cidade (milhas/galão)

MPG.highway continuo consumo na estrada (milhas/galão)
Cylinders inteiro preço máximo (em $1000 dolores)

EngineSize continuo Tamanho do motor (litros)
Horsepower inteiro potência motor

RPM inteiro rotação por minuto (motor)
Rev.per.mile continuo preço máximo (em $1000 dolores)

Fuel.tank.capacity continuo capacidade do tanque (galão)
Passengers inteiro quantidade passageiros

Length inteiro cumprimento (inches)
Wheelbase inteiro cumprimento eixo (inches)

Width inteiro largura (inches)
Origin nominal fabricado ou não nos EUA

Turn.circle continuo espaço para curva
Rear.seat.room continuo espaço bancos traseiros(inches)
Luggage.room inteiro capacidade mala (cu. ft.)

Weight inteiro peso (pounds)
Price (alvo) continuo preço máximo (em $1000 dolores)

AUTOMPG

O dataset tem 398 instâncias, o objetivo é prever o consumo do automável tendo como

base dados do modelo. O dataset pode ser encontrado na página do UCI em link Autompg.

Na Tabela 18 temos a descrição do dataset:

http://archive.ics.uci.edu/ml/datasets/Auto+MPG


131

Tabela 18 – Descrição das features e target do dataset Autompg

Feature Tipo Descrição
cylinders inteiro quantidade de cilindros no carro

displacement continuo espaço interno
horsepower continuo potência do motor

weight continuo largura
acceleration continuo aceleração
modelYear inteiro ano do modelo

origin nominal origem do modelo
carName nominal nome do modelo

BODYFAT

Os dados contêm estimativas do percentual de gordura corporal determinada pela pesagem

subaquática e várias medidas de circunferência corporal para 252 homens. Assim, temos

252 instâncias. O dataset pode ser encontrado na página link BodyFat. Na Tabela 19

temos a descrição do dataset:
Tabela 19 – Descrição das features e target do dataset Bodyfat

Feature Tipo Descrição
density continuo densidade (subaquática)

percentBFat continuo percentual de gordura
age inteiro idade

Weight continuo peso
Height continuo Altura

NeckCirc continuo circunferência do pescoço (cm)
ChestCirc continuo circunferência peito (cm)

Abdomen2Circ continuo circunferência do abdômen 2 (cm)
HipCirc continuo circunferência do quadril (cm)

ThighCirc continuo circunferência da coxa (cm)
KneeCirc continuo circunferência do joelho (cm)
AnkleCirc continuo circunferência do tornozelo (cm)
BicepsCirc continuo circunferência do bíceps (estendida) (cm)

ForearmCirc continuo circunferência do antebraço (cm)
WristCirc continuo circunferência do pulso (cm)

http://lib.stat.cmu.edu/datasets/bodyfat
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BOSTON HOUSING

Os dados contém os valores médios das casas na cidade de Boston nos anos 70. Ao todo,

são 506 instâncias com 13 features relacionadas ao local do imóvel. O dataset pode ser

encontrado na página do UCI em link Housing. Na Tabela 20 temos a descrição do dataset:

Tabela 20 – Descrição das features e target do dataset Boston Housing

Feature Tipo Descrição
CRIM continuo taxa de criminalidade per-capita

ZN continuo proporção de terrenos residenciais maior que 25.000 𝑓𝑡2

INDUS continuo proporção terrenos comerciais e não comerciais
CHAS inteiro 1 se o trecho limita o rio; 0 caso contrário
NOX continuo concentração de óxidos nítricos (partes por 10 milhões)
RM continuo número médio de quartos por habitação
AGE continuo proporção de propriedades construídas antes de 1940
DIS continuo distância ponderada aos cinco centros de Boston
RAD inteiro índice de acessibilidade às rodovias
TAX inteiro taxa de imposto sobre a propriedade

PTRATIO continuo proporção professor por aluno
B continuo 1000(𝐵𝑘 − 0.63)2 (bk= prop. terrenos vazios)

LSTAT continuo menor status da população
MEDV (alvo) continuo valor médio casas ocupadas (em $1000)

CARSEATS

O dataset contém 400 instâncias e 10 features. O objetivo é prever a quantidade de unida-

des vendidas de cadeiras de criança utilizadas em carro. O dataset pode ser encontrado na

pacote R Um introdução ao aprendizagem de máquina (ISL, An Introduction to Statistical

Learning) em link Carseats. Na Tabela 21 temos a descrição do dataset:

http://archive.ics.uci.edu/ml/machine-learning-databases/housing/
http://faculty.marshall.usc.edu/gareth-james/ISL/
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Tabela 21 – Descrição das features e target do dataset Carseats

Feature Tipo Descrição
Sales (alvo) continuo unidades vendidas(x1000) por local.
CompPrice inteiro preço competidor no local.

Income inteiro nível de renda comunidade.
Advertising inteiro orçamento local para propaganda. (x100)
Population inteiro população da região (x1000).

Price inteiro preço cobrado pela cadeira na região.
ShelveLoc nominal nível da localização produto.

Age continuo idade média da população.
Education nominal nível de eduação região.

Urban nominal indica se o local da loja é urbano.
US nominal indica se a loja é nos EUA.

CONCRETE

Há 1.030 instâncias no dataset, e o objetivo é prever a resistência à compressão do concreto

em função da idade da mistura e do peso por 𝑚3 de 7(sete) componentes, assim há oito

features no dataset. O dataset pode ser encontrado na página do UCI em link Concrete.

Na Tabela 22 temos a descrição do dataset:

Tabela 22 – Descrição das features e target do dataset Concrete

Feature Tipo Descrição
Cement continuo peso componente 1 por 𝑚3

BlastFurnaceSlag continuo peso componente 2 por 𝑚3

FlyAsh continuo peso componente 3 por 𝑚3

Water continuo peso componente 4 por 𝑚3

Superplasticizer continuo peso componente 5 por 𝑚3

CoarseAggregate continuo peso componente 6 por 𝑚3

FineAggregate continuo peso componente 7 por 𝑚3

Ageday inteiro idade da mistura em dias
ConCompStrength (alvo) continuo resistência do concreto à compressão

http://archive.ics.uci.edu/ml/datasets/concrete+compressive+strength
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CPUS

Dados relativos de desempenho da CPU, os quais são descritos em termos de tempo de

ciclo, tamanho da memória, etc. O dataset tem 209 instâncias e 8 features e pode ser

encontrado na página do UCI em link Cpus. Na Tabela 23 temos a descrição do dataset:

Tabela 23 – Descrição das features e target do dataset Cpus

Feature Tipo Descrição
vendor nominal vendedor

modelName nominal nome do modelo
MYCT inteiro clico da máquina (nano segundos)
MMIN inteiro memória principal mínima (kbytes)
MMIN inteiro memória principal máxima (kbytes)
CACH inteiro memória cache (kbytes)

CHMIN inteiro unidade mínima de canais
CHMAX inteiro unidade máxima de canais

PRP inteiro performance propaganda
ERP (alvo) inteiro performance estimada

FORESTFIRES

O dataset tem 513 instâncias e 12 featuares, o objetivo é fazer a previsão da área queimada

de um parque florestal utilizado as features especificadas na Tabela24. O ForestFire dataset

pode ser encontrado na página do UCI link ForestFire. Na Tabela 24 temos a descrição

do dataset:

http://archive.ics.uci.edu/ml/datasets/Computer+Hardware
https://archive.ics.uci.edu/ml/datasets/Forest+Fires
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Tabela 24 – Descrição das features e target do dataset ForestFire

Feature Tipo Descrição
X inteiro coordenada relativa (1 a 9)
y inteiro coordenada relativa (1 a 9)

month nominal mês do incêndio (jan a dez)
day nominal dia do incêndio (seg a dom)

FFMC continuo Índice FFMC do sistema FWI: 18,7 a 96,20
DMC continuo índice DMC do sistema FWI: 1.1 a 291.3
DC continuo Índice DC do sistema FWI: 7,9 a 860,6
ISI continuo índice ISI do sistema FWI: 0,0 a 56,10

temp continuo temperatura em graus Celsius: 2,2 a 33,30
RH continuo umidade relativa do ar em%: 15.0 a 100

wind continuo velocidade do vento em km / h: 0,40 a 9,40
rain continuo chuva externa em mm / m2: 0.0 a 6.4

area(alvo) continuo área queimada da floresta (em ha): 0,00 a 1090,84

HITTERS

O Dataset com 322 instâncias e 19 features, a variável alvo é o número de hits que jogador

irá acertar na temporada. O dataset pode ser encontrado no pacote R ISL em link Hitters.

Na Tabela 21 temos o detalhamento do dataset:

http://faculty.marshall.usc.edu/gareth-james/ISL/
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Tabela 25 – Descrição das features e target do dataset Hitters

Feature Tipo Descrição
tBat inteiro número de batidas(at bat) em 1986
Hits inteiro número de hits em 1986

HmRun inteiro número de home runs em 1986
Runs inteiro número de runs em 1986
RBI inteiro número de runs batted em 1986

Walks inteiro número de walks em 1986
Years inteiro número de anos na liga principal

CAtBat inteiro número de time durante sua carreira (at bat)
CHits inteiro número de hits em sua carreira

CHmRun inteiro número de home runs na carreira
CRuns inteiro número de runs durante a carreira
CRBI inteiro número de runs batted na carreira

CWalks inteiro número de walks na carreira
League nominal nível do jogador na liga 1986 (A e N)
Division nominal Divisão do Jogador(E e W)
PutOuts inteiro número de put outs em 1986
Assists inteiro número de assitência em 1986
Errors inteiro número de erros em 1986
Salary inteiro salário anual em 1987 (x1000 dolares)

NewLeague nominal Liga do jogado no inicio de 1987 (A e N)

SERVO

O dataset tem 167 instâncias e 5 features, a variável alvo é o tempo de resposta de um

servomecanismo e as features estão relacionadas aos dispositivos usados pelo servomeca-

nismo. O dataset pode ser encontrado na página do UCI link Servo Dataset. Na Tabela 26

temos sua descrição:

https://archive.ics.uci.edu/ml/datasets/Servo
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Tabela 26 – Descrição das features e target do dataset Servo

Feature Tipo Descrição
motor nominal A,B,C,D,E
screw nominal A,B,C,D,E
pgain inteiro 3,4,5,6
vgain inteiro 1,2,3,4,5

class (alvo) continuo tempo resposta(0.13 a 7.10)

SLUMP

O Dataset tem 103 instâncias, sete features e três variáveis pode ser utilizadas como alvo.

As variáveis alvos são a queda, a vazão e resistência à compressão do concreto. E as

features são sete ingredientes utilizados na fabricação do concreto. Mais detalhes sobre o

dataset e o arquivo podem ser encontrados na página do UCI em link Servo Dataset. Na

Tabela 27 temos a descrição do dataset:

Tabela 27 – Descrição das features e target do dataset Slump

Feature Tipo Descrição
Cement inteiro cimento

Slag inteiro bv
FlyAsh inteiro cinzas (no ar)
Water inteiro água

SP inteiro super plastificante
CoarseAggr inteiro agregado grosso
FineAggr inteiro agregado fino

SLUMP (alvo) continuo queda do concreto
FLOW (alvo) continuo vazão do concreto

ComprStren28 (alvo) continuo resistência à compressão(dia 28)

WAGE

Dataset com salário de 3000 empregados (todos masculinos) e 10 features. dataset pode

ser encontrado no pacote R ISL em link Hitters. Na Tabela 28a descrição do dataset:

http://archive.ics.uci.edu/ml/datasets/Concrete+Slump+Test
http://faculty.marshall.usc.edu/gareth-james/ISL/


138

Tabela 28 – Descrição das features e target do dataset Wage

Feature Tipo Descrição
year inteiro Ano que salário foi informado
age inteiro idade do trabalhador

maritl nominal Estado civil do trabalhador
race nominal origem do trabalhador

education nominal nível de educação do trabalhador
region nominal região do pais

jobclass nominal tipo do trabalho
health nominal estado de saúde do trabalhador

healthIns nominal se trabalhador tem plano de saúde
logwage continuo registro de salário

wage continuo Salário do trabalhador
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